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Abstract. In this paper we apply a Neural Network (NN) to treat large oceanographic datasets, specificaly to
study the mesoscale variability of an oceanic boundary current. The main objective is to distill the massive
oceanographic datasets down to a new space of smaller dimension, characterizing the essential information
contained in the data. Due to the natural nonlinearity of those data, traditional multivariate analysis, like the
Principal Component Analysis (PCA), may not represent reality. However, Nonlinear Principal Component
Analysis (NLPCA) can be performed by a neural network model. This work presents the methodology
associated with the use of a multi-layer NN with a bottleneck to extract nonlinear information of the data. We
illustrate its good performance with a set of tests against comparisons using this methodology and classical PCA
in the Sea Surface Temperature (SST) satellite images of the southwestern Pacific Ocean.
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1. Introducdo

Um tipico problema existente na oceonografia € reduzir as dimensdes de grandes séries de
dados com o objetivo de avaliar melhor o volume deinformacdes contidas nas mesmas. Uma
aproximacao classica para resolver esse problema é a utilizagdo de métodos estatisticos
lineares como aAnalise dos Componentes Principais (PCA). O PCA encontraosautovalores
e autovetores da matriz de covarianca dos dados e, com esse resultado, pode-se realizar a
reduc&o dimensional dos dados e analisar os padrdes principais de variabilidade presentes.

O fato do PCA resolver o problemaatravés de umaaproximacao linear pode levar auma
simplificacdo indesejada da variabilidade existente. Essa limitacdo usualmente é mais
significativaem fenbmenos oceanograficos com escal as espaciai s de centenas de quilGmetros
e escalas temporais de meses, chamados de fendbmenos de mesoescala. Como esses
fendbmenos af etam fortemente o0 ecossi stema marinho (e assim adistribui¢&o de peixes) uma
técnica capaz de levar em consideracéo a componente ndo linear dos mesmos é desejavel.

A utilizacdo de RNAstem sido proposta por diversos autores como umaferramentapara
tentar superar aslimitacdesimpostas pelo PCA nos problemas oceanogréficos Hsieh (2000).
Assim, pretende-se avaliar o potencial das RNAs nainvestigacéo de padrdes de variabilidade
em éreas do oceano dominadas por fortes fenbmenos de mesoescala. Os resultados séo
comparados com os obtidos através do método PCA, ressaltando as vantagens e desvantagens
daimplementacéo de RNAS.

2. Os Dados

Osdados usados sdo umasérie detrésanose meio (de 1991 até 1994) deimagens desaélite,
daTemperatura Superficial do Mar (TSM), do sudoeste do Oceano Pacifico. Estasimagens
foram derivadas de imagens com resolucao de 1 km x 1 km, gravadas pelo “ Advanced Very
High Resolution Radiometer” (AVHRR) através dos satélites de orbita polar do “National

Oceanic Atmospheric Administration” (NOAA). A precisao radiométrica dessasimagens é
em torno de 0.5 °C e aresolucdo temporal € usualmente 4 imagens por dia.
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Como este conjunto de dados é fortemente contaminado por nuvens, elefoi interpolado
obtendo-seum grid 9 km x 9 km paracada 10 dias. Este procedimento permite aremocéao de
nuvens, e a0 mesmo tempo, mantém a maior parte das caracteristicas da TSM que séo
importantes para este estudo. Além disso, a suposic¢ado de que resolucdes espacial etempord,
de 9 km x 9 km e 10 dias, respectivamente, sdo suficientes para o estudo de padrdes de
mesoescala é valida, e comumente utilizada na oceanografia.

O conjunto de dadosinterpolados usado no presente estudo tem 128 pontos de temporai s
e dimensao de 60 x 60 pixels, cobrindo a &rea desde 31° até 36°S e de 150,5° até 155,5°E,
como visto naFigural. A regido foi escolhidapor ser umadas mais energéticas dos oceanos
do mundo, com um sinal de mesoescala limpo e distinto.

Devido a magnitude dos dados de entrada, uma normalizacdo apropriada foi usada. De
cada variavel de entrada é subtraida a sua média e dividida pelo seu desvio padréo do valor
mais alto da entrada, Hsieh (2000).
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Figura 1: Area de estudo no sudoeste do Oceano Pacifico. A imagem acimaé umadas 128
imagens do conjunto de dados analisado. Notam-se varias caracteristicas de mesoescala
(vorticese meandros) ao longo dalinhafrontal entre as dguas quentestropicais (vermelho) e
as aguas mais frias com origem sub antartica (azul).

2. A Teoriado NLPCA

Oceanografos adotam geralmente métodos estatisticos tradicionais que tém o objetivo
principal érealizar umareducdo dimensional em um conjunto bruto de dados oceanograficos,
extraindo ainformac&o essencial contidanos mesmos. Tais métodos trabalham encontrando
os modos principais de variabilidade em um conjunto das variaveis x, assim reduzindo a
dimensionalidade e permitindo a extracdo da caracteristica de X.

Um destes métodos de extracéo de caracteristicas, aAnalise dos Componentes Principais
(PCA) conhecido também como método das Fun¢des Empiricas Ortogonais (EOF), tem sido
usado extensamente nas Ciéncias de Terradesde suaintroducao por Lorenz (1963). O PCA é
usado para detectar e caracterizar aestruturalinear 6tima, de dimensbdes reduzidas, de uma
série de dados. Entretanto, o PCA e os métodos relacionados podem produzir uma
simplificacdo da série de dados que estd sendo analisada devido a suposicdo que 0s
fenbmenos lineares séo dominantes. O advento das Redes NeuraisArtificiais(RNAS) criaa
possibilidade da limitagdo linear na anélise de dados ambientais ser finalmente eliminada.
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2.1. Problema da Extracéo de Car acteristicas

Uma imagem de satélite pode ser vista como um vetor. Se a largura e a altura daimagem
forem w e h pixelsrespectivamente, o nUmero de el ementos (pixels) deste vetor sera w* h.
A construcdo deste que é chamado de vetor imagem, é executada por uma concatenacao
simples- aslinhas daimagem séo colocadas umaao lado outra, como mostrado naFigura2.

: ~ x={_ [ 2 [ JET }

w

Figura 2: construcéao do vetor imagem.

2.2. Espaco da Il magem

O vetor imagem pertence a um espaco, chamado espaco da imagem, que é o espaco de todas
asimagens cujadimensdo é w* h pixels. Tipicamente nossas imagens de satélite podem ser
divididas por diversas caracteristicasfisicas que sdo muito similares deimagem paraimagem
(ex.: porcbesdeterra, nuvens, zonasiguaisdatemperatura, etc.). Assim, ao tracar osvetores
imagem el es tendem a agruparem-se paraformarem aum aglomerado estreito noespago da
imagem, que é comum entre eles. Isto é mostrado na Figura 3(veja mais detalhes na
subsecdo seguinte).

W
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Figura 3: espaco dasimagens com eixos principais ortogonais (ax e ay ).

2.3. Analise dos Componentes Principais (PCA)

Devido a caracteristica do aglomerado que contém nossos vetores imagem, 0 espaco da
imagem ndo é um espaco 6timo para a descricéo da imagem de satélite; assim é necessario
construir um espaco novo que descrevamel hor asimagens. Os vetores base deste espaco novo
sdo chamados de componentes principais. Naturalmente, usar cada pixel pode trazer
informac0@es redundantes, porque cada pixel depende de seusvizinhos. Assim, se adimenséo
do espaco daimagem for w* h, entdo adimens&o do espago novo € menor do que adimenséo
do espaco da imagem original. Dessa forma, o objetivo da Andlise das Componentes
Principais éreduzir adimensao do conjunto original ou distribui-lo de modo que anovabase
descreva melhor os “modelos” existentes nos dados. Em nosso caso 0 “modelo” € um
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conjunto de padrdes de variabilidade de mesoescala. PCA tentarepresentar avariagdo totd no
conjunto dasimagens, e explicar estavariacao por poucasvariaveis. Osvetores novos dabase
(eixos) serao construidos por umacombinacao linear (assim séo essencia mente ortogonais).
Os componentes nesta base nova n&o seréo correlacionados. Os eixos sdo mostrados na
Figura 3 No6s podemos ver que a variagdo dos dados € maxima na direcdo ax e assim
definido como o primeiro componente principal de variabilidade. O segundo sentido que
provoca a variagdo a maior dos dados, contanto que € ortogonal a ax, € ay .

24. Teoriado PCA

Seja x(t) =[x,...,X,] um conjunto de imagens de satélite da superficie do mar, onde cada
variavel x,(i =1..., p) éumaserie temporal que contém n observagdes. O PCA é dado por
uma combinagéo linear do x , dafuncéo temporal u, e de um vetor associado a:

u() = a* x(t), @
entao
<|x®- au®|*>>, (@

€ minimizado (<<...>>). Aqui u, chamado de componente principal (PC), € uma série
temporal, enquanto a, € o primeiro autovetor da matriz do covarianca dos dados,
frequentemente descrever um padrédo espacial. Do residuo, X - au, 0 segundo modo do PCA
pode ser obtido, e assim por diante para modos mais elevados.

2.5. A Andlise Nao Linear

PCA permite somente o mapeamento linear de x para u. Por outro lado, o NLPC é obtido
usando uma rede neural multicamadas, veja a Figura 4 Kirby e Sirovich (1990). Para
executar NLPCA, aRNA tem 3 camadas escondidas de neurdniosentre aentradae asaida. A
rede NLPCA de cinco camadas tem p nds nacamadadaentrada, r nés naterceiracamada

(do gargalo), e p nbs na camada da saida. Os n6s na camada 2 e 4 devem ter funcdes ndo-

lineares da ativagdo de modo que as camadas 1, 2 e 3 e3, 4, e 5 possam representar fungoes
suaves arbitrarias. A rede NLPCA permite a compressdo de dados porque entradas de
dimensdo p devem passar pela a camada do gargalo de dimenséo r antes de reproduzir as

saidas. Umavez que aredefoi treinada, os valores daativag&o do né do gargal o fornecem os
resultados.

Seja f :AP ® A" afunciio modelada pelas camadas 1, 2 e 3, e sgja s: A" ® AP a
funcdo model ada pelas camadas 3, 4 e 5. Usando esta notacao, os pesos narede NLPCA séo
determinados sob a seguinte funcéo objetiva:

min & [x - x| ©)
, onde x' é asaidadarede. A relagéo E(lqulagéo (1) é agora generalizada para u = f (x), onde
f pode ser qualquer funcgéo ndo-linear explicadapor um RNA retro-alimentadadacamadada
entrada & camada do gargalo, e em vez de Equagdo (2), x, - x| € minimizado pelasfungdes
ndo-lineares de mapeamento, X'= s(u) . Do residuo, |x - x|, 0 segundo modo do PCA pode
ser obtido, e assim por diante para modos mais elevados.
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Figura4: rede NLPCA.

3. Implementacéo do NLPCA

Os neurdnios escondidos tém a funcdo tangente hiperbdlica como fungdo nédo linear de
transferéncia. Para outros os neurbnios (entrada, saida e neurénio u) é uma funcéo
identidade. A escolha de m, o nUmero dos neur6nios escondidos em ambas as camadas
escondidas, segue o principio geral da parcimdnia. Aumentos de m tornam maiores a
potencialidade modelando ndo-linear da rede, mas poderiam também conduzir solucdes
erradas. Usa-se um algoritmo quasi-Newton para realizar a otimizacao néo linear.

4. A Técnica de“ Cascateament0”

Os dados apresentam (60x60) 3600 variaveis espaciais e 128 pontos no tempo. Assim, a
dimensé&o dos dados a serem tratados inviabilizaaanalise direta através do uso de NLPCA.
Com os 3600 neurénios de entrada, a rede NLPCA conteria um nimero muito grande de
parametros (pesos associ ados aos neurdnios) em relacdo a quanti dade de amostrastemporais
(ver Hsieh (2001) paramaisdetalhes). Reduzir o nimero de variaveis daentrada, préfiltrando
osdadosde TSM utilizando o método PCA foi asolucédo adotada. Os3 primeiros PCs (séries
temporais) computados da série de dados sdo mostrados na Figura 5.

Olhando esta figura, se pode perceber o amplo dominio do primeiro modo de
variabilidade sobre os modos mais elevados. Tendo uma freqiiéncia de aproximadamente 1
ano, o primeiro modo tem um significado fisico claro naoceanografia, o qual érelacionado
como o aquecimento eresfriamento sazonal das aguas de superficie do mar seguindo o ciclo
anual deradiacdo solar. Os segundo eterceiro modos ndo so passiveis de umai nterpretacéo
téo direta.

Esta pré-filtragem, embora necesséria, pode estar introduzindo uma simplificagdo na
andlise antesmesmo daaplicacéo do método NLPCA. Assim, com apretensdo de possibilitar
aandlise diretade grandes areas de umamaneiraconfiavel, desenvolveu-se atécnicaque foi
chamadade* cascateamento” . Adotando essa metodol ogia, em nenhum momento daanalise
dosdadoso PCA é utilizado, ou seja, apré-filtragem ndo é mais executada. Ao invésdisso, as
variaveis de entradaforam divididas em peguenos grupos, que séo usados diretamente como
entrada do NLPCA, respeitando-se assim as limitagOes da rede. Os modos dessa forma
obtidos sdo agrupados e por sua vez usados como varidveis de entrada de novas redes
NLPCA. Esse processo é repetido até que se tenha um unico modo, ao final, representando
dados de entrada originais.
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Figura5: primeiros 3 PCs do PCA: PC1 (vermelho), PC2(azul) e PC3 (verde).

varidveisde entradaforam divididas em pequenos grupos, que sao usados diretamente como
entrada do NLPCA, respeitando-se assim as limitagfes da rede. Os modos dessa forma
obtidos séo agrupados e por sua vez usados como variaveis de entrada de novas redes
NLPCA. Esse processo € repetido até que se tenha um Unico modo, ao final, representando
dados de entrada originais.

Apesar de estarem sendo analisados separadamente no primeiro momento, arelacdo de
vizinhangaentre asvariaveis de entrada, sempre € levadaem consideracdo no passo seguinte,
j& que os resultados sdo sucessivamente agrupados. A metodologia é ilustrada naFigura®.

Figura 6: técnicade “ cascateamento”. O neurdnio destacado em vermel ho fornece o modo
correspondente aos dados de entrada.

5. Resultados e Discussao

Como a solucdo do PCA para o primeiro modo é linear, e 0 mesmo domina
inquestionavel mente avariabilidade na série de dados (o teste padrao sazonal daoscilacdo da
temperaturade superficie do mar), se esperariaque o primeiro componente principal darede
de NLPCA, tanto com pré-filtragem, quanto através do “ cascateamento”, fossem similares.
Essa expectativa € confirmada na Figura 7, onde fica clara a semelhanca entre os NLPC1s
obtidos com as duas técnicas, e 0 PC1, ja mostrado na Figura 5.
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Figura 7: NLPC1 com pré-filtragem (azul) e NLPC1 pela técnica do “cascateamento”
(pontos vermel hos).

Inversamente, se pode esperar padrdes diferentes ao comparar asolucdo de PCA paraas
modalidades mais elevadas (modalidade 2 por o exemplo) com os NL PCs correspondentes.
Emboratais modos aindan&o tenham sido cal culados, tem-se a expectativa que a eliminacéo
da etapa de pré-filtragem na analise dos dados proporcionara ganhos ainda maiores do que
aqueles ja conseguidos com o NLPCA.

5. Conclusdes

No estudo atual, investigou-se o desempenho da rede neural proposta por Hsieh (2000)
especificamente estudar padrdes de variabilidade de mesoescal a. M ostrou-se nasecdo 3 que
0S métodos estatisticos acima mencionados, como o PCA, conduzem a aproximacgéo boada
variabilidade somente para 0 modo dominante, porque € basicamente linear e representao
aguecimento e resfriamento anual da camada de superficie do oceano. Asmodalidades mais
elevadas, entretanto, tém uma natureza ndo-linear e, em consequéncia, o0 PCA n&o pode
inteiramente isolar essas modalidades umas das outras e a computacdo conduz a série
temporal que contém mais de um sinal associado a cada processo fisico distinto.

Com o0 uso do NLPCA, as néo linearidades existentes nos dados s&o melhor
representadas, o que constitui um ganho naandlise. Tal ganho, como mostrado na secéo 4,
aindapode estar sendo limitado pel o fato de que se faz necessario uma etapa de pré-filtragem
antes da execucao do NLPCA sobre umaquantidade grande de varidveis. Assim, atécnicade
“ cascateamento” mostra-se promissora, jaque possibilitaaanalise de grandesregi des (grande
namero de variaveis de entrada), sem que se faca uso da andlise linear (PCA) em nenhum
momento. Como se pode ver haFigura7, osprimeirosresultados evidenciam que atécnicaé
pertinente, ja que o modo encontrado esta de acordo com o esperado.

Asproximas metas parao trabal ho sdo, aobtencéo de modos mais el evados com o uso da
técnicade” cascateamento” e comparacdo desses com modosjaobtidos com autilizagcdo das
outras técnicas. Caso seja comprovado um ganho significativo na analise, a técnica de
“cascateamento” estard se mostrando aindamais eficaz do que aaplicagdo simples do método
NLPCA.
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