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Este trabalho apresenta o desenvolvimento de um método para a 
caracterização estatística de imagens utilizando-se de modelos auto-re 
gressivos e média móvel - AMA - e a utilização desses modelos para 
melhorar o resultado da classificação de amostras de textura de imagens 
digitais. Modelos são ajustados a cada classe através de um processo de 
identificação adequado. Em seguida, a imagem original é filtrada por 
filtros inversos derivados dos modelos obtidos, obtendo-se assim tan 
tos canais quantas classes texturais foram definidas a priori, para ca 
da imagem original. Como existe correlação entre as saídas dos filtros 
torna-se conveniente considerar a distribuição conjunta dos resíduos 
para se definir as estatísticas das classes e das amostras desconheci-
das. Essas são classificadas associando-se ã classe que minimizar a 
distancia estatística entre a distribuição que governa a amostra (su-
posta gaussiana) e as classes existentes. 

I  Trabalho apresentado no IV Simpésio Latinoamericano sobre Sensores Remotos, de 20 a 24 de novembro de 1989, Bariloche, Argentina. 
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RESUMO  

Este trabalho apresenta o desenvolvimento 
de um método para a caracterizaç'ão 
estatística de imagens utilizando-se de 
modelo auto-regressivos e média móvel - 
ARMA - e a utilização desses modelos para 
melhorar o resultado da classificação de 
amostras de textura de imagens digitais. 
Modelos s-a-o ajustados a cada classe 
através de um processo de identificação 
adequado. Em seguida, a imagem original é 
filtrada por filtros inversos derivados dos 
modelos obtidos, obtendo-se assim tantos 
canais quantas classes texturais foram 
definidas a priori, para cada imagem 
original. Como existe correlação entre as 
saldas dos filtros torna-se conveniente 
considerar a distribuição conjunta dos 
res.Iduos para se definir as estatísticas 
das classes e das amostras desconhecidas. 
Essas são classificadas associando-as à 

classe 	que 	minimizar 	a 	distância 
estatística entre a distribuição que 
governa a amostra (suposta gaussiana) e as 
classes existentes. 

- II--ITRODUÇÃO 

Nas áreas de Processamento Digital de Imagens e Reconhecimento de Padres tem sido 
desenvolvido um esforço mais ou menos recente na pesquisa de novos modelos de imagens, 
capazes de incorporar no processo de classificação a informação de contexto espacial de um 
"pixel". Tal esforço está ligado à caracterização estatística de texturas como modelos 
markovianos (Yu e Fu, 1983) e os modelos auto-regressivos e de médias móvel (ARMA) 
(Therrien, 1983; Terrien et alii, 1986). 

Neste trabalho' apresenta-se um estudo para a descrição estatistica classificação 
de amostras de textura em imagens digitais utilizando modelos ARMA. 

Modelos s-a-o ajustados a cada classe, através de um processo denominado identificação 
e estimação dos parâmetros. A imagem que contém as texturas a classificar é filtrada por 
filtros inversos derivados dos modelos, gerando tantos canais (resíduos) quantos forem as 
classes de textura. Gambotto (1980) apresenta um critério de classificação das amostras 
desconhecidas associando-as ao filtro que apresentar menor variância dos resíduos. 

Tal critério entretanto não leva em conta a correlação existente entre as saídas dos 
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diversos filtros. Para isso torna-se conveniente considerar a distribuição conjunta dos 
resíduos dos filtros. Uma amostra desconhecida, da qual se calcula a distribuição (que se 
sup'6e gaussiana), é associada à classe cuja distribuição for mais próxima. Nesse trabalho 
utiliza-se uma medida de proximidade entre distribuição denominada distância JM 
(nascarenhas e Velasco, 1989). 

O trabalho está organizado da seguinte maneira: na seção 2 discute-se o modelo de 
séries unidimensionais e ccmn estimar os parâmetros necessários. A seção 3 relaciona os 
modelos unidimensionais obtidos a partir da concatenação de linhas ou colunas da imagem 
com os modelos verdadeiramente bidimensionais. A seção 4 apresenta o processo de extração 
de atributos e o método de classificação de amostra por minimização da distância JM. 
Finalmente as seç3es 5 e 6 apresentam os resultados e conclusb'es. 

2 - O MODELO ARMA DE SÉRIES TEMPORAIS 

Uma serie temporal é caracterizada por uma sequência de valores no tempo g i, 92, .., 
g,. O valor médio de g i  é ja. Essa serie é modelada como sendo gerada a partir de uma 
sequência de "shocks" independentes, que so realizaçOes de um processo de ruído branco 
com média zero e variância cs, 2, que passam por um filtro linear que caracteriza o processo 
(Figura 1) (Box e Jenkins, 1970). 

TROJ 	-4 

Figura 1 - Representação do filtro gerador do processo 

Esse filtro é definido pela equaç:ão diferença (Eq. 1), denominado modelo ARMA(p,q): 

-= 	E CC k 	"1".  E 13 , 9,-) + J.L (oc0=1) 
	

(1) 
k=0 	 J=1. 

O modelo (1) é unidimensional e poderia ser usado para descrever uma imagem se essa 
fosse linealizada concatenando-se linhas ou colunas. Coeficientes não nulos em atrasos 
múltiplos do tamanho da linha corresponder-iam a pontos colocados espacialmente vizinhos ao 
ponto sendo gerado. 

Da Equação (1) pode-se ressaltar dois casos particulares; o primeiro é o denominado 
modelo auto-regressivo de ordem p Uffp» quando q=0 (Eq. 2): 

gi = 0 1 9 i- Á + 132 Yi-2 ÷ • • • + I3P Y'd-P 	 (2) 

O segundo caso particular é denominado modelo media-móvel de ordem q (tiA(q)) que 
deriva (1) fazendo p.0 (nu 3): 

gi  = ao  w i  + a i 	+ 	+ ac 	+ 	 (3) 

onde ao  = 1 

Para se obter modelos ARMA(p,q) que caracterizem um processo estocástico, 
normalmente se supi5e que esse processo seja estacionário no sentido amplo, ou seja, ele não 
varia ,  mtdto ale% da média ou não foje da média sistematicamente. Isto supESe que as a 
estatisticae de 1 -  e 2-  ordem do processo só dependam do intervalo entre tempos (também 
chamado de atraso) e não da posição temporal. (Box e Jenkins, 1970. 

A ordem e uma estimativa preliminar dos parâmetros do modelo Sã'o obtidos com a ajuda 
da função de autocorrelação (F AC) e autocorrelação parcial (FAP) definidas a seguir. 



Supondo kt = O, a autovariância para um processo estocástico estacionário é dada por 

'7 k  = E C g i 	) 	 (4) 

É fácil verificar de (2) e (4) que para um processo AR(p) vale a relação: 

= 0 1 7k-1 4- 13 2 7k-2 	 /3P ''k-p 	 (5) 

A função de autocorrelação (FAC) é dada por: 

Dai resultando que: 

é9k = 13 1 	+ 02 Pk-2 	+ 13k Pk-p 	 (7) 

Fazendo-se k = 1, 2, 	p obtâm-se as chamadas equaçaies Yule-Walker, que sVo também 
so1uç3es para o problema de predição linear (Marple, 1987). 

Seja 95 ki  o i-ésimo coeficiente num processo auto-regressivo de ordem k. Dentre os 
coeficientes Oki  a função 95kk  (encarada como função de k) tem especial interesse e é chamada 
função de autocorrelação parcial (FAP(k)). A FAP se anula para k > p quando o processo é 
AR(p) Por outro lado, pode-se mostrar que, para um processo MA(q), a função de 
autocorrelaç:ão (FAC) se anula para atrasos maiores do que q. 

Para o modelo ARMA completo, nem a FAC ou a FAP se anulam. De acordo com essas 
propriedades é possível tentar identificar o modelo subjacente a um processo calculando a 
FAC e a FAP e observando seus aspectos. 

Uma vez obtida urna indicação do tipo e da ordem do modelo, a estimativa dos 
parâmetros a i  e 13 i  é feita em dois passos: 1) uma estimativa preliminar que utiliza a função 
de autocorrelação e que serve como ponto de partida para 2) uma estimativa de máxima 
verossimilhança que usa os dados diretamente. 

A estimativa preliminar para o processo AR(p) é feita substituindo-se as correlaOes 
teóricas pelas estimadas na equação de Yule Walker. Para o modelo MA(q) pode-se utilizar o 
algoritmo das inova0es (Kailath, 1968). No caso de modelos ARMA(p,q) Brockwell (1987) 
apresenta um método para determinação preliminar dos parâmetros baseado nas estimativas 
obtidas pelo algoritmo das inova0es para o modelo MA(00) equivalente. Tendo sido 
identificado um modelo tentativa com certos parâmetros iniciais, deseja-se escolher uma 
melhor estimativa para esses coeficientes. O método mais usado é o método dos mínimos 
quadrados, que corresponde à estimativa de máxima verossimilhança sob a hipótese 
gaussiana para o ruído. Como se trata de um problema de estimação não-linear, métodos 
iterativos como o de Gauss-Newton sã`o utilizados (Granger e Newbold, 1977). 

Deseja - se também calcular uma estimativa do erro de cálculo dos parâmetros. Sabe -se 
que as estimativas de máxima verossimilhança atingem assintoticamente o limite de Cramer- 
Rao e tâm distribuição multivariacia gaussiana. A raiz quadrada dos elementos da diagonal 
principal da matriz de covariância dado pelo limite Cramer-Rao dá o desvio padrão (SE(E2)) de 
cada parâmetro. Assim, para que um parâmetro seja significativamente # O com 95% de 
probabilidade basta verificar se I O i  1 > 2 SE(0i). 

O conhecimento do erro padrão para os parâmetros auxilia o processo de 
identificaçâ'o, pois os parâmetros não significativos podem ser retirados do modelo e 
reestimados os parametros restantes (Dutra, 1988). 



3 - RELAÇÃO ENTRE MODELOS UNIDIMENSIONAIS CONCATENADOS E MODELOS BIDIMENSIONAIS 

Dutra e Mascarenhas (1989) desenvolveram um método aproximado para determinar 
modelos ARMA 2D a partir de concatenação de linhas ou colunas da imagem. Com  o processo 
de concatenação de segmentos de linhas ou colunas transforma-se a imagem, Que é um 
processo estocástico de duas dimens3es (também chamado de campo aleatório), em um processo 
unidimensional, onde se pode aplicar o método descrito na seção 2 com certas adapta0es. 

A metodologia pode ser sintetizada nos seguintes passos: 

a) Adquirir os dados referentes às áreas de treinamento, concatenando-se segmentos 
de linha ou coluna. 

b) Retirar a média do sinal e plotar as funç3es FAC e FAP. Pela observação dessas 
funOes determinar p e q tal que as funOes sejam consideradas nulas. 

c) Obter as estimativas preliminares para os modelos AR(p), MA(q) e ARMA(p,q). 
Metodicamente eliminar as ordens de modelos que resultarem não causais ou não invertíveis. 

d) De posse do erro padrão para os coeficientes preliminares zerar os não 
significativos, que não mais serão considerados para otimização. 

e) Submeter os trâs modelos à estimativa de máxima verossimilhança. Observar que a 
natureza originalmente bidimensional dos dados vai revelar rapidamente a região de suporte 
do filtro. 

Uma vez obtido um modelo realiza -se um teste sobre os resíduos, que já sTío obtidos 
automaticamente no processo de estivativa de máxima verossimilhança. Se os resíduos não 
Forem considerados brancos normalmente é necessário aumentar a ordem do modelo refazendo 
os passos indicados. 

4 - EXTRAÇÃO DOS ATRIBUTOS E CLASSIFICAÇÃO DAS AMOSTRAS 

Uma vez determinado os modelos referentes às texturas das imagens o Processo de 
classificação das amostras se dá em 2 passos: 

a) Extração de atributos; 

h) Classificação das amostras por minimização da distância JM da amostra às classes. 

Na fase de extração de atributos a imagem toda é filtrada pelos filtros inversos 
casados a cada textura da imagem gerando residuos. Resíduo é a diferença entre o valor 
predito pelo modelo para aquele ponto da imagem e o valor real existente. Quanto maior for 
o ajustamento do modelo à classe, menor será o resíduo. Serão gerados tantos canais quantos 
forem os filtros (e portanto classes) existentes. 

Na fase de classificação das amostras, inicialmente São estimadas de áreas de 
treinamento as distribui0es que governam as classes. Como se sup3e que as classes tem 
distribuição gaussiana, basta calcular as médias e matrizes de covariância sobre as áreas 
de treinamento para classes para caracterizar suas distribui0es. 

Em seguida classificam-se as amostras desconhecidas. Cada amostra A I  da qual se 
conhece apenas sua média 0 1  e matriz de covariância E; é associada á classe H. (demédias oi  
e matriz E.,) se (Souza et alii, 1980): 

J m  

onde 



JkI = 2(l - e -) 

a kl _ gly 	, gi) - 	ln 	 detE  

detEk  detE i  

E = E k .4- El e 	
2 

O índice J a  é denominado distância JM (de Jeffrey-Matusita) e mede a proximidade entre 
a distribuição da classe H ;  e amostra A i . O termo a m  é o chamado distância de Bhattacharuga. 

5 - RESULTADOS e CONCLUSÕES 

Para avaliação do método desenvolvido foi sintetizada uma imagem composta de tràs 
texturas retiradas do livro e Brodatz (1956): grama, tecido e madeira (Fig. 1). 

Fig. 1 - Mosaico de texturas (a)grama, (b)tecido e (c)madeira. 

Os filtros inversos derivados dos modelos de cada textura, obtidas segundo o 

procedimento das seç3es 2 e 3 São os mostrados na Fig.2. 

Foram gerados 3 canais de resíduos referentes aos trâs filtros mencionados.A Fig. 3 
mostra a imagem original filtrada pelo filtro inverso da gramaiDesse cena foi obtida uma 
amostra de treinamento de 30 x 30 pixels por classe e 10 amostras testes de 20 x 20 pixels 
por classe (Fiu. 4). O resultado percentual da classificação dessas amostras testes pelo 
critério da distância JM, é apresentado na Tabela 1, onde o desempenho médio se refere a 
razão de amostras classificadas corretamente e o número total de amostras. 
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Fig. 2 - Filtros inversos das texturas: (a) grama - modelo do tipo AR, 
(b) tecido - ARMA, (c) madeira - MA. 

Fig. 3 - Canal residual filtrado pelo modelo grama inverso. 



Fig. 4 - Areas de treinamento (30x30) e Teste (20x20) 

TABELA 1 

MATRIZ DE CLASSIFICAÇÃO - CANAIS RESIDUAIS 

AMOSTRAS 

CLASSES I GRAMA TECIDO MADEIRA 

Grama 80.0 0.0 0.0 

Tecido 20.0 100.0 0.0 

Madeira 0.0 0.0 100.0 

Desempenho Médio : 	93,3 

ConfusTa-o Média 	 6,7 

Para comparação, apresenta-se na Tabela 2 o resultado da classificação das mesmas 
áreas testes, também pelo mesmo critério-distância JM - sobre o canal original. 

Como se observa, a melhoria nos resultados foi significativa, indicando a viabilidade 
do processo. Os estudos vo ter continuidade focalizando-se os seguintes aspectos: 
definição de um limiar de rejeiç`ão baseado nos limiares superiores e inferiores para P(Erro) 
em função da distância JM. Esse Item é importante para definição de um método de 
segmentação de imagens, baseado em divis-go das imagens em amostras de texturas. 



TABELA 2 

MATRIZ DE CLASSIFICAÇÃO - CANAL ORIGINAL 

AMOSTRAS 

CLASSES 1 	GRAMA TECIDO MADEIRA 

Grama 20.0 0.0 0.0 

Tecido 60.0 100.0 60.0 

Madeira 20.0 0.0 40.0 

Desempenho Médio : 	53,3 
Confuso Média : 	46,7 

Outros modelos também poderão ser testados tais como: modelos markovianos, mínimos 
quadrados generalizados, etc. Também outros critérios de seleção de amostras poderão ser 
usados, tais como: distancia Mahalanobis média, divergência, maioria e distancia entre 
modelos. 
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