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Resumo. Esse trabalho de pesquisa utiliza o aprendizado de maquina para
predicdo de valores da telemetria TM072 - Battery temperature 1 do satélite de
coleta de dados operado pelo INPE. A metodologia utilizada foi a andlise
bibliografica sobre ciéncia de dados, estatistica, matemdtica, aprendizado de
maquina etc., a leitura dos dados de telemetria, a analise exploratoria desses
dados, a cria¢do, o treinamento e a valida¢do do modelo de aprendizado de
maquina com o uso do método ensemble do tipo averaging (bagging) e do
algoritmo ranfom forest. O modelo final obteve bons resultados com coeficiente
de correlagio R’ 98.16%, erro médio absoluto (MAE) de 0.167565 e raiz do
erro quadratico médio (RMSE) de 0.311292.
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1. Introducao

O volume de dados de telemetria gerados diariamente ¢ muito grande e tende a crescer
proporcionalmente ao tempo de vida 1til da missdo espacial e do nimero de instrumentos a
bordo dela.

Como o volume e a variedade dos dados crescem exponencialmente, ¢ necessaria a utilizagao
da Ciéncia de Dados que, segundo (BOSCHETTI; MASSARON, 2016), ¢ um dominio de
conhecimento relativamente novo que requer a integragdo bem-sucedida da algebra linear,
modelagem estatistica, visualiza¢do, linguagem de programacdo, analise de graficos,
aprendizado de maquina, inteligéncia de negdcios, armazenamento e a recuperagao de dados.
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Considerando que os dados de telemetria do satélite de coleta de dados do INPE possuem alta
dimensionalidade com milhdes de amostras e 136 variaveis e que isso pode produzir resultados
redundantes, provocar overfitting no modelo de aprendizado de maquina, exigir excessivo
tempo de processamento e complexa andlise dos dados etc., faz se necessaria a redugdo da
dimensionalidade desses dados.

A reducdo de dimensionalidade ¢ a operagdo de eliminar alguns atributos ou variaveis do
conjunto de dados de entrada e criar um conjunto restrito de recursos que contém todas as
informagdes necessarias para prever a variavel de destino de maneira mais eficaz e confiavel.
A reducdo do numero de variaveis geralmente também reduz a variabilidade do resultado e a
complexidade do processo de aprendizado (bem como o tempo necessario) (BOSCHETTI,
MASSARON, 2016).

De acordo com (GOLLAPUDI, 2016), ensemble methods (do Inglés, métodos de conjunto)
abrangem varios modelos que sdo construidos independentemente e os resultados desses
modelos sdo combinados e sdo responséaveis pelas previsdes. E fundamental identificar quais
modelos independentes devem ser combinados ou incluidos, como os resultados precisam ser
combinados e de que maneira alcangar o resultado desejado. Esta ¢ uma classe de técnicas muito
poderosa e amplamente adotada.

O método ensemble ¢ uma técnica que combina as previsdes de varios algoritmos de
aprendizado de maquina para fazer previsdes mais precisas do que qualquer modelo individual
(BROWNLEE, 2020).

O objetivo dos métodos ensemble é combinar as previsdes de varios estimadores com um dado
algoritmo de aprendizado a fim de melhorar a generalizacdo e a robustez de um unico estimador
(SCIKIT-LEARN DEVELOPERS, 2021).

Os métodos ensemble podem ser divididos basicamente em trés tipos: Averaging, Boosting e
Stacking.

No método ensemble do tipo averaging (do Inglés, calculo da média), o principio orientador &
construir varios estimadores de forma independente e, em seguida, calcular a média de suas
previsdes. Em média, o estimador combinado ¢ geralmente melhor do que o estimador base
porque sua variancia ¢ reduzida (SCIKIT-LEARN DEVELOPERS, 2021).

Os métodos ensemble do tipo averaging podem ser subdividos em: pasting, bagging, subspaces
e patches.

O método ensemble do tipo bagginng (bootstrap agregation) ¢ uma técnica que realiza a
substitui¢cdo (as amostras podem estar em diferentes conjuntos de dados de treinamento)
aleatoria de amostras com agregacao. Contribui para reducdo da variancia e ¢ muito util em
modelos de aprendizado de maquina baseados em arvores de decisdo. O método bagging
trabalha de modo paralelo e ¢ esta disponivel na biblioteca scikit-learn, tanto para problemas
de regressao (sklearn.ensemble. BaggingRegressor()), quanto para problemas de classificagao
(sklearn.ensemble. BaggingClassifier()).

Segundo (SCIKIT-LEARN DEVELOPERS, 2021), os métodos bagging formam uma classe de
algoritmos que constroem vdérias instancias de um estimador caixa preta em subconjuntos
aleatorios do conjunto de treinamento original e entdo agregam suas previsoes individuais para
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formar uma previsao final. Esses métodos sao usados como uma forma de reduzir a variancia
de um estimador base (por exemplo, uma arvore de decisdo), introduzindo a randomizaciao em
seu procedimento de construcao e, em seguida, fazendo um novo conjunto a partir dela.

Como exemplo de métodos ensemble do tipo averaging podemos citar: Random Forest,
Extremely Randomized Trees etc.

Para predicdo da variavel dependente () TM072 sera utilizado o algoritmo Random Forest (do
Inglés, florestas aleatdrias). O random forest ¢ baseado no método ensemble averaging do tipo
bagging, é executado de modo paralelo e ¢é utilizado no aprendizado supervisionado. E um
algoritmo de aprendizado de méquina ndo paramétrico, poderoso ¢ popular, sendo aplicado
tanto em problemas de classificacdo (sklearn.ensemble. RandomForestClassifier()), como em
problemas de regressao (sklearn.ensemble.RandomForestRegressor()).

A abordagem random forest ¢ um método bagging em que arvores profundas, ajustadas em
amostras de bootstrap, sao combinadas para produzir uma saida com menor variancia. No
entanto, random forest também usa outro truque para tornar as varias arvores ajustadas um
pouco menos correlacionadas umas com as outras: ao crescer cada arvore, em vez de apenas
amostrar as observagdes no conjunto de dados para gerar uma amostra de bootstrap, também
amostramos os atributos e mantemos apenas um subconjunto aleatorio deles para construir a
arvore (ROCCA, 2019).

De acordo com (SCIKIT-LEARN DEVELOPERS, 2021), o random forest ¢ um meta
estimador que ajusta um conjunto de arvores de decisdo em varias subamostras do conjunto de
dados e usa a média para melhorar a precisdo preditiva e o controle do overfitting. O tamanho
da subamostra ¢ controlado através do parametro max_samples se bootstrap = True (padrao),

caso contrario, todo o conjunto de dados ¢ usado para construir cada arvore (SCIKIT-LEARN
DEVELOPERS, 2021).

Ap0s a criagdo de modelo de aprendizado de maquina ¢ necessario sabermos a performance e
a qualidade do modelo criado e o quanto esse modelo ¢ capaz de prever novos valores ou
classificar um conjunto de dados.

De acordo com (DANGETI, 2017), a avaliacao de qualquer modelo precisa ser calculada para
determinar a qualidade do modelo em relagdo aos dados reais, para que seu desempenho possa
ser aprimorado ajustando os hiper parametros e assim por diante. De fato, a precisao de todo o
algoritmo de aprendizado de maquina ¢ medida com base em seu tipo de problema. No caso de
problemas de classificagdo, utiliza-se a matriz de confusdo e nos problemas de regressao,
utiliza-se o erro médio quadratico (MSE) ou os valores ajustados do R2.

Na regressao, uma varidvel continua € prevista e as métricas de erro sdo obtidas comparando as
previsoes dos modelos com os valores reais das variaveis de destino e calculando o erro médio
(GOLLAPUDI, 2016).

Nesse trabalho de pesquisa serdo utilizadas as seguintes métricas:
a) Mean Absolute Error — MAE (do Inglés, erro absoluto médio)

A média obtida entre os valores originais e os valores previstos ¢ chamada de erro absoluto
médio. Ele também mede a magnitude média do erro, ou seja, o quao distante as previsdes estdo
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dos valores reais. Além disso, 0o MAE nao nos fornece nenhuma direcdo de erro, isto é, se
estamos com overfitting ou undefitting nos dados (SHASHWAT TIWARI, 2019).

Segundo (GOLLAPUDI, 2016), o MAE ¢ mais intuitivo ¢ menos sensivel a valores
discrepantes.

b) Root Mean Squared Error (do Inglés. raiz do erro quadratico médio)

A raiz do erro quadratico médio ¢ a métrica mais popular utilizada nos problemas de regressao.
O RMSE ¢ definido pelo desvio padrao dos erros de previsdo. Esses erros de previsao sao
algumas vezes chamados de residuais. Os residuos sdo basicamente a medida da distancia dos
pontos de dados da linha de regressao (SHASHWAT TIWARI, 2019).

Segundo (GORAKALA; USUELLI, 2015), o RMSE ¢ o desvio padrao da diferenga entre a
classificagdo real e a classificagdo prevista.

c) R2

R2 ¢ uma medida estatistica de quao perto o ponto de dados ¢ ajustado a linha de regressao. R2
¢ definido pela variancia explicada dividida pela variancia total que ¢ explicada pelo modelo
linear (SHASHWAT TIWARI, 2019).

O valor de R2 sempre fica entre 0% e 100%, portanto, 0% indica que ndo ha variabilidade dos
dados de resposta em torno de sua média e 100% indica como o modelo explica toda a
variabilidade dos dados de resposta em torno de sua média. Isso significa claramente que um
modelo com valor R2 mais alto ¢ perfeito para o seu modelo (SHASHWAT TIWARI, 2019).

De acordo com (DANGETI, 2017), em alguns casos extremos, o0 R2 também pode ter um valor
menor que zero, o que significa que os valores previstos do modelo tém desempenho pior do
que apenas tomar a média simples como uma previsao para todas as observacoes.

Nesse trabalho de pesquisa utilizaremos o aprendizado de maquina supervisionado, o método
ensemble bagging e o algoritmo random forest para predi¢do de valores da variavel dependente
(y) TMO072 - Battery temperature 1.

2. Metodologia

A metodologia utilizada nesse trabalho de pesquisa foi a leitura e analise bibliografica sobre
ciéncia de dados, estatistica, matematica e aprendizado de maquina. Também foram realizadas
leituras de artigos cientificos sobre aprendizado de méaquina e inteligéncia artificial aplicados a
area espacial, estudos sobre as bibliotecas scikit-learn, matplotlib, pandas, numpy, plotly e
sobre métodos ensemble averaging (bagging), boosting e stacking.

Ap0s a andlise bibliogréfica, foi realizada a aquisi¢do do conjunto de dados de telemetria do
satélite de coleta de dados, a andlise exploratéria dos dados (limpeza, transformagao,
visualizacdo, imputacdo etc.) com a utilizacdo das bibliotecas pandas, numpy, plotly e
matplotlib, a padronizagdo dos atributos com o sklearn.preprocessing.StandardScaler ¢ a
selecdo de atributos com o método sklearn.feature_selection.SelectKBest.

Apos a fase da andlise exploratoria dos dados, foi criado o modelo base de aprendizado de
maquina com o uso do método ensemble random forest. As melhorias nesse modelo foram
realizadas através dos hiper parametros (criterion = 'mae'’, max_depth = 8, max_features =
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'sqrt’, n_estimators = 500, n_jobs = -1, random_state = 42) que foram obtidos através do
sklearn.model_selection.GridSearchCV. Com isso foi possivel obter um modelo de
aprendizado de maquina com R? melhor que o do modelo base. As métricas de qualidade e
desempenho utilizadas durante a fase de validagdo do modelo preditivo com o método random
forest foram: MAE, RMSE e R°.

3. Resultados e Discussao

A telemetria TM072 que tem como descricdo “Battery temperature 1” € que pertence ao
equipamento PCU do subsistema PSS e possui valores aceitaveis entre -3°C a 26°C e acuracia
de +/- 0.3°C sera utilizada como variavel dependente (y) e tera seus valores previstos pelo
modelo de aprendizado de maquina com o uso do método ensemble random forest. A
distribui¢do dos dados da variavel dependente (y) TM072 ¢ mostrada na Figura 1.
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Figura 1. TM0O72 - Battery temperature 1.
Fonte: Préprio autor
Na Figura 1 ¢ possivel observar que a variavel dependente (y) TM072 tem média de 8.44°C,

desvio padrao 2.82 e que a maior parte das amostras estdo entre 2.5% e 97.5%. A Figura 2
ilustra o grafico de dispersao onde ¢ possivel observar os pontos fora da curva.
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Figura 1. Gréfico de disperséo da variavel dependente (y) TM072.

Fonte: Préprio autor
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Como conjunto de dados de telemetria do satélite de coleta de dados possui alta
dimensionalidade, foi necessario realizar a selecao de atributos. A sele¢do de atributos foi feita
com uso do método Univariate Feature Selection sklearn.feature selection.SelectKBest
(mutual_info regression e k = 16). A Tabela 1 ilustra os 16 atributos que foram selecionados
apos a execucao do SelectKBest.

Tabela 1. Variaveis independentes (X).

Fonte: Préprio autor

Variavel independente | Descrigao

TMO027 Receiver AGC voltage

TMO081 Battery temperature 2

TM113 DCP temperature monitor
TM114 MGE temperature monitor
TM119 OBC temperature monitor
TM121 ENC temperature monitor
TM122 PCU temperature monitor
TM127 BAT temperature monitor
TM129 RDU temperature monitor
TM130 S$S1 temperature monitor
TM131 S§52 temperature monitor
TM133 CP sup. temperature monitor
TM134 BP temper. monitor (near BAT)
TM135 BP temper. monitor (near PCU)
TM353 Extra telemetry

TM354 Extra telemetry

Apos a padronizacdo dos dados, a selecao dos atributos, a divisdo dos dados em dados de
treinamento com 1.475 amostras (75% do conjunto de dados) e dados de testes com 492
amostras (25% do conjunto de dados), foi criado o modelo de aprendizado de maquina com o
método ensemble random forest com 16 atributos e 1.967 amostras em um notebook Dell
Latitude com processado Intel(R) Core(TM) 15-6300U CPU @ 2.40GHz 2.50 GHz ¢ 08GB de
memoria RAM.

Inicialmente foi criado, treinado e testado um modelo de aprendizado de maquina de linha de
base com 0 método random  forest. Logo apos foi utilizado
sklearn.model selection.GridSearchCV para obter melhores pardmetros (criterion = 'mae’,
max_depth = 8,max_features = 'sqrt’, n_estimators = 500, n_jobs = -1, random_state = 42)
para criagdo de um outro modelo de aprendizado de maquina com a métrica R? maior . A Tabela
2 ilustra os resultados alcancados pelo modelo de aprendizado de maquina random forest
utilizado como linha de base e o modelo random forest final.
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Tabela 2. Métricas de avalicdo do modelo

Fonte: Préprio autor

Random Forest R? MAE RMSE
Modelo base 0.969362 | 0.142217 0.377117
Modelo final 0.981649 | 0.167565 0.311292

Na Tabela 2 ¢ possivel observar que o modelo final obteve melhorias em relagdo ao modelo de
linha de base. A melhoria no coeficiente de correlagio R? ¢ no RMSE foi em decorréncia do
uso do sklearn.model_selection.GridSearchCV. No entanto, o valor obtido na métrica MAE do
modelo final obteve valor um pouco maior que o valor do modelo de aprendizado de maquina
utilizado como linha de base.

A Figura 3 ilustra os dados de reais (y_test) e os dados de temperatura da bateria 1 previstos
(v_pred) pelo modelo de aprendizado de maquina com o uso do método ensemble random
forest.
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Figura 2. Comparacéo entre os dados reais e os dados previstos.

Fonte: Proprio autor

Na Figura 2 € possivel observar que os valores reais (y_test) da telemetria TMO072- Battery
temperature 1 que foram previstos (y pred) estdo bem proximos um do outro e que ha
aproximadamente 500 amostras nesse conjunto de dados com valores entre 5°C e 14°C.

4. Conclusao

A utilizacdo do aprendizado de méaquina pode trazer muitas contribui¢cdes para a operagao
continua dos satélites do INPE. Conforme mostrado na Tabela 2, o modelo final de aprendizado
de maquina resultou no coeficiente de determinagao (R2) com 98.16% e RMSE com 0.311292.
Com isso podemos considerar que o modelo de aprendizado de maquina criado com a utilizagao
do métodos ensemble random forest atingiu um bom resultado na predicdo dos valores da
temperatura da Bateria 1 do satélite de coleta de dados.
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