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Abstract. This paper describes some methodologies used in the evaluation of
parametric and gaussian classifiers. In the first step, a theorical study is
presented, and synthetical gaussian images are used to confirm the studies.
After this, the Amazon Region was selected to test the models, and five
images with visual interpretation were used to evaluate the classifiers.

1. Introdugao

O Instituto Nacional de Pesquisas
Espaciais (INPE), érgao ligado a
Secretaria de Ciéncia e Tecnologia, é um
dos responsaveis pelo monitoramento da
Amazénia. Para essa tarefa, o INPE faz
uso das  modernas técnicas de
sensoriamento remoto, empregando
imagens do sensor TM-LANDSAT.

Até o presente ano, o INPE emprega
técnicas de foto-interpretagao para
realizar o monitoramento. Sdo geradas
centenas de imagens analégicas, em
composi¢do colorida, que sdo analisadas
visualmente por especialistas
(engenheiros florestais, agronomos,
geélogos, bidlogos, etc.). Existe, no
entanto, a vontade de se saber que tipo
de ajuda o computador, e mais
especificamente, as técnicas de
processamento digital de imagens, podem
dar para agilizar as tarefas, mantendo,
ou quando possivel melhorando, a
qualidade e precisio dos resultados.

Em fungio disso, o INPE e a IBM
Brasil, através do Centro Cientifico Rio

(CCRio), firmaram um acordo, para
desenvolvimento de um projeto em
parceria, voltado para o estudo

ambiental da Amazénia. Uma das etapas
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deste projeto contempla pesquisas de
algoritmos e metodologias para extragdo
de informagées a partir das imagens
digitais do sensor TM-LANDSAT.

A fase de extragio de informagdes,
ou de classificagido de imagens, é a
responsavel por segmentar a regido
Amazénica em classes homogéneas,
identificando as florestas, os
desflorestamentos, os cerrados, as regides
aquaticas, urbanas, etc. O objetivo é
conseguir automatizar este processo que
hoje é feito visualmente, substituindo as
imagens analégicas por imagens digitais.
Caso ndo seja possivel um método
totalmente automatico, que se consiga
um processo assistido por computador.

Para esta fase, procurou-se levantar o
estado da arte, avaliando-se as principais
tendéncias para classificagao de imagens.
No entanto, surgiu um problema
relacionado com a avaliagdo dos modelos
de classificagdo. Num primeiro passo,
decidiu-se por avaliar os modelos
paramétricos gaussianos, comec¢ando pelo
questionamento do fundamento destes
modelos: “Terdao as  classes um
comportamento gaussiano?”. Por
enquanto, a base do estudo esta
concentrada em exemplos obtidos na
regido amazdnica.
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O processo de avaliagiao é dificil,
principalmente pela necessidade de
verificagdo da verdade terrestre. E

comum encontrar avaliagées relativas
que comparam métodos entre si. Neste
trabalho, procura-se buscar formas

alternativas de avaliagao dos modelos,
fazendo uso de imagens sintéticas que
apresentem caracteristicas semelhantes as
imagens reais, bem como resultados de
interpretagio visual, quando 0
conhecimento do especialista é levado
em consideracio.

2. A Area de Estudo

O trabalho concentra seus resultados em
exemplos obtidos na regido amazénica.
Foram selecionadas 5 4reas que
representam a diversidade de situagdes
préprias da regido: grandes areas de
florestas; areas de desflorestamento, como
as dareas conhecidas como espinha de
peixe em Rondénia; regides de cerrado
(ndo floresta); regides em torno de
grandes represas (dgua), etc. As imagens
utilizadas estavam distribuidas pelos
estados do Pard, Acre, Rondénia, Mato
Grosso, e a represa escolhida foi a de
Tucuruf. Os codinomes das imagens, bem

como as dimensées delas séo:
PA(768,768), AC(768,768), RO(768,768),
MT(1000,1000) e TU(512,512).

As imagens, conforme citado
anteriormente, sao do sensor
TM-LANDSAT, e nesta primeira fase
apenas as bandas 3, 4 e 5 foram
utilizadas, por serem as mesmas

empregadas até aqui pelo INPE. Para
estas imagens, o INPE forneceu
“gabaritos” de classificagiao, que constam
de imagens segmentadas de forma
automatica e rotuladas por especialistas,
a partir de interpretagdo visual.

Foram definidas 7 classes, sendo 4
denominadas “limpas” e 3 ruidosas. As
classes “limpas” sdo: floresta (FL), nio
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- (2,4,5,5,5,5,5) ja

floresta  (NF), dgua (AG) e
desflorestamento (DF). As classes
ruidosas sdo: nuvem (NV), sombra (SO)
e bruma (BR). Para cada segmento, o
especialista atribuiu uma nota de 1 a 5
em relagdo a cada possivel classe. A
nota 1 corresponde a possibilidade total
e a 5 a que ndo ha nenhuma
possibilidade. Por exemplo: (1,5,5,5,5,5,5)
significa que o segmento é floresta com
alto grau de possibilidade, enquanto que
indica que  ha
possibilidade do segmento ser da classe
nio floresta. Q conjunto de notas
(5,3,5,3,5,5,5) indica duvida em relagiao as
classes ndo floresta e desflorestamento.
56 foram analisados os segmentos
relativos as classes limpas, e que
apresentaram alto-grau de possibilidade.

das Classes

3. O Paradigma

Gaussianas

Diversos modelos paramétricos fazem uso
da premissa que as fungées densidade de
probabilidade relativa a alvos em
imagens de sensoriamento remoto sio
gaussianas. Para avaliar esta premissa,
levantou-se o histograma relativo a cada
classe, por banda (histograma
unidimensional), e procurou-se a
gaussiana que melhor se ajustava a este
histograma no sentido do minimo erro
quadratico. Na realidade o ajuste foi
realizado em cima da fungdo distribuigio

de probabilidade.
X
F(X) = ) hG), onde

X = maior inteiro< X

h(i) = freq. relat. do niv. de cinza i

X
FX) = [ o da
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fx) = 2

Erro =

[”@am - Baoyax

No processo de minimizagdo do erro
médio quadritico, determina-se novos
parametros de média (m) e variancia (¢2),
sdo

que entdo comparados com os
obtidos das imagens.

Para melhor compreender os
resultados, foram gerados dados

sintéticos gaussianos com as médias e
variancias de cada classe, por banda (12
pares). Estes dados passaram pelo
mesmo processo de ajuste e célculo de
erro. A tabela 1 apresenta os resultados
para alguns casos (BiCj significa banda i
e classe j).

Am Ao?% Erro
C1B4 0,00 0,4 0,22
C2B4 0,00 0,3 0,68
C3B3 0,00 0,6 0,39
C4B5 0,11 0,6 0,13

Observando os dados reais para os
mesmos casos, nota-se uma piora no
desempenho, representada pela maior
discrepdncia em todos os parametros:
média, varidncia e erro. A tabela 2
resume estes resultados.

Am Ao?% Erro
CiB4 -0,20 4,7 0,44
C2B4 0,14 89 1,28
C3B3 0,44 4.0 10,73
C4B5 -0,08 0,1 0,73
No geral, os resultados sio
satisfatérios, mas ainda ndo sio
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conclusivos
considera-los
classificagio.

quanto a eficiéncia de
gaussianos a titulo de

4. Estudo Teérico da Probabilidade de
Erro

Qualquer processo nio deterministico de
tomada de decisdo tem um risco
associado. O risco pode ser tomado como
o valor esperado do custo. No caso de
classificagdo de imagens de satélite, uma
imagem é dividida em NC classes, e para
cada pixel tem-se que decidir por uma
das classes (na realidade os algoritmos
permitem que nenhuma decisdo seja
tomada). Seja P(W,W)) a probabilidade
de se decidir pela classe W, e o pixel
pertencer a classe W, Um erro ocorrera
sempre que 1 for diferente de j. Supondo
que os custos sejam nulos quando nao
ocorra erro e unitirio nos demais casos,
o risco passa a se confundir com a
probabilidade de erro (P(¢)). Utilizando a
regra de Bayes, e sabendo que a
probabilidade de erro ¢ igual a diferenca
entre 1 e a probabilidade de acerto,
tem-se:

NC

Pe) =1 - ZP,-. Lf,,wi(X)dX,

]

onde f,, (X) é a fungdo densidade de
probabilidade de um pixel, dado que ele
pertenga a classe W,. Deve-se destacar
que neste ponto o pixel X pertence ao
espago NB-dimensional, onde NB é o
numero de bandas das imagens. Z,
corresponde a parti¢do do citado espago
NB-dimensional onde a funcio
discriminante relativa a classe W, é
maior que todas as demais, enquanto que
P, é a probabilidade de um pixel
pertencer a classe W,.

As fungées discriminantes d; s#o
baseadas nas préprias funcées densidade
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de probabilidade condicionadas as
classes. No caso dos classificadores
gaussianos paramétricos supervisionados
a funcgéo discriminante é6tima é aquela
que corresponde a decidir pela classe W,
sempre que:

P(Wilx) > P(Wilx) Vj#i

Utilizando a regra de
expressdo anterior é similar a:

Bayes, a

P(W)-f(Xlw) >PW).f(X]w)

No caso de classes gaussianas tem-se:

exp{— 5 . (X —m)E X —m,

f{Xlw) =

NB
NB 2
(X: —m)
dyX) = =)oy - ) L
=1
NB
dyX) = - Z(Xf —my)
J=1

Em todos os casos, decide-se pela
classe W, sempre que dg (X) > dKj(X), Vi
# J. A dltima fungdo discriminante
corresponde a tomada de decisdo pela

) minima distancia euclidiana.

E importante procurar compreender o

g 1
2.7) 2 .|| 2

Quando existe conhecimento sobre as
probabilidades a priori de cada classe a
fungdo  discriminante  (d,(X)) esta
associada a - decisdo pelo critério de
maxima probabilidade a posteriri (MAP).
Quando nao é possivel estabelecer tais
probabilidades, recai-se no critério de
Maxima Verossimilhanga (MaxVer:
d,(X)). Simplificagées comumente
utilizadas consideram a matriz
covaridncia como diagonal (componentes
descorrelatados: d,(X)) e até matriz
covaridncia diagonal e com todas as
varidncias idénticas (d,(X)). Nestes
casos, as respectivas fungoes
discriminantes sdo:

dy(X) = In(P(W)) - In(IZ;])

— 5 X —m) X~ m)

X)) = —In(I5])-
(X —m) T (X —m)
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porqué de certas simplificagdes. Os
processos de classificagdo sdo custosos do
ponto de vista computacional, pois para
cada pixel requerem uma grande
quantidade de operagdes. As
simplificagdes visam diminuir os custos e
agilizar o processo. Outras
simplificagées  podem  ocorrer  por
desconhecimento de alguns parametros,
como por exemplo as probabilidades a
priori. - A tabela 3 apresenta o nimero
de operagdes de multiplicagio (*) e de

adigdo (+) inerentes a cada fungio
discriminante.
+ *

di NB2 + NB NB2 + 2.NB

d2 NB2 + NB NB2 + 2.NB

d3 2NB -1 3.NB

d4 NB NB
Tabela 3: nimero de operagées por
fun¢do discriminante.

Para situagdes similares a das 4

classes “limpas” em questdo, cujos

vetores média e matrizes de covaridnica
para as bandas 3, 4 e 5 sdo apresentados
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nas tabelas 4 a 7 (primeira linha
refere-se & média e as demais A matriz
covaridncia) realizou-se a determinagdo
teérica do erro, para as diversas fungdes
discriminantes, ja levando em
consideragdo a discretizagio do processo
em valores inteiros de 0 a 255.
Considerou-se a quantizagdo como linear.
Os pesos de cada classe também
respeitaram a situagdo real. O melhor
(PA) e o pior (MT) resultados estdo
apresentados na tabela 8, em termos de

probabilidade de erro.

m 20,4 54,2 45,6
o 2,2 0,4 38
o 0,4 27,6 3,0
o 3.8 3,0 26,1
Tabela 4: vetor média e matriz
covariancia da classe FL.
m 26,4 445 65,4
o 8,7 2,3 24,3
o 2,3 11,7 -10,5
o 24,3 -10,5 101,5
Tabela 5: vetor média e matriz
covariancia da classe NF.
m 19,6 - 30,2 22,7
o 35,9 123,5 974
a 123,56 650,7 4034
o 97,4 403,4 368,56
Tabela 6: vetor média e matriz

covaridncia da classe AG.
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36,2 48,0 99,9
57,4 23,9 122,3
23,9 36,6 44,1
122,3 441 388.5
Tabela 7: vetor média e matriz
covariancia da classe DF.
MT MT PA PA
Teor. | Sint. | Teor. | Sint.
di 5,9 59 1,6 },5
d2 6,2 6,2 1,7 1,7
d3 78 7.9 5,1 5,7
d4 8,5 8,7 5,5 6,2

Tabela 8: probabilidade de erro: estudo
tedérico e imagem sintética.

Os resultados alcangados foram
surpreendentemente bons, devidos
sobretudo aos baixos valores de

varidncia encontrados. A probabilidade
de erro diminui com o aumento das
distancias entre as médias das classes e
também com a redugdo dos valores de.
variancia. Como uma breve ilustragso,
considere-se o caso unidimensional com 2
classes apresentando mesma variancia e
equiprovéaveis. A probabilidade de erro é
dado por Q(d/20), onde Q é uma fungio
decrescente, ou seja quando d (distancia
entre as médias das classes) cresce ou
quando a a varidncia diminui, a
probabilidade de erro decresce.

Para observagio do estudo teérico,

optou-se pela geragdo de imagens
sintéticas compostas por classes
gaussianas de médias e matrizes

covaridncia iguais as encontradas nas
imagens. . O processo de geragdo destas
imagens (X) é inverso ao empregado na
transformagido de principais componentes.
Inicialmente, gera-se dados gaussianos
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(Z) de média nula e matriz covariancia
igual a identidade. Estipula-se o vetor
média (m) e a matriz covariancia que se
deseja para os dados e, para esta matriz
calcula-se o vetor de autovalores (1) e a
matriz de autovetores (A). Dai tem-se:

Y=2.0 tqY;,=Z.4

-1
X=A".Y + m
O peso de cada classe ¢
rigorosamente o mesmo das imagens
reais, e os resultados mostrados na

tabela 8 falam por si s6: muito préximos
aos valores tedricos e rigorosamente os
mesmos para os modelos MAP e MaxVer.

Estes resultados indicam que se as
classes nas imagens reais tiverem um
comportamento gaussiano, os modelos
estudos serdo eficientes para classificar a
imagem.

5. Avaliagao das Imagens

Para avaliar os modelos sobre as
imagens,  considerou-se  apenas  os
segmentos com alto grau de possibilidade
para uma das 4 classes limpas.
Infelizmente, nenhuma das 5 imagens
apresentou as 4 classes simultaneamente
- com tais caracteristicas.

Para determinagdo dos parametros
necessarios, optou-se por determina-los a
partir de todos os pixels relativos aos

segmentos em questdo, eliminando a
influéncia do treinamento.
Posteriormente serio analisadas as

influéncias do treinamento, bem como a
classificagdo de toda imagem, incluindo
as regides ruidosas.

As tabelas 9 a 12 apresentam os
resultados para a imagem sobre o estado

de Mato Grosso (MT), onde as classes

presentes sdo: floresta (1, peso 51,9%),
ndo floresta (2, peso 245%) e
desflorestamento (3, peso 236%). As
tabelas de 13 a 16 apresentam os
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resultados para a imagem sobre o estado
do Para (PA). Neste caso, as classes
presentes sdo: floresta (1, peso 61,4%),
agua (2, peso 20,3%) e desflorestemento
(3, peso 18,3%). Um ponto na linha I e
coluna J destas tabelas indica a
percentagem de pixels que estio na
classe I na imagem “gabarito” e na
classe J na imagem classificada. Assim
sendo, a quarta e ltima coluna
apresenta os pesos de cada classe na
imagem ‘“gabarito”, enquanto que a
quarta e tltima linha indica os mesmos
pesos na imagem classificada. 0
somatério dos pontos da diagonal
principal (I=J) indica a percentagem de
pixels que ndo sofreram alteracées na
classificagao.

50,3 1,4 0,2 51,9
0,8 22,1 1,6 245
0,1 3,1 20,4 23,6

51,2 26,6 22,2 |  100,0

Tabela 9: migragdo de pixels na imagem
MT (discriminante dl). Erro = 7,2%

49,7 2,1 0,1 51,9
0,4 22,3 1,8 24,5
0,1 3,1 20,4 23,6

50,2 275 22,3 100,0

Tabela 10: migra¢do de pixels na imagem
MT (discriminante d2). Erro = 7,6%

49,9 2,0 0,0 51,9
1,4 21,6 1,5 24,56
0,1 4,0 19,6 23,6

51,4 27,6 21,0 100,0

Tabela 11: migragso de pixels na imagem
MT (discriminante d3). Erro
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50,6 1,3 | 00| 519 60,1 1,0 0,3 61,4
15 21,3 1,7 245 4,2 16,0 0,1 20,3

0,1 48 18,7 23,6 1,6 0,1 16,6 18,3
52,2 27,4 20,4 100,0 65,9 17,1 17,0 100,0

Tabela 12: migragdo de pixels na imagem

MT (discriminante d4). Erro = 94%
60,1 0,7 0,6 61,4
1,0 19,0 0,3 20,3
0,7 0,2 17,4 18,3
61,8 19,9 18,3 100,0

Tabela 13: migragdo de pixels na imagem

PA (discriminante d1). Erro = 3,5%

59,6 0,8 1,0 61,4
0,9 19,1 0,3 20,3
0,5 0,1 17,7 18,3

61,0 20,0 19,0 100,0

Tabela 14: migragdo de pixels na imagem

PA (discriminante d2). Erro = 3,6%

60,0 1,0 0,4 61,4
3,9 16,2 0,2 20,3
1,4 0,1 16,8 18,3

65,3 17,3 17,4 100,0

Tabela 15: migragdo de pixels na imagem

PA (discriminante d3). Erro = 7,0%
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Tabela 16: migragdo de pixels na imagem
PA (discriminante d4). Erro = 7,6%

Os  resultados encontrados sdo
plenamente satisfatérios, e corroboram a
premissa de considerar as classes como
gaussianas. E claro, que os resultados
mostrados se detiveram nos segmentos
limpos, mas deve-se destacar que estes
representam de 80 a 95% das imagens.

6. Consideragées Finais

Este trabalho apresenta resultados
preliminares de um estudo mais amplo,
que visa determinar os parametros das
diversas classes, bem como o nimero de
classes, por um processo de ajuste de um
somatério ponderado de gaussianas ao
histograma da imagem (semelhante ao
processo apresentado na secdo 3). Desta
forma, eliminar-seia a etapa de
treinamento.

De qualquer forma, as etapas futuras
contemplario o estudo da influéncia do
treinamento nestes resultados. As classes
ruidosas, bem como as de indefinigso,
serdo incorporadas ao processo, que
neste caso passara a poder responder que
estd indeciso entre duas ou mais classes,
no momento da classificagdo. As demais
bandas também serdo consideradas,
principalmente se o estudo teérico dos
erros assim o indicar.

Outro ponto importante a ser
analisado é o dos custos de uma
classificagdo incorreta. Talvez ndo seja
justo considerar que o custo de
classificar floresta como desflorestamento
seja o mesmo que classificar nio floresta
como desflorestamento.
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E importante destacar, ainda, que o
“gabarito” nasce de uma segmentagio
automdtica, que com certeza apresenta
suas distorgées. O ideal seria eliminar
etapas automaticas na geragdo deste
“gabarito”.

Os resultados obtidos nas imagens
reais estiveram tio préximos dos valores
teéricos e dos valores encontrados em
imagens sintéticas, e com magnitude tdo
pequena que nio houve necessidade de
comparagido direta entre os diversos
modelos de classificagio.
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