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Abstract. Inthe literature, there are many different classification methods that can divide a set of datainto small
groups, so that each group present similar characteristics. The decision tree is one of these methods. This paper
applies the decision tree learning technique to classification of remote sensing data, and compare its performance
with the Maximum Likelihood Classifier, one of the most popular classification methods in remote sensing.
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1. Introducéo

Na classificagdo supervisionada, sdo utilizadas as técnicas de aprendizagem de maquina para
a extracdo de informagdes a partir de conhecimento a priori do usuario. Os algoritmos utili-
zados variam de acordo com a aplicagéo e a estrutura de dados escolhida. Este trabalho visa a
estudar a possibilidade de aplicacéo da aprendizagem pela arvore de decisdo na classificacdo
de imagens de sensoriamento remoto, comparando-o com a técnica de Maxima Verossimi-
Ilhanca (Maxver). Primeiro, fazemos um breve estudo tedrico das situacdes onde a arvore de
decisdo poderia fornecer uma classificagdo mais acurada que Maxver. Depois, avaliamos uma
implementacdo da &rvore de decisdo, da biblioteca de programas de processamento de ima-
gens IMG. O IMG é um sistema de dominio publico, desenvolvido por Kim (2004). Este sis-
tema permite, entre outras funcionalidades, realizar a classificagoes de imagens digitais atra-
vés de um agoritmos de arvore de decisdo. Acreditamos que este sistema pode ser Util para as
aplicacBes de sensoriamento remoto, devido a sua ssimplicidade e a capacidade de processar
grande volume de dados. Como base de comparacdo, utilizamos a implementacéo do algorit-
mo Maxver do software SPRING (Camaraet al., 1996).

2. Arvore de decisdo e M axver

2.1 Maxver

Maxver € atécnica classificagdo supervisionada mais popular para tratamento de dados satéli-
tes. Este método € baseado no principio de que a classificagdo errada de um pixel particular
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ndo tem mais significado do que a classificagdo incorreta de qualquer outro pixel naimagem
(Richards, 1993). O usu&rio determina a significancia nos erros de atributos especificados
para uma classe em comparacdo a outras.

A eficaciado Maxver depende, principal mente, de uma precisao razoavel da estimativa do
vetor médio e da matriz de covariancia de toda classe espectral. 1sso depende da quantidade
de pixels incluidos nas amostras de treinamento. O resultado do Maxver é tanto melhor quan-
to maior o nUmero de pixels numa amostra de treinamento para implementé-los na matriz de
covariancia (Previdelli, 2004).

Nas classificagcfes em que se usa o0 algoritmo Maxver, cada classe é determinada por um
modelo de classes gaussiano e multivariado, capaz de descrever a distribuicdo das classes no
espaco de atributos. Este modelo leva em conta as extensdes de dados em direcOes espectrais
determinadas. No espaco RGB, €lipsoides concéntricas de equiprobabilidade, cuja localiza-
¢ao, forma e tamanho refletem a média variancia a covariancia da classe, determinam a pro-
babilidade do pixel pertencer aclasse. Crosta (1993) considera que o0 método Maxver deve ser
aplicado quando o analista conhece bem a imagem a ser classificada, para que possa definir
classes que sgjam representativas.

2.2 Arvorede decisio

Amplamente utilizadas em algoritmos de classificagéo, as arvores de decisdo sdo representa
¢Oes simples do conhecimento e um melio eficiente de construir classificadores que predizem
classes baseadas nos valores de atributos de um conjunto de dados.

As arvores de decisdo consistem de nodos que representam os atributos; de arcos, prove-
nientes destes nodos e que recebem os valores possivels para estes atributos; e de nodos folha,
gue representam as diferentes classes de um conjunto de treinamento (Ingargiola, 1996). Clas-
sificacdo, neste caso, € a construgcdo de uma estrutura de &rvore, que pode ser usada para clas-
sificar corretamente todos os objetos do conjunto de dados da entrada (Brazdil, 1999).

Muitos sdo os algoritmos de classificagdo que constroem arvores de decisdo. Ndo ha uma
forma de determinar qual é o melhor algoritmo, um pode ter melhor desempenho em determi-
nada situac&o e outro algoritmo pode ser mais eficiente em outros tipos de situacoes.

Apobs a construcdo de uma arvore de deciséo € importante avalia-la. Esta avaliagéo é reali-
zada através da utilizag8o de dados que néo tenham sido usados no treinamento. Esta estraté-
gia permite estimar como a arvore generaliza os dados e se adapta a novas situacdes, podendo,
também, se estimar a proporcao de erros e acertos ocorridos na construcéo da arvore (Brazdil,
1999).

A partir de uma arvore de decisdo é possivel derivar regras. As regras sao escritas consi-
derando o trajeto do nodo raiz até uma folha da arvore. Estes dois métodos sdo geralmente
utilizados em conjunto. Devido ao fato das arvores de decisdo tenderem a crescer muito, de
acordo com algumas aplicacdes, elas sdo muitas vezes substituidas pelas regras. Isto acontece
em virtude das regras poderem ser facilmente modularizadas. Uma regra pode ser compreen-
dida sem que haja a necessidade de se referenciar outras regras (Ingargiola, 1996).

Uma érvore de decisdo tem a funcédo de particionar recursivamente um conjunto de trei-
namento, até que cada subconjunto obtido deste particionamento contenha casos de uma Unica
classe. Para atingir esta meta, a técnica de arvores de decisdo examina e compara a distribui-
¢ao de classes durante a construcdo da érvore. O resultado obtido, apds a construcéo de uma
arvore de decisdo, sdo dados organizados de maneira compacta, que sao utilizados para classi-
ficar novos casos (Holsheimer & Siebes, 1994; Brazdil, 1999).

A arvore de decisdo ndo assume nenhum modelo estatistico a priori, sendo a divisdo do
espaco de atributos feita de acordo com as amostras provenientes do treinamento. Assim, no
espaco RGB, as classes sdo separadas por planos que as delimitam.
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231IMG

O sistema MG consiste de:

a) Biblioteca-IMG: um conjunto de classes, rotinas e “operadores sobrecarregados’ para

processamento de imagens (Pl) escrito em C++;

b) Programas-IMG: um conjunto de programas para Pl escritos utilizando as rotinas aci-

ma.

A finalidade do Sistema IMG é fornecer meios para testar rapidamente novos agoritmos
de PI. A suainterface com o usuario é pouco amigavel e os comandos sdo dados na janela de
prompt do DOS (comandos de linha).

O agoritmo de arvore de decisdo da biblioteca do sistema foi desenvolvido para trabal har
com imagens tridimensionais, através do modelo de cores RGB, que pode ser encontrada em
gual quer tecnologia que utilize o0 modelo aditivo.

No processamento de imagens, atraves desta biblioteca, os componentes da imagem digi-
tal colorida é fracionado nos trés canais de cores. Portanto, neste sistema, as imagens de sen-
soriamento remoto podem ser trabalhadas em 3 bandas, uma em cada canal.

2.4 Maxver x arvore de decisio

Neste trabal ho, destacamos a hip6tese de que a classificagdo por arvore de decisdo pode obter
um melhor resultado que a classificac@o por Maxver, para 0s casos em que 0s pixels das clas-
ses ndo sdo “bem comportados”’, isto €, ndo obedecem a uma distribuicdo gaussiana, como nos
casos em que existem duas respostas espectrais distintas para uma mesma classe ou a “frontei -
ra’ das classes se emaranham no espaco de atributo. Algumas possivels configuragdes, num
plano bidimensional, que poderiam ser melhor classificadas pela érvore de decisdo do que por

Maxver sdo esquematizadas abaixo (Figura 1):

¥ Y

CLASSE 1

CLASSE 2

% X
Figura 1. Configuracdes onde arvore de decisdo classifica com melhor acuracidade que Max-
ver.

3. Materiais e métodos
3.1 Materiais

Utilizamos os seguintes materiais Nos NOSsos testes:

Sistema IMG para a classificagdo por arvore de deciséo (Kim, 2004);
Software Spring 4.0 para a classificagdo por Maxver (Camaraet al., 1996);
Imagens Landsat ETM 7 — Rondonia;

Imagens Landsat ETM 7 —Esplanada/BA (2002).
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3.2 Métodos
Foram realizados trés processamentos com objetivos diferentes.

3.21Testepreliminar —1

Utilizou-se uma imagem do landsat ETM 7, da cidade de Porte Velho — RO (28/06/2000),
com 7879x6959 pixels (colunasxlinhas), numa composicdo colorida 5-4-3 (RGB). O objetivo
deste teste era apenas avaliar a capacidade de classificacdo de imagens de sensoriamento re-
moto orbital pelo sistema IMG. Os testes indicaram que o IMG é capaz de classificar este tipo
de imagem, como o Spring 4.0 que possui funcbes especificas para este tipo de processamen-
to.

Os treinamentos de méquina de IMG e do SPRING sdo diferentes. IMG executa o treina-
mento através duas imagens, exemplo de entrada (Figura 2a) e exemplo de saida (Figura
2b); o SPRING executa iterativamente o treinamento através de amostras extraidas de regides
pertinentes a cada classe. Além disso, no IMG s&o necessérias duas etapas, uma de aprendiza-
gem e outra de aplicacdo, e no SPRING, a aprendizagem e a aplicagdo ocorrem na mesma
etapa. A fim de minimizar essas diferencas para uma comparagao mais justa, no teste prelimi-
nar, foi utilizada uma “mesmaregido” para o treinamento de IMG e para a retirada de exem-
plos para 0 SPRING. Como se tratava apenas de testes preliminares, o exemplo de saida usa-
do no treinamento de IMG foi gerado pelo SPRING, mas considerando-se apenas uma peque-
na regido da imagem inteira. 1sso acarretou uma limitagéo no treinamento de IMG,; portanto,
posteriormente, quando testes mais solidos forem realizados, 0s treinamentos serdo executar
dos de forma a dar igual dade e independéncia para o treinamento de cada um (Figuras 2c, 2d,
2e).

3.2.2 Teste preliminar —2

Utilizou-se um recorte da imagem do Landsat ETM 7, do municipio de Esplanada — BA
(02/11/2002), da regido litoranea, com 861x540 pixels (colunasxlinhas) (Figura 3a). O obje-
tivo deste teste era apenas separar duas classes distintas, agua e ndo-agua, comparando a velo-
cidade e acuracidade de processamento areas menores (Figuras 3b e 3c). Utilizamos as ban-
das5-4-3.

3.2.3Teste preliminar — 3

Nesta etapa utilizou-se um outro recorte daimagem do Landsat ETM 7, do municipio de Es-
planada — BA (02/11/2002), com 340x460 pixels (colunasxlinhas). Desta vez, tinha-se como
objetivo identificar 4 diferentes unidades de solos, 3 da classe Podzélico Amarelo e 1 do Pod-
zolico Acinzentado, tipicos dos Tabuleiros Costeiros, baseando-se em seu teor de umidade.
Utilizou-se, paraisso as bandas 7-5-2.

Figura 2a— exemplo de entrada para treinamento de Figura 2b — exemplo de saida para trei nament de
IMG. IMG.
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Figura 2c — Imagem original. Figura 2d — imagem classificada por Figura 2e — imagem cla$ifia por
Spring (tempo de processamento IMG (tempo de processamento 30s)
150s).

Quadro 1 — Comparagéo entre pixels classificados como
“Agua’ e “N&o-Agua’, utilizando-se os classificadores

IMG e Maxver
Classes utilizadas
Classificadores| Agua (Azul) Nao-Agua
(Vermelho)
IMG 259.459 204.941
M axver 253.108 211.292

Figura 3a: Imagem Landsat ETM 7, Figura 3b: imagem classificada por Figura 3c: imagem classificada por
Litoral Norte do Estado da Bahia érvore de decisdo do IMG. Utilizou- Maxver do SPRING.

(resolucéo de 30 m, bandas 5 — Red, se apenas 2 classes: agua (azul) e

4 —Green, 3 - Blue) ndo-agua (vermelho).

Quadro 2 —Matriz de erros de classificacdo (Maxver) para as classes“Agua’ e“Nao-Agua’

Colunas: dados de Agua N&o-Agua Abstencéo T Linha
referéncias Absoluto % Absoluto % Absoluto %
Agua 2579 4211 16 0.26 0 0.00 2595
Néo—Agua 12 0.20 3518 57.44 0 0.00 3530
Y Coluna 2591 | - 3B34 | - o | - 6125

4. Resultados e Discussdes

4.1 Teste preliminar —1

O tempo exigido para 0 processamento de uma imagem através do programa de arvore de
decisdo da IMG é de aproximadamente 30 segundos, enquanto através do software SPRING
(usando Maxver) é de aproximadamente 150 segundos. Além disso, a arvore de decisdo con-
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segue gerar particdes complexas de espaco de cores, impossiveis de serem obtidas pelas parti-
¢Oes elipsoidais do Maxver.

4.2 Teste preliminar - 2

A diferenca entre os classificadores foi de aproximadamente 2,21% equivalente a 9841 pixels
(Quadro 1; Figura 3). No Quadro 2 apresentamos a matriz de erro da classificacédo do Max-
ver (Figura 3c), que apresentou um desempenho geral de 99,54% e uma confusdo média de
0,46%. Baseados numa interpretacéo visual e na comparacdo de contagem e pixels, acredita-
mMos que, para este caso, a classificagdo feita pelo IMG (Figura 3b) foi mais sensivel as varia-
cOes do teor de umidade do terreno que o Maxver, apresentando um maior nimero de pixels
classificados como agua.

4.3 Testepreliminar —3

Nesta etapa, os resultados foram mais confusos, principalmente pela natureza da fei¢éo esco-
Ihida para classificar solos. O Maxver obteve um desempenho geral de apenas 66,10%, com
uma confusdo média de 33,90% (Figura 4c). O Quadro 3 traz a matriz de erros da classifica-
¢do para as 4 unidades de solos. Como 0 IMG néo possui ainda uma rotina que gera uma ma-
triz de erros, podemos somente comparar 0 nimero de pixels classificados com os das classes
do Maxver. Verificou-se que o IMG gerou uma nova classe (em branco, na Figura 4b), com
15260 pixels, correspondente a quase 10% do gera de pixels daimagem, para a qual néo foi
treinada, diferentes das 4 esperadas (Pad — vermelho; Paf — amarelo; PA — laranja; PC — cin-
zd). Esta nova classe surgiu devido a pixels conflitantes na imagem de treinamento, isto €,
pixels que possuiam o mesmo valor de nivel de cinza nas bandas 7, 5 e 2. Posteriormente,
esse problema deve ser contornado e uma possivel solugdo é adequar IMG para considerar a
vizinhanca do pixel conflitante, além de torna-1o apto a processar imagens multiespectrais.

5. Conclusao

Neste trabalho, fizemos um estudo tedrico entre as técnicas de aprendizagem de Maxver e
arvore de decisdo. Argumentamos 0s casos em gue a arvore de decisdo poderia gerar uma
classificagcdo mais acurada que Maxver. Depois, testamos experimentalmente as implementa-
¢Oes de arvore de decisdo (IMG) e Maxver (Spring), na classificagdo de imagens de sensoria-
mento remoto.

O Spring ndo possui uma rotina de classificagdo por arvore de decisdo. Sabe-se que exis-
tem outros softwares de sensoriamento remoto que possuem rotinas de classificacdo por arvo-
re de decisdo. Ainda ndo conhecemos detal hes desses softwares. Ao longo do projeto, preten-
demos comparar esses softwares com IMG.

Sentimos a dificuldade de se obter uma imagem classificada idealmente, isto €, que sgja
fruto de um trabalho de campo. Tal imagem € necessaria para poder calcular os erros cometi-
dos pelos métodos de classificagdo. Entretanto, o procedimento comparativo das classifica-
¢Oes proposto, mostrou-se satisfatorio, por ter alcancado seu objetivo de avaliar o desempe-
nho do sistema IMG. Este procedimento também expds algumas deficiéncias que poderiam
ser corrigidas, e apontou a necessidade de aperfeicoamento este sistema para ser aplicado es-
pecificamente na &rea de sensoriamento remoto de imagens multiespectrais.
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. - L ECTT e sl ¥
Figurada- Imagem Landsat ETM 7, Figura 4b — Imagem classificada Figura 4c — Imagem classificada
composicdo colorida 7-5-2 (RGB). com a érvore de decisdo do sistema com o Maxver (100%) (ver legenda
Detalhe para os poligonos amostrais IMG. no Quadr o 3, na primeira coluna)
das 4 unidades de solos

Figura 4 — Classificag@o daimagem Landsat 7 ETM com os algoritmos IMG e Maxver, para identificagdo de 4
unidades de solos.

Quadro 3—Matriz deerros de classificacdo (Maxver) para 4 classesrefer entes a unidades de solos

Colunas: dados PAf PAd PA PC Abstencéo X Linha
dereferéncias | TOt. % Tot. % Tot. % Tot. % Tot. %
PAf 381 | 3821 | 68 6.82 29 2.91 1 0.10 0 0.00 479
20 201 | 107 | 10.73| 82 8.22 5 0.50 0 0.00 214
47 471 50 5.02 98 9.83 4 0.40 0 0.00 199
PC 10 1.00 8 0.80 14 1.40 73 7.32 0 0.00 105
Y Coluna 458 233 223 83 0 997
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