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Abstract. A geosensor network can collect environmental data, process it and relay it for further analysis. One
important step on this data analysis task is to verify the consistency and coherence of the collected data. The
purpose of this paper is to demonstrate the use of a neural network as a tool for analyzing and visualizing data
collected from a geosensor network for preliminary quality assessment. We adopted the model of Self-
Organizing Maps, which aims to form clusters of data whose characteristics are similar to each other. Through
these clusters is possible to highlight differences and similarities in the collected measurements, and show the
behavior of the region in which the geosensor was allocated.
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1. Introducéo

Estudos sobre o meio ambiente envolvem diversas areas, como matematica, biologia,
geografia e muitas outras. O meio ambiente também ¢é foco importante na politica, na midia e
nas pesquisas académicas. Com o derretimento de geleiras, extingdo de espécies, enchentes e
secas intensas, percebemos que o planeta apresenta um desequilibrio ambiental jamais
registrado antes. Um exemplo bem tipico é o desmatamento observado na Mata Atlantica.
Correspondendo a cerca de 15% do territorio nacional, a Mata Atlantica se estende por uma
area de 1.300.000 km?2 e apresenta uma porcentagem de devastacao assustadora de 93% de sua
formagéo original, segundo dados da Fundagdo SOS Mata Atlantica (2010). Pela sua
relevancia é importante estudar e compreender os fenémenos que ocorrem na floresta, em
especial os relacionados a troca de carbono e influenciados pela acdo antrépica e por
fendmenos meteoroldgicos.

Para poder observar de perto alguns dos fendmenos presentes na Mata Atlantica, de forma
constante e minuciosa, podem ser utilizados dispositivos chamados geosensores, que tem a
capacidade de coletar dados, efetuar algum processamento basico e envia-los para analise
posterior. Também conhecidos como motes (remote sensors), Reis (2005), estes dispositivos
podem ser compostos de varios tipos de sensores e uma unidade de coleta, armazenamento e
repasse dos dados, que também armazena a data e a hora das medidas dos sensores.

Os motes coletam séries temporais de dados que devem ser analisados de acordo com o
seu objetivo cientifico, mas freqlientemente é necessario verificar a qualidade dos dados
coletados antes de usa-los. Como o volume de dados coletados pode ser muito grande (varios
motes com Varios sensores, alta frequiéncia de coleta de dados) é importante automatizar total
ou parcialmente a andlise preliminar dos dados, ndo sé para garantir a qualidade dos mesmos
mas para obter informacdes sobre o funcionamento dos sensores para possivel manutencao.

O objetivo deste artigo é demonstrar o uso de uma rede neural (Mapas Auto-Organizaveis
de Kohonen) como ferramenta de analise e visualizagdo de dados desta natureza. Uma
ferramenta baseada neste algoritmo permite evidenciar discrepancias e semelhangas nas
medidas coletadas, bem como mostrar o0 comportamento da regido em que o mote foi alocado.
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2. Dados

Em um experimento em geosensores, desenvolvido pela Universidade de Sdo Paulo com
apoio da FAPESP, Microsoft Research e Universidade Johns Hopkins, foram distribuidos 53
motes, cada um com trés sensores de temperatura e um de umidade relativa do ar, em uma
reserva proxima de S&o Luiz do Paraitinga, estado de Sdo Paulo (Figura 1). Cada sensor fez
leituras em intervalos de 30 segundos, coletando por dia em torno de 2.880 registros.
Multiplicando este valor pelo numero de sensores de temperatura, temos para um dia de
coleta, um total de 8.640 registros. Ainda multiplicando este valor pelo nimero de motes, 53,
temos para apenas um dia, um somatorio aproximado de 457.920 leituras de temperaturas.
Somando a isso as coletas de umidade relativa do ar, totaliza-se 610.560 dados de quatro
sensores, para 53 motes, no periodo de um dia.

Foi criado um banco de dados com quase 25 milhdes de dados, dentre esse total, 15
milhGes de leituras de temperatura, 5 milhdes de leituras de umidade relativa do ar, e mais 5
milhdes de registros de data e hora da coleta. E importante ressaltar que por falhas nos
sensores, nem todos os motes contém medidas para todos os instantes de tempo considerados
no banco de dados.
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Figura 1. Disposigdo dos geosensores no sitio de coleta (fonte: Humberto Rocha, USP)

O banco foi modelado da seguinte forma: uma tabela que contém dados de leituras das
temperaturas, umidade relativa do ar, data da coleta e identificacdo do mote, e uma tabela que
contém apenas informacGes do mote, como sua identificacdo e coordenadas x e y.

As duas tabelas foram relacionadas através do campo de identificacdo do mote, em um
relacionamento do tipo n:1, n leituras para cada mote. O banco de dados foi estruturado de
forma a permitir o acesso dos dados pela ferramenta que fara a visualizacdo dos mesmos.

3. Metodologia

3.1 Mapas Autos-Organizaveis

Dado o grande volume de dados coletados no experimento e a necessidade de visualiza-
los para identificar agrupamentos, optou-se pelo uso dos Mapas Auto-Organizaveis, cujo
intuito é agrupar os dados de entrada (que podem ter multiplas dimensdes, como no exemplo,
sendo séries temporais) em um mapa bi-dimensional, preservando a topologia dos dados — em
suma, dados que sdo proximos no espaco de atributos original permanecerdo proximos no
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espaco bi-dimensional criado pelo mapa, o que facilitara a sua visualizacédo e identificacéo.
Atraveés da inspecao visual desses agrupamentos, sera possivel observar o comportamento dos
sensores, se estdo funcionando corretamente, e observar também algumas caracteristicas das
regides de coleta em funcéo destes dados.

Mapas Autos-Organizaveis, também conhecidos como Mapas de Kohonen, ou ainda Rede
SOM (Self-Organizing Maps), ¢ um modelo de Rede Neural Artificial, considerado como néo
supervisionada e competitiva. Resumidamente ela é caracterizada pela formacdo de um mapa
topoldgico dos padrbes de entrada em que a localizacdo espacial dos neur6nios no mapa
gerado sdo indicativos de caracteristicas estatisticas intrinsecas contidos nos padrdes de
entrada, Haykin (1999).

O funcionamento da rede pode ser descrito da seguinte forma: a rede recebe um conjunto
de dados, que sera o conjunto de padrdes de entrada. Primeiramente é feita uma normalizacao
dos padrdes e a rede comeca a ser treinada. O conjunto de padrbes de entrada € adicionado a
uma lista de padrdes, e para cada iteracdo da época, encontra-se o vencedor, atualiza-se seu
peso e de seus vizinhos e, por fim, remove-se um padrdo da lista de padrdes, até que a época
termine, ou seja, até que ndo reste padrdo algum na lista de padrdes. Terminada a época,
verifica-se se o0 erro minimo foi obtido e, em caso contrério, inicia-se uma nova época até que
0 erro minimo seja atingido.

Para o célculo do vencedor, foi adotada a distancia Euclidiana, Kohonen (2001), dada
pela seguinte equacao (Equacao 1):

¢ = argi min {d(x, mi)}, (1)
onde X representa um padrédo de entrada, e mi um vetor de pesos.
Para a atualizacdo dos pesos, Kohonen (2001), utilizou-se a equagéo (Equagéo 2):

mi (t+1) = mi (t)+a(t) hei (t) [x(t)- mi (1)], (2)

onde mi é um vetor de pesos; t € um inteiro representando uma coordenada de tempo;
hei (t) € a funcdo de vizinhanca, com a importancia de definir o tamanho da regido a ser
atualizada; o(t) é a taxa de aprendizado, decrementada ao longo do treinamento da rede; x(t) é
0 padrdo de entrada no instante t.

Para o célculo da vizinhanca foi utilizada a funcdo Gaussiana, Kohonen (2001), (Equacao
3):

hei(t) = a(t) .exp (_ %) o

onde a(t) é a taxa de aprendizado no instante t; o(t) define a largura do nucleo, também
decrementada ao longo do treinamento da rede; r.e r; correspondem as coordenadas
topoldgicas do neurdnio vencedor e do neurdnio da iteracdo, respectivamente.

3.2 Ferramentas

Para o desenvolvimento das ferramentas de visualizagdo, utilizamos como linguagem de
programacéo o C# e 0 Asp.Net.

Usamos a IDE Visual Studio 2010; o SGDB SQL Server 2008. Também foram utilizadas
tecnologias como LINQ (Language Intregrated Query) para conexao com o banco de dados e
0 WCF (Windows Communication Foundation) como Web Service.
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A aplicacdo foi desenvolvida obedecendo ao padrdo MVC (Model-View-Controller), o
que nos permite trabalhar com maédulos independentes, diminuindo o acoplamento e provendo
uma flexibilidade na edicdo de codigo. Conseguimos, com isso, uma aplicacdo eficiente,
reutilizavel e com uma manutencao facilitada, dada a independéncia de seus componentes.

4. Resultados

A ferramenta, usada em conjunto com o banco de dados coletados dos motes, pode ser
configurada para extrair series temporais a partir dos dados armazenados, em diversas
configuracBes. Para demonstrar o algoritmo e sua implementacéo para os fins propostos, foi
selecionado um conjunto de dados em um periodo de 3 dias, utilizando dados em intervalos
de 4 horas. Somente 0os motes que apresentavam todos os dados, sem falhas, para todos os
sensores no periodo foram considerados.

O objetivo deste primeiro experimento é verificar se as séries temporais (cada uma com
18 pontos) podem ser mapeadas em duas dimensdes no mapa gerado pela ferramenta.
Executou-se o algoritmo da rede neural e obteve-se o seguinte mapa, mostrado na figura 2:
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Figura 2. Mapa Auto-Organizavel gerado pela ferramenta
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A Figura 2 representa os estados finais dos neurénios da rede, dispostos como um mapa
bi-dimensional. Cada ponto no mapa representa a série temporal correspondente a um sensor
de temperatura. Como cada mote possui 3 sensores de temperatura, existem trés rétulos
numeéricos para cada mote, em um total de 81 pontos.

A premissa deste trabalho é que usando o Mapa de Kohonen para visualizar os clusters
formados com as séries temporais, serd simples verificar se elas tem um comportamento
semelhante ou diferente de outras series correspondentes a outros motes ou mesmo ao mesmo
mote. Para ilustrar as comparag6es visuais, algumas anotagdes foram feitas manualmente na
Figura 2, resultando na Figura 3.
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Figura 3. Formacéo de clusters
As anotacfes na Figura 3 mostram motes com comportamento notavel para os fins deste

estudo. Os dados usados para o treinamento da rede também foram usados para gerar graficos
correspondentes as séries temporais.
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A Figura 4 mostra as trés séries temporais correspondentes aos trés sensores de
temperatura do mote 22. Pode-se observar que um destes sensores, que € fisicamente proximo
dos outros, apresenta leituras incompativeis com o esperado e com o medido pelos outros dois
sensores, indicando uma falha no sensor em si. Esta discrepancia dos valores é refletida no
mapa mostrado na Figura 3: os trés pontos correspondentes ao mote 22 ndo estdo proximos no
mapa. A Figura 5, mostra as trés séries temporais correspondentes aos trés sensores de
temperatura do mote 37 — nota-se alguma diferenca entre as séries temporais, €

correspondentemente, os trés pontos do mote 37 apresentam-se relativamente proximos no
mapa de Kohonen.
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Figura 6. Mote 48 Figura 7. Mote 50

Os dados dos motes 48 e 50 s&o mostrados respectivamente nas Figuras 6 e 7. Podemos
observar que os trés sensores destes motes apresentam-se bem proximos no mapa de Kohonen
e que suas séries temporais sdo praticamente idénticas.
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Figura 8. Motes 21 e 24 Figura 9. Motes 52 e 61

Outro tipo de visualizagdo pode ser feito tomando-se todas as séries temporais de dois
motes. A Figura 8 mostra as séries temporais dos motes 21 e 24, que apresentam
comportamento praticamente idéntico e que estdo proximas no mapa de Kohonen — estes
motes estdo localizados geograficamente préximos um do outro, e € de se esperar que suas
leituras sejam semelhantes. A Figura 9 mostra as séries temporais dos motes 52 e 61, que
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também sdo semelhantes e que estdo proximos no Mapa de Kohonen, mas nao no sitio onde
foram instalados, indicando uma correlacéo que pode ser coincidental.

5. Conclusoes

A ferramenta que implementa a visualizacdo das séries com um mapa de Kohonen
possibilita a andlise de quéo similares ou diferentes sdo 0os comportamentos dos sensores dos
motes, avaliando se suas medicGes estavam dentro do padrdo esperado, verificando quais
motes tem comportamento semelhante, quais sensores do mesmo mote se comportam de
forma diferente, etc.

Outras formas de visualizagéo estdo sendo consideradas e implementadas, em particular a
visualizacdo dos motes sobre a grade das posi¢es geograficas dos mesmos. Usando uma
técnica de colorizacdo dos motes de acordo com sua posi¢cdo no mapa de Kohonen serd
possivel identificar visualmente de forma imediata motes cujos valores dos sensores ndo se
comportam como 0s sensores geograficamente vizinhos.

Proximas versdes da ferramenta possibilitardo a exploracdo das séries temporais em
intervalos e amostragens diversos, assim como o uso de uma variante da rede neural que
permite 0 processamento de séries com valores incompletos.
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