
Anais do IV WORCAP, INPE, São José dos Campos, 20 e 21 outubro 2004, p. 
 

Seleção e Extração de Atributos para Classificação de Regiões 
 
 
 
Joanito de Andrade Oliveira 

Instituto Nacional de Pesquisas 
Espaciais - INPE 

joanito@dpi.inpe.br 
 

Luciano Vieira Dutra 
Instituto Nacional de Pesquisas 

Espaciais - INPE 
dutra@dpi.inpe.br 

 

Camilo Daleles Rennó 
Instituto Nacional de Pesquisas 

Espaciais - INPE 
camilo@dpi.inpe.br

 
 

Resumo 
 

Este trabalho apresenta metodologias de seleção e 
extração de atributos para a classificação digital de 
imagens. O trabalho tem por objetivo extrair 
atributos de textura das regiões de uma imagem 
Landsat/TM e reduzir a dimensionalidade, de forma 
que não ocorra perda na eficiência no processo de 
classificação. Utilizou-se regiões digitalizadas sobre 
a imagem Landsat/TM (regiões de teste) e  regiões da 
imagem segmentada para a classificação. O sistema 
foi desenvolvido em IDL/ENVI. Os resultados 
encontrados mostram a viabilidade de utilizar os 
métodos de seleção de atributos, objetivando a 
redução da dimensionalidade sem haver perda no 
poder discriminatório entre as classes. 

 
Palavra chave: extração de atributos, seleção de 
atributos, classificação de regiões. 
 
1. Introdução 
 

 A evolução da tecnologia de computação, em 
termos de hardware, bem como o desenvolvimento 
de algoritmos mais eficientes para manipulação de 
dados digitais, tem permitido um número crescente 
de aplicações na área de reconhecimento de padrões. 
O desenvolvimento de um sistema de 
reconhecimento de padrões requer: definição do 
padrão das classes, o ambiente de aquisição dos 
dados, representação do padrão, extração e seleção de 
atributos, análise de agrupamento, desenvolvimento e 
aprendizado do classificador, seleção das amostras de 
treinamento e teste, e avaliação do desempenho do 
classificador [7].  

Pode-se pensar que, quanto maior o número de 
atributos para representar um padrão (classe), maior o 
poder discriminatório do classificador. Porém, nem 
sempre isso é verdade. Alguns sistemas podem sofrer 
a maldição da dimensionalidade (degradação na 
acurácia dos resultados da classificação com o 
aumento da dimensionalidade dos dados, mantendo 
constante o número de amostras de treinamento). 

Existem duas razões para reduzir a dimensionalidade: 
diminuir o custo de processamento e aumentar a acurácia 
da classificação [7]. A redução da dimensionalidade é 
recomendada principalmente quando o número de 
amostra de treinamento é limitado. Por outro lado, pode-
se ocorrer perda no poder discriminatório entre as 
classes, caso essa redução seja muito grande [2]. 

A seleção de atributos é uma tarefa de difícil 
realização, pois depende dos dados de entrada, isto é, do 
domínio da aplicação, assim como do classificador a ser 
utilizado, por exemplo: paramétrico, não-paramétrico ou 
redes neurais [5]. Essa fase é destinada à escolha dos 
atributos que melhor distinguem as classes previamente 
selecionadas. A maioria dos métodos de seleção de 
atributos utiliza princípios estatísticos, ou seja, medidas 
estatísticas entre os atributos para cada conjunto de 
classes, selecionando os atributos que contém 
informações relevantes para a separabilidade das classes. 

Este trabalho tem por objetivo aplicar métodos de 
extração e seleção de atributos para classificação de 
regiões. Atributos de texturas são extraídos das regiões 
em estudo e métodos de seleção são aplicados a fim de 
reduzir a dimensionalidade. 
 
2. Extração de atributos 
 

Extrair as características (atributos) mais importantes 
numa imagem, evidencia as diferenças e similaridades 
entre os objetos. Algumas características são definidas 
por uma aparência visual na imagem. Essas 
características incluem: o brilho de uma determinada 
região, textura de uma região, amplitude do histograma, 
entre outros [11]. O principal objetivo da extração de 
atributos é caracterizar os objetos para serem 
reconhecidos através de medidas sobre a imagem [4]. 

De uma forma geral, a extração de atributos é um 
processo usualmente associado à análise dos segmentos 
de uma imagem.  

O processo de extração e seleção de atributos é 
realizado no sistema Texture [12]. Este sistema foi 
desenvolvido em IDL/ENVI e está sendo aperfeiçoado a 
fim de agregar os métodos de seleção descrito no item 3 
deste trabalho.  
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2.1 Atributos de Textura 
 

As texturas contêm informações importantes sobre 
o arranjo estrutural das superfícies e seus 
relacionamentos com o ambiente ao redor [6]. No 
sistema, pode-se extrair três grupos de atributos de 
textura: distribucional (dist), que se dividi em dois 
grupos: básicos e particulares; co-ocorrência (Cooc) e 
atributos de autocorrelação (auto). Esses atributos são 
descritos com mais detalhes em [12].  

Os atributos distribucionais consideram a 
estatística local, ou seja, não leva em conta a 
distribuição espacial dos níveis de cinza. O sistema 
possui oito atributos de textura distribucionais 
básicos: média, variância, desvio padrão, média da 
log-normal, variância da log-normal, desvio padrão 
da log-normal, alpha da k-intensidade, alpha da k-
amplitude; e sete atributos distribucionais 
particulares: desvio absoluto da média, assimetria, 
curtose, coeficiente de variação, mediana, entropia e 
energia. 

Na década de 70, [6] introduziu a representação de 
texturas através da matriz de co-ocorrência. Esta 
metodologia explora a dependência espacial dos 
níveis de cinza da textura para montar uma matriz 
que representa a informação textural. A matriz de co-
ocorrência é baseada na orientação e distância entre 
os pixels da imagem. Dezoito atributos de co-
ocorrência estão incluídos no sistema: contraste, 
entropia, energia (uniformidade), homogeneidade, 
correlação, chi-quadrado, dissimilaridade, cluster 
shade e cluster prominence; média, entropia, 
variância e energia dos vetores de soma e diferença; e 
contraste do vetor diferença. 

A autocorrelação indica a relação espacial 
existente entre os pixels em uma imagem. Há um 
valor de autocorrelação para cada relação de 
vizinhança, sendo definida por uma distância em 
linhas e outra em colunas. Usualmente, estas 
distâncias são citadas como lags. No sistema, esse 
tipo de atributo pode ser definido para lags entre –4 e 
4 em linhas e colunas. Pode-se também calcular a 
razão entre os diferentes atributos de autocorelação. 

No processamento de imagens, é necessário 
escolher diferentes características (atributos) 
conforme os objetos de interesse. Um número alto de 
atributos não implica em uma boa classificação, ao 
contrário, pode existir uma alta correlação entre os 
atributos, fazendo com que o custo de processamento 
aumente, gerando problemas matemáticos (inversão 
de matrizes), sendo necessário escolher os atributos 
mais representativos, ou seja, que melhor 
discriminam os objetos de interesse. 

 
3. Seleção de atributos. 
 

A seleção de atributos é um problema de otimização e 
busca por o menor sub-conjunto com a melhor acurácia 
no processo de classificação. O processo de seleção de 
atributos é executado com base em distâncias estatísticas 
entre pares de classes. Há várias formas de medir a 
distância entre conjuntos de classes diferentes no espaço 
de atributos. Dentre elas, pode-se citar [14]: distância 
Euclidiana, distância de Mahalanobis e distância de 
Bhattacharyya (medida de divergência entre duas 
populações estatísticas definidas por suas distribuições 
da probabilidade) [1]. A distância de Bhattacharyya é 
definida também como medida da similaridade entre 
duas distribuições estatísticas. 

Nesse trabalho, utilizou-se a distância de 
Bhattacharyya dada por: 
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onde µk e µi  são  os vetores de média e Σk e Σi 
representam as matrizes de covariância das classes k e i. 

Para executar a seleção de atributos com base em 
distâncias entre classes, é necessário definir uma função 
critério que possa avaliar a separabilidade entre todas as 
classes de uma maneira global. A função critério para a 
maioria das distâncias citadas acima pode ser efetuada 
por uma simples operação de soma, média, desvio 
padrão e outras características estatísticas entre os pares 
de classes existente [5]. 

A distância Jeffrerys-Matusita (JM) é uma função 
critério muito utilizada, que expressa as medidas 
estatísticas de separabilidade entre duas distribuições 
[5]. A distância JM entre as classes k e i  é dada por: 

 

    )1(2 kiB
ki eJM −−=   ,    JM ∈ [0, 2 ) 

(2) 
onde Bki representa a distância de Bhattacharyya entre as 
classes k e i. Utilizou-se a maior distância média JM 
entre pares de classes como função critério para 
selecionar o sub-conjunto de atributos mais 
representativo na separabilidade das classes. É desejável 
que a função critério seja maior quanto menor for a 
redundância entre os atributos e quanto maior a 
facilidade de discriminar padrões de classes diferentes. 

Visando otimizar o conjunto de atributos para 
minimizar a probabilidade de erro na classificação, deve-
se maximizar a distância entre padrões de classes 
diferentes no espaço de atributos. 

Os algoritmos de seleção de atributos são divididos 
em três grupos [3]: exponenciais, randômicos e 
seqüenciais. Os métodos seqüenciais de seleção de 
atributos têm sido estudados em vários trabalhos [2], [8]. 
Os dois métodos mais proeminentes da seleção de 
atributos são: Sequential Forward Feature Selection 
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(SFS) e Sequential Backward Feature Selection 
(SBS) [5]. Desenvolveu-se três métodos de seleção 
nesse trabalho: SFS, SBS e um método de escolha 
fixa do sub-conjunto de atributos. 

 
3.1. Método SFS 
 

O algoritmo SFS inicia com um conjunto vazio 
(Y0= φ) e, conforme o algoritmo é executado, o 
melhor atributo x+ é inserido no sub-conjunto, 
resultante do máximo valor da função critério J (YK + 
x+), quando combinado com os atributos YK que já 
tenha sido selecionado (figura1). 

 
Figura 1-algoritmo SFS 

 
O método SFS tem menor custo computacional 

quando se deseja obter conjuntos pequenos em 
relação ao total de atributos [8].  

Uma vez que um atributo tenha sido selecionado, 
ele não pode ser descartado do sub-conjunto, o que 
pode provocar o chamado efeito nesting. Este efeito 
ocorre quando o subconjunto ótimo não contém 
elementos do conjunto já selecionado, o que 
impossibilita que seja obtido o conjunto de atributos 
ótimo. 

 
3.2. Método SBS 
 

O algoritmo SBS inicia com um conjunto de 
atributos completo (Y0= X) e, nas iterações do 
algoritmo, remove-se o atributo com o mínimo valor 
da função critério J (YK - x-), onde YK é o conjunto de 
atributos já selecionado e x- é o atributo a ser 
removido (figura 2). O método SBS tem menor custo 
computacional, quando se deseja obter conjuntos 
grandes em relação ao total de atributos. 

 

 
Figura 2-algoritmo SFS 

 

Uma desvantagem desse método é que uma vez 
eliminado o atributo, ele não retornará ao sub-conjunto. 

 
3.3. Método de escolha Fixa (EF) 
 

A busca exaustiva é utilizada como método de 
seleção de atributos que extrai um sub-conjunto ótimo 
do conjunto global de atributos. O número de 
possibilidades do método ótimo cresce 
exponencialmente, fazendo a busca exaustiva pouco 
utilizada para um número alto de atributos. A solução 
que se encontrou foi desenvolver um busca ótima pra um 
número requerido de atributos. Implementou-se o 
algoritmo NEXKSB (Next k-subset of an n-Set) para 
obter as combinações k-subconjunto de um conjunto de 
n atributos [9]. O sub-conjunto resultante desse método 
obtém o resultado ótimo na separabilidade das classes. 

 
4. Classificação 
 

A classificação de imagens consiste em associar cada 
pixel ou região da imagem a um "rótulo", descrevendo 
um objeto real. 

A tarefa do classificador é usar o vetor fornecido pelo 
processo de extração e seleção de atributos para atribuir 
o objeto a uma classe [4]. A obtenção de uma 
classificação ideal é quase que impossível, sendo uma 
tarefa mais geral, estimar a probabilidade de que um 
padrão (objeto) pertença a uma determinada classe, 
baseando-se nos valores de alguns atributos ou em um 
conjunto de atributos. 

A classificação de região analisa a variabilidade 
espacial de uma determinada região. As regiões são 
extraídas geralmente pelo processo de segmentação. O 
processo de segmentação significa agrupar partes de 
uma imagem em unidades homogêneas com relação a 
uma ou mais características [11]. 

 Outra forma de extrair regiões de uma imagem é 
através da digitalização das regiões de interesse (ROIs). 
O sistema oferece ferramentas para a classificação de 
regiões de uma imagem segmentada ou de regiões 
extraídas através dos ROIs usando atributos de textura 
[12]. 
 
5. Resultados e Discussão 
 

A potencialidade dos métodos de extração e seleção 
de atributos propostos para a classificação por região é 
demonstrado utilizando-se uma imagem Landsat/TM 
banda 5 (400x400 pixels) da região da Floresta Nacional 
Tapajós de 1999, situada no Estado do Pará (55° 03’ 
35’’ a 55° 08’ 46’’ WGr, 03° 02’ 07’’ a 03° 07’ 15’’ S), 
para segmentação e extração das regiões de teste. A 
imagens Landsat/TM utilizada referem-se à órbita-ponto 
227/062, de 02 de agosto de 1999. 
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A fim de testar os métodos de extração e seleção 
para classificação de regiões, extraiu-se 17 atributos 
de texturas do sistema: 

F1 desvio absoluto da média (dist) 
F2 assimetria (dist) 
F3  curtose (dist) 
F4 coeficiente de variação (dist) 
F5 mediana (dist) 
F6 entropia (dist) 
F7 energia (dist) 
F8 média (dist) 
F9 variância (dist) 
F10 desvio padrão (dist) 
F11 média da log-normal (dist) 
F12 variância da log-normal (dist) 
F13 desvio padrão da log-normal (dist) 
F14 alpha of K-intensidade (dist) 
F15 alpha of K-amplitude (dist) 
F16  entropia (Cooc) 
F17  energia (Cooc) 
Utilizou-se a configuração da matriz de co-

ocorrência 9x9 para extrair os dois atributos de co-
ocorrência. 

Com base na imagem e no conhecimento de 
campo, três classes de interesse foram definidas: 
floresta primária (FP), pasto (PT) e água (AG). Para 
cada classe, foram obtidas 10 regiões de treinamento 
(tabela 1). 

Classes N° de regiões N° total de 
pixels 

FL 10 4281 
DT 10 1126 
AG 10 1989 

Tabela 1. Informações das regiões de treinamento. 
 

A partir das regiões de treinamento, fez-se a 
seleção de atributos pelos 3 métodos propostos, 
formando sub-conjunto de até 7 atributos. 

Para testar os métodos propostos realizou-se dois 
experimentos: a) classificação de regiões 
digitalizadas sobre a imagem Landsat/TM (regiões de 
teste); b) classificação de regiões de uma imagem 
segmentada da mesma imagem Landsat/TM. 

No primeiro experimento, cada sub-conjunto de 
atributos selecionado pelos três métodos (SFS, SBS e 
EF) foi avaliado pela classificação das regiões de 
teste, através da acurácia total (número de regiões 
classificadas corretamente pelo número de regiões de 
todas as classes). Foram coletadas 10 regiões de teste 
para cada classe. Cada região de teste foi classificada 
como pertencente à classe de interesse que 
minimizou a distância de Mahalanobis. As regiões de 
teste são utilizadas para evitar que a classificação seja 
tendenciosa. 

A figura 3 apresenta o valor da acurácia total para 
cada sub-conjunto selecionado pelos métodos 
propostos. 

 
Figura 3- Valor da acurácia total para cada sub-conjunto 

selecionado. 
Observou-se que o método de seleção de atributos de 

escolha fixa obteve a melhor acurácia na classificação 
(tabela 2). Esse resultado era esperado, pois esse método 
extrai um sub-conjunto ótimo do conjunto global de 
atributos. 
Métodos Média JM Acurácia Total (%)
SFS 1,4142132 83,33
SBS 1,4142118 90
FIXO 1,4142132 83,33

SFS 1,4141996 83,33
SBS 1,4132841 80
FIXO 1,4142055 90

SFS 1,4142125 83,33
SBS 1,4139613 90
FIXO 1,4142130 90

SFS 1,4142135 83,33
SBS 1,4142104 76,66
FIXO 1,4142135 86,66

SFS 1,4142135 83,33
SBS 1,4142126 86,66
FIXO 1,4142136 86,66

SFS 1,4142136 76,66
SBS 1,4142135 83,33
FIXO 1,4142136 86,66

SFS 1,4142136 70
SBS 1,4142136 83,33
FIXO 1,4142136 93,33

F5 e F11
F6 e F11
F7 e F11

F5 , F11 , F15 e F9
F8 , F9 , F15 e F16
F2 ,F8 , F11 e F15

Quant. De Atributos Atributos Selecionados

1

3

4

F5 , F11 e F15
F8 ,F9 e F16
F8, F11 e F15

F5
F8
F5

2

F6, F8, F9, F15 e F16
F5, F9, F15, F16 e F17

5
F5 , F11 , F15 ,F9 e F13

6
F5, F11, F15, F9, F13 e F2
F6, F7, F8, F9, F15 e F16
F1, F6, F7, F8, F16 e F17

7
F5, F11, F15, F9, F13, F2 e F1
F6, F7, F8, F9, F10, F15 e F16
F5, F6, F7, F10, F15, F16 e F17  

Tabela 2. Atributos selecionados através dos 3 métodos 
de seleção propostos, com suas respectivas Média JM  e 

o valor da acurácia total para cada sub-conjunto. 
Na escolha de apenas um atributo, o atributo F5, 

selecionado pelos métodos SFS e EF, obteve a maior 
média JM, tendo um valor menor na acurácia total do 
que o atributo F8, selecionado pelo método SBS. Isso 
ocorre, pois os métodos de seleção que utilizam 
distâncias estatísticas garantem uma boa separabilidade 
entre as classes, mas uma boa classificação não depende 
apenas dos métodos de seleção, mas também do 
classificador utilizado. 

Para a classificação das regiões de teste obteve-se um 
excelente resultado, alcançando 93,33% no valor da 
acurácia total, utilizando-se 7 atributos selecionados pelo 
método EF. A tabela 3 apresenta a matriz confusão para 
essa classificação. Duas regiões foram classificadas 
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erroneamente como FP, sendo na verdade regiões 
pertencentes a classe PT.  
 Verdade De Campo 

 AG FP PT 
AG 10 0 0 
FP 0 10 2 

Classes do 
Mapa 

Temático 
PT 0 0 8 

O mapa verdade de campo, utilizado como referência 
neste trabalho, foi confeccionado através dos dados 
coletados em campo (figura 4b). A metodologia usada 
para a confecção desse mapa está descrita em [10].  

O resultado da classificação da imagem segmentada 
usando os 2 melhores atributos (F8  e F11 ), selecionados 
pelo método EF é apresentado na figura 4c. Na figura 
4d, utilizou-se 7 atributos (F1, F2, F 5 , F9 ,F11 ,F 13 e F15 ), 
selecionados pelo método SFS, para classificar a 
imagem. Observa-se que, na figura 4d, há muita 
confusão, ou seja, o número de regiões classificadas 
corretamente é menor que na figura 4c. Pode-se observar 
ainda que com um número menor de atributos obteve-se 
um melhor resultado na classificação. 

Tabela 3. Matriz confusão da classificação 
utilizando 7 atributos selecionados pelo método EF. 

 
No segundo experimento, as regiões foram 

extraídas pelo processo de segmentação (figura 4a), 
cuja metodologia usada é descrita em [13]. Para essa 
segmentação foi utilizado um limiar de área igual a 
20 pixels e a similaridade de 10 níveis de cinza.  

(a) (b) 

(c) (d) 
Figura 4: (a) Imagem da banda 5 TM/Landsat e sua segmentação; (b) Imagem de Temática (verdade de campo); (c) 

Imagem classificada utilizando 2 atributos (F8  e F11 ) selecionados pelo método EF; (d) Imagem classificada 
utilizando 7 atributos (F1 ,F2 ,F 5 , F9 ,F11 ,F 13 e F15 ) selecionados pelo método SFS. 
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6. Conclusões e Recomendações 
 

Esse trabalho apresentou métodos de extração e 
seleção de atributos na classificação de regiões. 
Através desses métodos, foi possível extrair atributos 
de textura dos objetos (regiões) na imagem segmentada 
e das regiões de teste, selecionando-se os atributos 
mais relevantes na separabilidade das classes. 

No processo de classificação, uma quantidade alta 
de atributos pode não aumentar a precisão do 
classificador. Isso ocorre devido à redundância das 
informações. Os resultados encontrados mostram a 
viabilidade de utilizar os métodos de seleção de 
atributos, objetivando a redução da dimensionalidade 
sem haver perda no poder discriminatório entre as 
classes. 

A confiabilidade das regiões na representatividade 
das classes está ligada à variabilidade entre as classes. 
Para obter uma boa classificação é necessário que as 
regiões de treinamento represente a variabilidade de 
cada classe em estudo.  

Não se deve empregar o conjunto de treinamento 
para estimar a probabilidade de erro, pois o 
classificador estará ajustado especificamente para o 
conjunto de treinamento e a estimativa da 
probabilidade de erro será muito otimista. 

Outra forma de aumentar a potencialidade da 
separabilidade das classes é a implementação de 
atributos de forma no processo de extração de 
atributos, que integrados ao sistema, seja possível 
aumentar a distinção entre as classes. 
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