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Abstract. This study aims at predicting the spatial distribution of tropical deforestation. Landsat images dated 
1974, 1986 and 1991 were classified in order to generate digital maps of deforestation which describe 
deforestation and forest persistence. The deforestation maps were overlaid with various spatial variables such as 
the proximity to roads and to human settlements, the forest fragmentation, the elevation, the slope and the soil 
type to determine the relationship between deforestation and these explanatory variables. A multi-layer 
perceptron estimated the propensity to deforestation as a function of the explanatory variables and was used to 
develop deforestation risk assessment maps. The comparison of risk assessment map and actual deforestation 
indicated that the model was able to classify correctly 69 % of the grid cells, for two categories: forest 
persistence versus deforestation. The artificial neural networks approach was found to have a great potential to 
predict land use/cover changes because it permits to develop complex, non-linear models. 
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1. Introducción 

La deforestación es un tema que ha recibido una importante atención durante los últimos años 
por las consecuencias negativas que tiene sobre el clima, el ciclo hidrológico, la conservación 
de los suelos y la biodiversidad (Puig, 2000). En México, se estimaron las tasas de 
deforestación durante las tres últimas décadas en 0.25 y 0.76 % por año para los bosques 
templados y tropicales respectivamente (Mas et al., 2002; Velázquez et al., 2002). Sin 
embargo, se conocen mal las causas y los mecanismos de la deforestación. El desarrollo de 
modelos de deforestación espacialmente explícitos contribuye a entender mejor como ciertas 
variables interactúan y controlan la deforestación y permite la predicción de las tasas de 
cambio y la localización de las áreas deforestadas (Lambin, 1994; Geoghegan et al., 2001).  

Las redes neuronales (RN) son un nuevo paradigma de procesamiento de datos que se 
basa en la estructura del cerebro. No hacen en hipótesis sobre la distribución de los datos, son 
capaces de modelar relaciones muy complejas entre las variables de entrada y de salida. Una 
vez entrenadas, es posible utilizar las RN para calcular las variables de salidas a partir de 
datos de entrada nuevos (Lek y Guégan, 1999). Se ha comprobado el potencial de las RN 
como alternativa ante los clasificadores estadísticos tradicionales (Civco, 1993; Paola y 
Schowengerdt, 1995; Chiuderi, 1997; Paruelo y Tomasel, 1999).  

El objetivo de este estudio es de desarrollar un modelo espacial que pueda predecir la 
localización de áreas deforestadas en una región tropical. 
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2. Área de estudio 

El área de estudio está localizada en el sureste de México y tiene una superficie de 12 400 
km2 (Figura 1). Los principales tipos de vegetación son sabanas, manglares y selva tropical. 
Grandes áreas fueron convertidas en pastizales y en arrozales durante las últimas décadas 
(Isaac-Márquez, 1993; Mas y Puig, 2001). Los suelos están dominados por el tipo gleysol, se 
encuentran también suelos solonchak y rendzina. La principal ciudad, Ciudad del Carmen 
(84 000 habitantes), es el centro de una importante actividad petrolera y pesquera. 

 
Figura 1 – Localización del área de estudio 

3. Materiales y métodos 

Se elaboró una base de datos espacial sobre los cambios en la cobertura forestal. Para ello, se 
utilizaron 3 imágenes Landsat, de fecha 15/2/1974, 15/1/1986 y 3/4/1991 que fueron 
corregidas geométricamente. En un estudio anterior, se aplicaron diferentes métodos de 
detección de cambios a estas imágenes para el monitoreo de los cambios de cobertura. Es la 
comparación de imágenes clasificadas de forma independiente que arrojó los mejores 
resultados (Mas, 1999). Las imágenes fueron clasificadas y simplificadas para generar 
imágenes binarias con 2 clases (forestal y no forestal). En un paso siguiente, estas imágenes 
se cruzaron para generar imágenes de cambio que indican las combinaciones forestal / 
forestal (persistencia del bosque) y forestal / no forestal (deforestación). 
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Se buscó establecer la relación entre la deforestación y variables consideradas a priori 
como variables que podían controlar los patrones espaciales de la deforestación como la 
distancia a las vías de comunicación y a los asentamientos humanos, la elevación, la 
pendiente, los suelos y el grado de fragmentación de la cobertura forestal. Se digitalizaron los 
mapas de suelos, de las vías de comunicación y de los asentamientos humanos del Instituto 
Nacional de Estadística, Geografía e Informática (INEGI), escala 1:250 000. Se generó un 
modelo digital de elevación por interpolación de curvas de nivel del mapa topográfico, escala 
1:50 000. Se generaron las variables espaciales que se indican a continuación : 

• Distancia a las carreteras, 
• Distancia a los asentamientos humanos, 
• Distancia al área forestal más cercana, 
• Porcentaje de cubierta forestal en ventanas de 3 x 3, 9 x 9 y 15 x 15 píxeles, 
• Índice de Matheron. Este índice de fragmentación se calculó en una ventana de 3 x 3 

píxeles, siguiendo la ecuación a continuación (Matheron, 1970): 

M
N

N N
F NF

F

= −

.
  

Donde NF-NF es el número de contactos entre píxeles clasificados como forestal y no 
forestal,  NF es el número de píxeles forestales y N es el número total de píxeles dentro 
de la ventana. 

Para desarrollar el modelo, se buscó una función que relacione la deforestación y las 
variables explicativas con base en el mapa de deforestación del primer periodo (1974-86). 
Esta función se utilizó para estimar el riesgo de deforestación para cada píxel que represente 
una área forestal en 1986. Para evaluar el desempeño del modelo para la predicción espacial 
de la deforestación, se comparó los valores de riesgo de deforestación y la distribución real de 
las áreas deforestadas durante el periodo siguiente (1986-91). 

Para establecer la relación entre la deforestación y las variables explicativas, se cruzó cada 
una de estas variables con el mapa de deforestación para generar una tabla que indique el tipo 
de cambio (persistencia del bosque o deforestación) y los valores de las variables explicativas 
(Mas y Puig, 2001). Un análisis de separabilidad, basado en el cálculo de la distancia de 
Bhattacharyya (Mausel et al., 1990) permitió seleccionar las variables que separaban mejor 
los áreas deforestadas y las no-deforestadas. 

Se utilizó el perceptrón multicapa que es la estructura de RN más comúnmente utilizada 
(Bishop, 1995; Aktinkon y Tatnall, 1997; Lek y Guégan, 1999). La estructura de la RN está 
compuesta por unidades de procesamiento (neuronas), distribuidas en capas, con entradas, 
elementos intermedios (capa o capas ocultas) y salidas que simulan una red neuronal viva, en 
la que cada neurona está conectada con la capa siguiente (Figura 2). La conexión de neuronas 
entre capas produce un flujo de información unidireccional que se activa al recibir 
información de la capa anterior, ponderarla y llegar a un umbral o valor de activación. Este 
valor de activación es calculado por la misma neurona. El valor de activación se incorpora a 
una función de activación que produce las salidas de la neurona. En este estudio, el valor de 
activación de salida, que representa el grado de pertenencia a la categoría deforestación se 
interpreta como una propensidad o un riesgo de deforestación. 
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Figura 2 – Estructura de un perceptrón multicapa 

 
Para evitar el sobreentrenamiento de la RN, se dividieron los datos de entrenamiento en 

tres: 1) los datos de entrenamiento en el sentido estricto que se utilizan para ajustar los valores 
de activación de cada elemento de la RN, 2) los datos que no son directamente utilizados en el 
entrenamiento y se usan para detectar el sobreentrenamiento y parar el proceso de iteraciones 
y, 3) los datos independiente del proceso de entrenamiento que se usan para medir el 
desempeño de la RN. Se utilizó el algoritmo de entrenamiento de Levenberg-Marquadt 
(Bishop, 1995) que es más rápido que el algoritmo de retropropagación. 

El desempeño del modelo se evaluó con el coeficiente de Kappa (Pontius et al., 2001) y el 
coeficiente de predicción (de Brujin, 1991; Mas et al., 1996). 

4. Resultados 

Se clasificaron las tres imágenes y se generaron dos mapas de deforestación para los periodo 
1974-86 y 1986-91 (Figura 3). La confiabilidad de las imágenes varía entre 81 y 95 %. 
 
1974-86 1986-91 

 
 

  Áreas deforestadas  Áreas forestales conservadas 
  

 
Figure 3 – Mapas de deforestación 
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Con base en la distancia de Bhattacharyya, se determinó que el porcentaje de cubierta 
forestal en ventana de 3 x 3 pixeles, la elevación y la distancia a los asentamientos humanas 
eran las tres variables que separaban mejor las áreas deforestadas de las no-deforestadas. Con 
base en los datos 1974-1986, se estableció una función entre la deforestación y estas variables 
que fue utilizada para calcular el riesgo de deforestación para las regiones forestales de 1986. 
El mapa de riego de deforestación se comparó con el mapa real de deforestación para el 
periodo 1986-1991 con el fin de calcular los índices de desempeño del modelo (Figura 4). El 
modelo clasificó correctamente cerca de 69 % de los píxeles en 2 categorías deforestación / 
no deforestación con un coeficiente de Kappa de 0.34 y un coeficiente de predicción de 0.49. 
Como elementos de comparación, los coeficiente de predicción de modelos de crecimientos 
urbanos obtenidos por de Brujin (1991) presentaron valores del coeficiente de predicción 
entre 0.25 y 0.59, un modelo de deforestación en México alcanzó un coeficiente de predicción 
de 0.4 (Mas et al., 1996) mientras que Pontius et al. (2001) reportan un coeficiente de Kappa 
entre 0.31 y 0.53 para modelos de deforestación desarrollados en Costa Rica. 

 
Figura 4 – Comparación del mapa de riesgo de deforestación y la deforestación real 
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5. Conclusión 

Los factores que propician y controlan los patrones espaciales del proceso de deforestación 
interactúan entre ellos de manera muy compleja. En este sentido, el enfoque neuronal, que 
permite modelar funciones no-lineares muy complejas, puede ser una muy buena opción para 
desarrollar tales modelos. Sin embargo, los modelos complejos pierden poder de 
generalización y, por lo tanto, de predicción (Bishop, 1995; Rosin y Fierens 1995, Foody y 
Arora, 1997, Kavzoglu y Mather, 2000). En otras palabras, si el modelo se apega demasiado a 
los datos del periodo de entrenamiento y no es capaz de caracterizar de manera general las 
relaciones entre las variable explicativas y la deforestación. Se debe entonces buscar un 
modelo más sencillo aunque no parezca tan eficiente con los datos de entrenamiento. 

Independientemente del método de modelización empleado, este tipo de ejercicio se 
enfrenta a varias limitaciones. Se basa en la hipótesis que las relaciones entre las variables 
explicativas y los patrones de deforestación siguen iguales en el tiempo (periodo de 
calibración y periodo de predicción). Es imposible integrar todas las variables que pueden 
tener una influencia sobre el proceso de deforestación y existe sin duda una componenete 
aleatoria que impide una prediccón precisa. Otra limitante es talvez la escala, es probable que 
un modelo más burdo espacialmente permita  identificar regiones propensas a la deforestación 
de manera más eficiente que un modelo que pretende localizar los parches forestales en riesgo 
de ser deforestados. 

No obstante estas limitaciones, el modelo identifica las áreas forestales que están más en 
riesgo de ser desmontadas. Por lo tanto, se puede aplicar, por ejemplo, a la identificación de 
áreas de alto valor ecológico en riesgo o a la modelización del impacto de un proyecto de 
carretera. 
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