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DADOS ÓPTICOS E SAR PARA CLASSIFICAÇÃO DE

COBERTURA DA TERRA POR ÁRVORE DE DECISÃO
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Orientadores : Drs. Tatiana Mora Kuplich, e Yosio Edemir Shi-
mabukuro.

1. multisensores. 2. SAR. 3. mineração de dados. 4. ávore de
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eletrônico, mecânico, fotográfico, reprográfico, de microfilmagem ou outros, sem a permissão es-
crita do INPE, com exceção de qualquer material fornecido especificamente com o propósito de ser
entrado e executado num sistema computacional, para o uso exclusivo do leitor da obra.

Copyright c© 2012 by MCT/INPE. No part of this publication may be reproduced, stored in a
retrieval system, or transmitted in any form or by any means, electronic, mechanical, photocopying,
recording, microfilming, or otherwise, without written permission from INPE, with the exception
of any material supplied specifically for the purpose of being entered and executed on a computer
system, for exclusive use of the reader of the work.

ii





iv 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



v 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

"Escolha um trabalho que você ame e não terás que trabalhar um único dia em 

sua vida". 

Confúcio 

 

 
 

 

 

http://fraseamentos.com/autor/confucio/


vi 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



vii 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

A meus pais, 

 a meus irmãos,  

e ao meu companheiro e amigo Vitor. 

 

 

 

 

 

 

 



viii 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

  



ix 
 

AGRADECIMENTOS 

Ao Instituto Nacional de Pesquisas Espaciais - INPE, pelo apoio, oportunidade 

e fornecimento dos recursos e instalações. 

Ao Conselho Nacional de Desenvolvimento Científico e Tecnológico – CNPq, 

pela concessão da bolsa para o desenvolvimento e realização deste trabalho. 

Aos meus orientadores, Dra. Tatiana Mora Kuplich e ao Dr. Yosio Edemir 

Shimabukuro, pelo apoio, dedicação, conhecimentos compartilhados, paciência 

e motivação para realização desta pesquisa. 

Aos professores, pesquisadores e funcionários do INPE, pelos conselhos e 

apoio durante esses dois anos. Meus agradecimentos especiais, para o 

pesquisador Dr. Egídio Arai pela ajuda e incentivo. Á Vera, pela terapia e ajuda. 

Aos colegas e amigos da turma PG-SER 2010, companheiros de estudos e 

comemorações. Em especial, as minhas amigas Tathiane, pela compreensão, 

apoio, comemorações e amizade e a Ana Elisa, por estar todos os dias ao meu 

lado e por cuidar de mim. E ao amigo Rafael, pela companhia nos estudos, 

risadas e cafés.  

Aos meus colegas de campo Ramon e Adami, pelos ensinamentos, conselhos 

e risadas. Aos funcionários da FLONA do Tapajós pela ótima estadia e comida 

nas atividades de campo. 

Ao meu companheiro e amigo Vitor, pelo apoio e dedicação, sem ele esse 

sonho não seria realizado. 

A minha família, pai, mãe e irmãos, pelo amor, por me ajudarem, incentivarem 

e entenderem a minha ausência em alguns momentos ao longo desses meses.  

A todas as pessoas que torceram por mim, muito obrigada! 

 

 



x 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



xi 
 

 

RESUMO 

A floresta Amazônica ocupa uma área de aproximadamente 5 milhões de km2, 
sendo responsável por concentrar grande parte da biodiversidade do planeta. 
Apesar de sua importância, esta região sofre constantemente com o processo 
de desmatamento e por isso é fonte de estudos e centro de atenção da 
comunidade científica mundial. A FLONA do Tapajós é uma importante 
referência de unidade de conservação dos recursos florestais tropicais, e é 
frequentemente alvo de diversos estudos. Entretanto, ainda são poucos os 
trabalhos que integram informações de duas ou mais fontes de dados 
coletados remotamente para o mapeamento de cobertura da terra dessa área. 
Nesse contexto, o principal objetivo deste trabalho é realizar o mapeamento da 
cobertura da terra da região da FLONA do Tapajós, incluindo classes de 
degradação florestal e de regeneração. Para isso, foi utilizada a técnica de 
árvore de decisão aplicada às informações provenientes de múltiplos sensores 
de observação terrestre para a classificação da área de estudo. Foram 
testadas diferentes combinações de atributos como dados de entrada no 
treinamento da árvore de decisão, e, com isso, foi possível avaliar a 
contribuição de cada informação nas classificações. Os atributos utilizados a 
partir de imagens ópticas foram: seis bandas provenientes do sensor Thematic 
Mapper (TM) do satélite Landsat-5, imagens-fração do MLME, índices de 
vegetação NDVI, NDWI e SAVI. Das imagens RADARSAT-2 foram utilizadas 
as imagens intensidade, as diferenças de fase, as componentes de 
espalhamento volumétrico, double-bounce e superficial obtidas da 
decomposição de alvos. Além disso, foram utilizados atributos de textura 
extraídos de dados ópticos e SAR. Os resultados quando comparados aos 
resultados que utilizaram apenas os dados TM, avaliados através do índice 
Kappa, mostraram que a integração de dados ópticos e SAR não apresentaram 
uma melhora significativa. Entretanto, a utilização de todos os atributos resultou 
em uma classificação com índice Kappa considerado Excelente. A utilização da 
técnica de árvore de decisão permitiu a integração de dados de diferentes 
sensores e foi computacionalmente eficiente nas classificações da cobertura 
florestal. 
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SAR AND OPTICAL DATA FOR LAND COVER CLASSIFICATION BY 
DECISION TREE IN THE REGION OF THE TAPAJÓS NATIONAL FOREST, 

PARÁ 

ABSTRACT 

The Amazon rainforest covers an area of approximately 5 million km2, and is 
responsible for concentrating much of the planet's biodiversity. Despite its 
importance, this region is constantly in the process of deforestation and 
therefore is a source of study and the center of attention of the scientific 
community. The Tapajós National Forest is an important reference unit for 
conservation of tropical forest resources, and is often the target of several 
studies. However, there are few studies that integrate information from two or 
more sources of remotely sensed data for mapping land cover in this area. In 
this context, the main objective of this study is to map the land cover in the 
region of the Tapajós National Forest, including classes of forest degradation 
and regeneration. For this, we used the technique of decision tree applied to 
information from multiple Earth observation sensors for the classification of the 
study area. We tested different combinations of attributes as input data to train 
the decision tree, and thus it was possible to evaluate the contribution of each 
source of information in the classification. The attributes used from optical 
images were six Thematic Mapper (TM)/Landsat-5 bands, MLME-fraction 
images, and NDVI, NDWI and SAVI indices. We also used the RADARSAT-2 
intensity images, the phase difference and volume, double-bounce and surface 
scattering, obtained from target decomposition technique. Furthermore, we 
used texture attributes extracted from optical and SAR data. The integration of 
optical and SAR data showed no significant improvement when compared to 
the results when only TM data were used as measured by the Kappa index. 
However, the proposed use of all attributes resulted in a Kappa Index 
classification considered excellent. The use of decision tree technique enabled 
the integration of data from different sensors and was computationally efficient 
in the classification of forest cover. 
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1 INTRODUÇÃO 

Nas últimas décadas, o sensoriamento remoto vem se destacando pela 

possibilidade de fornecer resultados rápidos, pela facilidade de acesso às 

informações e por contribuir na avaliação de diferentes fatores ligados ao 

ambiente e às atividades humanas. Além disso, esta tecnologia é um dos 

meios mais eficientes para o monitoramento e mapeamento de grandes 

extensões da superfície terrestre, devido à obtenção de dados de diversos 

instrumentos de observação da Terra em diferentes níveis de aquisição 

(terrestre, aéreo e orbital) e resoluções (espacial, temporal, espectral e 

radiométrica) (SHIMABUKURO et al., 2009; ESPÍRITO-SANTO, 2003). 

As atividades humanas causam mudanças na cobertura da terra, que podem 

acarretar em alterações nos ciclos hidrogeoquímicos e climáticos do sistema 

terrestre (ANDERSON et al., 2005). Por estes motivos, o mapeamento e 

monitoramento da cobertura florestal e do uso da terra são de extrema 

importância, pois permitem analisar as alterações da superfície terrestre e 

auxiliam na elaboração e na tomada de decisões para a conservação e 

preservação dos ecossistemas (SHIMABUKURO et al., 2003).  

O bioma Amazônia é objeto de estudos e centro de atenção da comunidade 

científica mundial, pois as florestas tropicais são responsáveis por abrigar uma 

das maiores biodiversidades do mundo. Além disso, apresenta um papel 

fundamental na ciclagem da água, armazenamento de carbono e na regulação 

do clima local e regional (CLEMENTE; HIGUCHI, 2006; NOBRE et al., 2007).  

A Floresta Nacional (FLONA) do Tapajós é uma importante referência de 

unidade de conservação dos recursos florestais tropicais e é frequentemente 

alvo de diversos estudos. Destes, o projeto LBA (Experimento de Grande 

Escala da Biosfera-Atmosfera na Amazônia), uma parceria do Instituto Nacional 

de Pesquisas Espaciais (INPE), Instituto Nacional de Pesquisas da Amazônia 

(INPA), a National Aeronautics and Space Administration (NASA) e outras 

instituições dos Estados Unidos e Europa, destaca-se na produção de novos 

conhecimentos quanto ao funcionamento climatológico, ecológico, 
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biogeoquímico e hidrológico, bem como a compreensão dos impactos das 

mudanças do uso da terra (LBA, 1995; IBAMA, 2004).  

Mesmo que o LBA utilize dados coletados remotamente para várias aplicações, 

ainda são poucos os trabalhos que integram informações de duas ou mais 

fontes de dados para o mapeamento temático da cobertura vegetal da FLONA 

do Tapajós (SHIMABUKURO, 2003; ANGELIS, 2000; ESPÍRITO-SANTO, 

2003; IBAMA, 2004; LBA, 1995).  

Neste contexto, uma nova metodologia que utilize informações multitemporais 

de multisensores associadas a uma classificação de imagens baseada em 

regras, como a árvore de decisão, pode contribuir para uma eficiente 

classificação das diferentes tipologias florestais e de cobertura da terra na 

região da FLONA do Tapajós. 

Para a elaboração desta dissertação foram levantadas as seguintes hipóteses: 

1) A utilização de informações temporais, espectrais e espaciais provenientes 

de multisensores permitirá uma classificação mais precisa da cobertura e uso 

da terra da região da FLONA do Tapajós. 

2) Uma abordagem de mineração de dados, como a árvore de decisão, 

contribuirá para a caracterização com alto grau de detalhes e elevada acurácia 

das diferentes tipologias florestais presentes na FLONA do Tapajós, assim 

como seus estados de conservação. 

Dadas estas hipóteses e com intuito de inovar metodologicamente, este 

trabalho tem como principal objetivo realizar o mapeamento detalhado da 

cobertura da terra da região da FLONA do Tapajós, incluindo classes de 

floresta degradada e de regeneração. Neste mapeamento será utilizada a 

técnica de árvore de decisão aplicada às informações provenientes de 

múltiplos sensores de observação terrestre para a classificação da área de 

estudo. 

Para atender o objetivo geral deste trabalho, foram definidos os seguintes 

objetivos específicos: 
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- Reunir informações de diferentes fontes de dados de sensoriamento remoto 

(Landsat-5/TM e RADARSAT-2/SAR) e dados de apoio ou verdade terrestre 

(dados de campo) em um sistema de informações geográficas (SIG). 

- Desenvolver, baseada em árvore de decisão, uma classificação semi-

automática para a separação das diferentes tipologias florestais da FLONA do 

Tapajós, sendo incluídas as áreas que estão sobre o processo de degradação 

florestal e de regeneração. 

- Realizar o mapeamento temático da cobertura florestal através da integração 

de dados multitemporais de multisensores. 
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2 REVISÃO BIBLIOGRÁFICA 

2.1. Dados multisensores 

As informações coletadas por um único sensor podem apresentar algumas 

limitações quando se deseja atingir um resultado de boa qualidade para uma 

dada aplicação. Na maior parte das vezes, uma maior acurácia pode ser 

alcançada através da combinação de dados provenientes de diferentes 

sensores. Esta integração apresenta um grande potencial para detectar 

mudanças do uso da terra e antecipar os impactos de forma mais consistente 

em relação à utilização de apenas uma fonte de dados (HUANG et al., 2007). 

Com a grande variedade de sensores de coleta de dados da superfície 

terrestre com características espaciais, espectrais, temporais e radiométricas 

diferentes, existem, atualmente, desafios para a integração destes dados. 

Muitos cientistas consideram a combinação de dados de múltiplos sensores 

uma estratégia eficiente para a discriminação e estudo dos alvos que compõem 

a superfície terrestre (SHIMABUKURO et al., 1991; KUPLICH et al., 2000; 

ZURITA-MILLA et al., 2009). 

Cada sensor possui diferentes especificações que garantem vantagens ou 

desvantagens dependendo da aplicação de interesse. Por exemplo, o sensor 

MODerate-Resolution Imaging Spectroradiometer (MODIS), do satélite Terra, 

obtém informações da superfície terrestre com resolução espacial de 250m, 

sendo considerada baixa em relação ao sensor Thematic Mapper (TM) que 

possui resolução espacial de 30m.  Entretanto, o sensor MODIS fornece dados 

quase diários em nível global, permitindo acompanhar a dinâmica de ocupação 

da terra. Por outro lado o sensor TM, com uma resolução espacial mais 

refinada, realiza a coleta de dados em menor frequência (SHIMABUKURO et 

al., 1991). 

Shimabukuro et al. (2010) utilizaram com sucesso dados provenientes de 

multisensores para o para o monitoramento das mudanças da cobertura 

vegetal do Estado do Acre. Neste estudo foram utilizados dados do sensor 

Multispectral Scanner Subsystem (MSS), TM, Enhanced Thematic Mapper Plus 
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(ETM+) do satélite Landsat e dados do sensor MODIS. A Figura 2.1 apresenta 

a metodologia utilizada neste estudo: 

 
Figura 2.1 - Metodologia do trabalho “Monitoramento de cobertura da terra no estado 

do Acre, no oeste da Amazônia Brasileira, usando dados multitemporais 
de sensoriamento remoto”. 
Fonte: Adaptado de Shimabukuro et al. (2010). 

 

Ainda dentro da temática de dados de multisensores, outros trabalhos mostram 

que a combinação de dados contribui para uma melhor classificação da 

cobertura vegetal. Roberts et al. (2002) utilizaram uma série temporal de 33 

imagens do sensor MSS e TM, para gerar um mapa com as classes de uso da 

terra e os estágios de regeneração da cobertura vegetal, de uma região central 

do Estado de Rondônia. Além do uso de dados multisensores, os autores 

utilizaram a técnica baseada em regras por árvore de decisão para a 

classificação das imagens. 

Wolter e Townsend (2011) utilizaram dados SAR (Synthetic Aperture Radar) e 

dados ópticos do Landsat e do SPOT (Satellite pour L’observation de la Terre) 

para analisar a distribuição de dez espécies florestais e dois gêneros 

dominantes em uma floresta da província de Ontário no Canadá. Estes autores 

concluíram que o uso de dados de multisensores é uma eficiente ferramenta 
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para mapear e analisar a quantidade de indivíduos de algumas espécies 

florestais da região em estudo. 

Outra importante aplicação de dados ópticos associados a dados SAR aparece 

em estudos voltados para florestas tropicais. Este conjunto de dados permite 

explorar ao máximo as informações dos alvos presentes na superfície terrestre, 

pois os dados ópticos ficam muitas vezes limitados com a quase constante 

presença de nuvens sobre estas áreas (ANGELIS, 2000; GUERRA et al., 2010; 

KUPLICH, 2003).  

2.2. Classificação 

O mapeamento acurado da superfície terrestre tem grande importância para a 

compreensão das interações e das relações entre os fenômenos naturais e as 

atividades humanas. Além disso, auxilia na tomada de decisões para a 

conservação e utilização adequada dos recursos naturais. O mapeamento do 

uso e cobertura da terra pode ser realizado através da classificação de 

imagens, pela identificação e distinção dos objetos que compõem a superfície 

terrestre (WANG, 2002). 

Lu et al. (2004) realizaram uma revisão bibliográfica, comparando diversas 

técnicas de classificação de imagens para a detecção e o acompanhamento 

das mudanças no uso e cobertura da terra. Para estes autores, determinar qual 

a melhor técnica ou o melhor algoritmo para a análise das alterações dos 

objetos ao longo do tempo não é uma tarefa trivial. Por isso, é importante 

conhecer as características da área de estudo e quais informações que serão 

utilizadas para auxiliar na escolha da técnica adequada e na obtenção de 

resultados de boa qualidade. 

Atualmente, criar metodologias para obter mapas de uso e cobertura da terra 

com bons resultados de maneira rápida e fácil é um desafio. Estes mapas, em 

especial os de florestas tropicais, são importantes para auxiliar na avaliação da 

extensão das mudanças na cobertura da terra e na estimativa da contribuição 

destas florestas no sequestro de carbono regional e global, que reduzem os 

gases do efeito estufa (HOUGHTON, 2003; POWELL et al., 2004). O 

mecanismo REDD (Redução de Emissão por Desmatamento e Degradação), é 
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uma iniciativa neste sentido e que pode ser beneficiado pelo aumento da 

capacidade de mapeamento da cobertura de florestas tropicais (ANGELSEN et 

al., 2009; PACHECO et al., 2011). 

2.2.1. Atributos de Textura 

As medidas de textura são importantes características utilizadas nas 

classificações de imagens, pois aumentam o desempenho dos classificadores 

digitais (ULABY et al., 1986; MARCEAU et al., 1989). A textura é um atributo 

amplamente utilizado em classificações que apresentam classes com 

comportamento espectral muito próximo, como por exemplo, para separar as 

classes de floresta nativa e floresta plantada (CLARO, 2010). 

O conceito de textura de uma imagem não é um consenso, por isso, sua 

quantificação é dificultada (ULABY et al., 1986; MARCEAU et al., 1989; LOCK; 

KIRCHNER, 1997). Segundo Haralick et al. (1973), textura de uma imagem 

representa a informação da distribuição espacial das variações de tonalidades 

de um objeto.  

Rennó (1995) avaliou o uso de medidas de textura para a classificação de 

áreas agrícolas. Nesse trabalho foi utilizada uma imagem SIR-C/SAR e a área 

de estudo fica localizada em uma região semi-árida do município de Petrolina, 

no estado de Pernambuco. Os resultados obtidos pelo autor comprovam que a 

utilização de medidas de textura melhora a classificação de imagens SAR, pois 

com o uso de 15 atributos de textura o índice Kappa foi maior do que 0,90. 

No trabalho desenvolvido por Kuplich (2006), foram classificadas através de 

redes neurais áreas de regeneração florestal e para isso, foram utilizados 

dados SAR (JERS-1, SIR-C e XSAR), TM e atributos de textura. Nesse estudo, 

os principais resultados das classificações mostraram que o uso de dados SAR 

filtrados apresentou resultados melhores na discriminação da cobertura da 

terra, quando comparados com a classificação que utilizou bandas SAR não 

filtradas. Além disso, a classificação obtida através do uso dos dados TM, 

dados SAR e bandas de textura da imagem SAR, permitiu discriminar as área 

de regeneração florestal com até cerca de 18 anos de idade. A Figura 2.2 

apresenta os resultados obtidos neste estudo.  
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Figura 2.2 - A) mapa das idades da regeneração, (B) bandas do SAR SIR-C filtradas – 

polarização VV (vermelho – banda L), polarização HV (verde - banda C) 
e polarização HV (azul – banda L), (C) bandas do Landsat/TM – banda 
5 (vermelho), banda 4 (verde) e banda 3 (azul) e (D) combinação das 
bandas do SAR SIR-C e Landsat/TM – banda 5 do TM (vermelho), 
banda polarização HV filtrada (verde – banda C) e banda polarização 
HV filtrada (azul – banda L).  
Fonte: Adaptado de Kuplich (2006). 
 

Murray et al. (2010), em seu estudo realizaram a classificação com medidas de 

textura de uma imagem IKONOS, para a determinação das comunidades 

vegetais de uma ilha localizada no oceano Índico. Os autores realizaram três 

combinações de classificações. A primeira classificação foi realizada com o uso 

das bandas da imagem IKONOS, na segunda classificação, foram utilizadas as 

informações de textura e na terceira classificação, foram combinadas as 

medidas de textura e as bandas espectrais da imagem. O melhor resultado foi 

obtido através da combinação das bandas da imagem IKONOS mais os 

atributos de textura, com uma melhora de 6% na classificação e com uma 

precisão total na classificação de 84,7%. 

2.3. Árvore de decisão 

Nos últimos anos, técnicas de mineração de dados estão sendo cada vez mais 

empregadas para o mapeamento da cobertura florestal e de uso da terra em 

escalas locais, regionais e globais. Esta tecnologia consiste em extrair 

conhecimentos de grandes volumes de dados, através de técnicas inteligentes 
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para extração de padrões de interesse (RUSSELL; NORVING, 2009; HANSEN 

et al., 1996; IM; JENSEN, 2005; HANSEN et al., 2008; GONG et al., 2011). 

A árvore de decisão é uma ferramenta que se destaca no contexto de 

classificação de imagens, fornecendo aumento da acurácia na classificação de 

imagens e a possibilidade de classificar conjuntos distintos de dados (HANSEN 

et al., 1996; IM; JENSEN, 2005; HANSEN et al., 2008; GONG et al., 2011).  

A árvore de decisão, também denominada como árvore binária, pode ser 

explicada como uma função que apresenta como dado de entrada um vetor de 

valores de atributos e uma decisão como valor de saída: sim ou não (BREIMAN 

et al., 1984). 

Os valores de entrada da árvore de decisão podem ser discretos ou contínuos. 

As decisões são tomadas através de uma sequência de testes, onde os 

resultados serão verdadeiros ou falsos. Sendo assim, a árvore de decisão é 

considerada com uma estrutura de classificação booleana (RUSSELL; 

NORVIG, 2009).  

O funcionamento básico de uma árvore de decisão ocorre através do 

particionamento de um conjunto de dados de treinamento em subconjuntos de 

forma recursiva. A separação dos dados de treinamento ocorre até que cada 

subconjunto esteja homogêneo, isto é com casos de uma única classe 

(WITTEN et al., 2011) 

A fácil interpretação dos resultados obtidos na árvore de decisão está entre as 

principais vantagens na utilização desta técnica para a classificação de 

imagens, quando comparada aos métodos tradicionais de classificação. Devido 

ao fato da classificação ocorrer de forma explícita, sua interpretação torna-se 

facilitada. Além destas vantagens, os resultados são gerados rapidamente, pois 

as árvores de decisão possuem eficiência computacional (HANSEN et al., 

1996; FRIELD; BRODLEY, 1997). 

Uma árvore de decisão é estruturada de forma hierárquica de cima para baixo, 

sendo formada basicamente por nós internos e folhas que são conectados por 

ramos. Os nós são as regiões onde ocorrem as tomadas de decisões, cuja 
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função é determinar, através de um teste lógico, qual será o próximo nó 

descendente (nó filho). O primeiro nó da árvore é chamado de nó raiz e os nós 

que não apresentam nós descendentes e estão associados a um rótulo ou a 

um valor são chamados nós folhas (FRIELD; BRODLEY, 1997; SOBRAL, 2005; 

POZZER, 2006; AITKENHEAD, 2008).  

A formação ideal de uma árvore de decisão é manter as tomadas de decisões 

mais importantes próximas ao nó raiz, pois desta forma busca-se resolver o 

problema com o menor número possível de regras (POZZER, 2006). A 

estrutura típica de uma árvore de decisão é apresentada na Figura 2.3. 

 
Figura 2.3 - Estrutura de uma árvore de decisão genérica. 

 

A simplicidade de sua estrutura e os resultados satisfatórios têm motivado a 

comunidade científica no uso de árvores de decisão para o mapeamento e 

monitoramento da cobertura florestal e de uso da terra através de imagens 

obtidas por satélites.  

Sesnie et al. (2010) utilizaram árvore de decisão aplicada a uma série temporal 

para acompanhar as alterações do uso e cobertura da terra de uma floresta 

tropical úmida da Costa Rica. Neste estudo, foram utilizados dados do sensor 

TM e dados SRTM-DEM (Space Shuttle Radar and Topography Mission - 

Digital Elevation Model) para separar as diferentes tipologias florestais. Os 
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autores concluíram que com o uso da árvore de decisão foi possível classificar 

o complexo ambiente de uma floresta tropical úmida com boa acurácia.  

Pouliot et al. (2009) utilizaram a técnica de classificação por árvore de decisão 

em um estudo multitemporal com imagens MODIS de 250m de uma floresta no 

Canadá. O objetivo deste estudo foi monitorar em tempo quase real as 

mudanças nas florestas desta região. Na primeira classificação, com dados de 

2005 a 2006, a precisão do mapa de classificação atingiu um Kappa de 0,91. 

Na segunda classificação, com dados de 2001 a 2005, o índice Kappa reduziu 

para 0,80. Entretanto, quando os autores adicionaram a esta segunda 

classificação dados contextuais e realizaram a normalização radiométrica das 

imagens, o Kappa atingiu o valor de 0,90.  

Davrache et al. (2010) utilizaram árvore de decisão para monitorar áreas 

úmidas próximas ao Mar Mediterrâneo no sul da França. Neste estudo, foram 

utilizados dados de campo, imagens SPOT-5 com 10m de resolução espacial e 

alguns índices de vegetação. Este estudo utilizou uma série temporal de 2005 

a 2006 e obteve uma boa classificação da região de estudo.   

Latorre et al. (1998) desenvolveram uma metodologia de integração de 

multisensores para um sistema de monitoramento da Amazônia e propuseram 

um sistema baseado na técnica de árvore de decisão. Neste estudo, os autores 

utilizaram dados obtidos com diferentes resoluções espaciais, temporais e 

radiométricas. Para isso, foram utilizados dados do sensor TM do Landsat-5, 

do sensor ETM+ do Landsat-7, do sensor MODIS do Terra e da câmera 

Charge-Coupled Device (CCD) do CBERS-2.  

Ainda no trabalho desenvolvido por Latorre et al. (1998), foram utilizados como 

dados de entrada para a árvore de decisão um conjunto de métricas 

multitemporais e de NDVI do sensor MODIS (variáveis independentes), dados 

de treinamento obtidos da classificação das imagens dos sensores TM, ETM+ 

e CCD (variáveis dependentes). Foram determinadas três classes de cobertura 

da terra em uma área de Floresta Amazônica: floresta; não floresta; e áreas 

inundáveis. Os resultados obtidos neste estudo foram comparados com os 
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dados provenientes do projeto PRODES (Monitoramento da Floresta 

Amazônica Brasileira por Satélite), sendo considerados satisfatórios.  
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3 MATERIAIS E MÉTODOS 

3.1. Área de estudo 

A FLONA do Tapajós está localizada no oeste do estado do Pará entre os 

paralelos 2º 45’ e 4º 10’ de latitude sul e entre os meridianos de 54º 45’ e 55º 

30’ de longitude oeste (Figura 3.4). Esta FLONA foi criada pelo decreto nº. 

73.684 de 19 de fevereiro de 1974, sendo seus limites estabelecidos ao norte 

com o paralelo que cruza o km 50 da rodovia Cuiabá-Santarém (BR-163), ao 

sul com a rodovia Transamazônica e os rios Cupari e Cuparitinga (ou Santa 

Cruz), a leste com a rodovia Cuiabá-Santarém (BR-163) e a oeste com o rio 

Tapajós.   

 
Figura 3.4 - Região onde está localizada a Flona do Tapajós. A Flona do Tapajós está 

delimitada pelo traço vermelho. 

 

A FLONA do Tapajós é uma Unidade de Conservação com aproximadamente 

600.000 ha, administrada pelo Instituto Chico Mendes para Conservação da 

Biodiversidade (ICMBio) conforme a lei nº. 11.516 de 28 de agosto de 2007. 
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Das 66 Florestas Nacionais existentes no país, a FLONA do Tapajós foi a 13ª 

criada e é definida  

Como uma área com cobertura florestal de espécies predominantemente 

nativas e tem como objetivo básico o uso múltiplo sustentável de 

recursos florestais e a pesquisa científica, com ênfase em métodos para 

exploração sustentável de florestas nativas (SNUC, 2004). 

A escolha desta área é motivada pela disponibilidade de uma ampla base de 

dados de inventário florestal adquirida por diversos estudos científicos. A 

dinâmica da área inclui atividades de desmatamento que ocorrem no entorno 

da FLONA do Tapajós, embora seja restrito o uso dos recursos florestais em 

Unidades de Conservação. Os desmatamentos das florestas primárias desta 

área ocorrem para a ocupação humana ao longo da BR-163, seguindo o 

padrão conhecido como “espinha de peixe”. Este padrão é caracterizado pela 

abertura de estradas vicinais para o estabelecimento de pequenas 

propriedades rurais, que após alguns anos são abandonadas quando se 

tornam improdutivas. Estas ações resultam na formação de capoeiras, criando 

paisagens compostas por mosaicos de vegetação secundária (NEPSTAD, 

2001; ALVES, 2002; ESPÍRITO-SANTO, 2003; ARAGÃO, 2004). 

3.1.1. Clima 

O clima da região é classificado no sistema de Köppen como AmW- tropical 

chuvoso, apresentando temperatura média anual de 26ºC e variação térmica 

anual inferior a 5ºC. As chuvas são distribuídas ao longo dos anos com regime 

pluviométrico variando de 1.700 a 2.000 mm. No bioma Amazônia, o clima 

divide-se em duas estações bem características: um período chuvoso e outro 

seco. O predomínio de chuvas ocorre durante os meses de dezembro a maio 

(ESPÍRITO-SANTO; 2003; ARAGÃO, 2004; SERVELLO, 2010).  

3.1.2. Vegetação 

A maior parte da área da FLONA do Tapajós é constituída por Floresta Tropical 

Densa. Espírito-Santo (2003), a partir de dados multitemporais de 

multisensores e com dados de inventários florestais, identificou três padrões 

fitogeográficos predominantes na FLONA do Tapajós. No primeiro padrão, na 



17 
 

porção norte, ocorre o predomínio do babaçu (Orbignya phalerata Mart.). O 

segundo padrão, na porção central, é caracterizado pela presença de uma 

floresta densa, semelhante às espécies entre o alto e baixo platô. Por fim, o 

terceiro padrão, na porção sul, possui alta diversidade florística e a ocorrência 

frequente de palmeiras como mombaca (Astrocaryum mumbaca Mart.), tucumã 

(Astrocaryumvulgare Mart.), inajá (Maximiliana martiana Karst.), entre outras 

(exceto o babaçu).   

3.2. Procedimentos metodológicos 

As atividades deste trabalho foram divididas em quatro etapas: (1) construção e 

manipulação de um banco de dados da FLONA do Tapajós em um SIG; (2) 

pré-processamento dos dados; (3) processamento e tratamento dos dados; e 

(4) análise das informações e resultados. A Figura 3.5 sintetiza as etapas deste 

trabalho. 

 
Figura 3.5 - Etapas da metodologia do trabalho. 

Para todas as atividades de processamento de imagens, foi utilizada uma 

máquina equipada com processador Core i7, 4 Gigabytes de memória RAM e 

1Terabytes de disco rígido. As diferentes atividades foram cronometradas para 

avaliar o desempenho do sistema utilizado na geração dos resultados. 

3.2.1. Construção e manipulação do banco de dados 

Um conjunto de imagens, pontos de GPS e levantamentos de campo da área 

de estudo foram adicionadas a um banco de dados geográficos. Para isso, foi 

utilizado o aplicativo SPRING 4.3.3, onde foi criado um projeto para a 

integração de todos os planos de informações (PI’s) do banco de dados. A 

Tabela 3.1 lista os PI’s utilizados neste trabalho. 
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Tabela 3.1 - Descrição dos PI`s utilizados neste trabalho 

 
3.2.2. Pré-processamento dos dados 

Após a criação do banco de dados, foi feito o registro das imagens para 

garantir que os pixels das imagens sejam referentes às mesmas áreas. Para 

essa atividade, foi utilizada como referência uma imagem Geocover de mesma 

órbita/ponto, disponível na base de dados da Global Land Cover Facility (GLCF) 

da NASA.  

Após o registro das imagens, foram elaborados mosaicos de imagens TM 

Landsat-5 que cobrem toda a área da FLONA do Tapajós. Sobre esses 

mosaicos, foram georreferenciados os dados de campo. O fluxograma 

mostrado na Figura 3.6 apresenta as etapas de pré-processamento dos dados. 

 
Figura 3.6 - Etapas de pré-processamento dos dados. 

PI’s Categoria Descrição Aquisições 
Imagens TM (2000, 
2008 e 2009) 

Imagem Imagem registrada, com 
correção atmosférica e 
normalizada 
radiometricamente 

05/09/2000 
23/06/2008 
28/07/2009 

Imagens 
RADARSAT-2 
(2008 e 2009) 

Imagem Modo ScanSAR e 
polarimétrica 

24/09/2008 
12/10/2009 
18/10/2008 

Pontos de GPS Temático Pontos adquiridos em 
trabalhos de campo 

2008 e 
2009 

Levantamento de 
Campo 

Cadastral Pontos de verdade terrestre 
coletados no campo 

2008 e 
2009 



19 
 

3.2.3. Processamento dos dados 

Os dados utilizados para o treinamento das árvores de decisão e posterior 

classificação das imagens, foram obtidos a partir de processamentos 

realizados sobre as imagens Landsat-5/TM e SAR. Estes processamentos 

foram divididos em sete etapas: (1) correção atmosférica; (2) normalização 

radiométrica; (3) aplicação do modelo linear de mistura espectral (MLME); (4) 

cálculo dos índices de vegetação; (5) processamento das imagens SAR; (6) 

árvore de decisão; e (7) classificação das imagens. As etapas do 

processamento dos dados são apresentadas na Figura 3.7. 

 
Figura 3.7 - Etapas do processamento dos dados. 

 

3.2.3.1. Correção Atmosférica 

A correção atmosférica é uma importante etapa para a caracterização espectral 

dos objetos que compõem a superfície terrestre e para a realização de 

operações com o uso de imagens de diferentes bandas espectrais ou de 

diferentes sensores. Esta correção busca eliminar os efeitos causados pelos 

gases presentes na atmosfera, que podem absorver ou espalhar a radiação 

eletromagnética (PONZONI; SHIMABUKURO, 2010). 
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Neste trabalho, são utilizadas imagens multitemporais TM do satélite Landsat-5 

que passaram pelo processo de correção atmosférica. Para isso, estas 

imagens foram convertidas de números digitais (ND) para valores de 

reflectância aparente. Para esta transformação, foi utilizada a equação da 

radiância no topo da atmosfera (    e a equação da reflectância aparente (  ), 

com o uso da ferramenta Linguagem Espacial para Geoprocessamento 

Algébrico (LEGAL) do programa SPRING 4.3.3.  

Para o cálculo da   foram utilizados os parâmetros extraídos do trabalho de 

Chander et al. (2009) e a equação  

    
            

       
          (3.1) 

onde       é a radiância máxima quando QCAL = QCALMAX;       é a 

radiância mínima quando QCAL = 0; o      são os valores de números 

digitais referentes e proporcionais a   ; e   é a faixa espectral. 

A    é obtida pela equação 

     
        

 

             
       (3.2) 

onde   é a distância Terra-Sol em unidades astronômicas;      é a 

irradiância solar no topo da atmosfera; o    é o ângulo zenital solar no horário 

de aquisição da imagem; e   é a faixa espectral. 

Após esta etapa, foi aplicado o modelo 6S (Second Simulation of the Satellite 

Signal in the Solar Spectrum) de transferência radiativa (VERMOTE et al., 

1997) para a realização da correção atmosférica das imagens. Finalizado este 

procedimento, os valores de reflectância aparente foram convertidos para 

valores de reflectância de superfície. 

3.2.3.2. Normalização Radiométrica 

Após a etapa de correção atmosférica, a imagem TM de 2000 foi usada como 

referência para a normalização radiométrica das demais imagens Landsat-5. 

Este procedimento foi realizado pelo método proposto por Hall et al. (1991), 

com o uso da ferramenta LEGAL do aplicativo SPRING 4.3.3. 
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O processo de normalização radiométrica consiste basicamente em 

compatibilizar a iluminação e as condições atmosféricas dos dados adquiridos. 

Em estudos multitemporais de multisensores este procedimento deve ser 

realizado com intuito de tornar os dados compatíveis entre si.  

3.2.3.3. Modelo Linear de Mistura Espectral – MLME 

A fim de realçar as áreas de uso e cobertura da terra da área de estudo, foi 

aplicado o MLME proposto por Shimabukuro e Smith (1991), nas bandas 1, 2, 

3, 4, 5 e 7 das imagens TM. Este modelo tem como objetivo estimar a 

proporção dos componentes solo, sombra e vegetação de cada pixel, através 

das respostas espectrais nas diversas bandas.  

A aplicação deste modelo é feita através da definição dos componentes puros - 

solo, sombra e vegetação - nas imagens, resultando em três imagens-fração 

correspondentes.  A formulação do MLME é dada por 

                                 (3.3) 

onde    é a resposta do pixel na banda  ;   é a proporção de vegetação;   é a 

proporção de solo;   é a proporção de sombra ou água;       é a resposta 

espectral do componente vegetação na banda  ;       é a resposta espectral do 

componente solo na banda  ;       é a resposta espectral do componente 

sombra ou água na banda  ;    é o erro na banda  ; sendo que    varia entre as 

bandas 1, 2, 3, 4, 5 e 7. 

Nesse estudo para a determinação dos valores espectrais de cada um dos 

componentes puros do modelo, foram selecionadas amostras de solo exposto 

para a componente solo, áreas de floresta secundária para a componente 

vegetação e por fim, água limpa para a componente água. A qualidade das 

amostras coletadas para posterior execução do MLME sobre as imagens foi 

realizada através de análise do gráfico com as curvas espectrais de cada 

componente. 

As composições coloridas das imagens-fração adquiridas a partir das imagens 

Landsat-5 de 2008 e 2009 são apresentadas na Figura 3.9. A imagem-fração 
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solo encontra-se em vermelho, a imagem-fração vegetação em verde e 

imagem-fração sombra em azul. 

 

 

3.2.3.4. Índices de Vegetação 

Diversos índices para o estudo da vegetação foram propostos pela comunidade 

científica. O principal objetivo desses índices é permitir a exploração das 

propriedades espectrais da vegetação, tomando como base o comportamento 

espectral antagônico da vegetação nas regiões espectrais do visível e 

infravermelho próximo (PONZONI; SHIMABUKURO, 2010). 

O índice de vegetação da diferença normalizada (NDVI), proposto por Rouse et 

al. (1973), é baseado na normalização da razão simples para o intervalo de -1 

a +1. Esse índice é amplamente utilizado como ferramenta para o 

monitoramento da vegetação. Além disso, o NDVI permite o acompanhamento 

das mudanças sazonais e interanuais da atividade e desenvolvimento da 

vegetação, das mudanças fisiológicas das folhas, dos períodos de 

senescência, etc (PONZONI; SHIMABUKURO, 2010; JENSEN, 2009). 

A normalização é realizada através da equação  

(a) (b) 

Figura 3.8 - Composição colorida em vermelho, verde e azul das imagens-fração solo, 
vegetação e sombra do MLME dos anos de 2008 (a) e 2009 (b). 
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      (3.4) 

 onde      é o valor de reflectância no infravermelho próximo e    é o valor de 

reflectância no vermelho. 

A Figura 3.9 apresenta os índices de vegetação NDVI obtidos a partir das 

imagens Landsat-5 dos anos 2008 e 2009. 

Gao (1996) desenvolveu o índice de umidade por diferença normalizada 

(NDWI), também denominado de índice de água, o qual está diretamente 

relacionado com a quantidade de água das folhas da vegetação. Este índice é 

sensível às mudanças que ocorrem no conteúdo hídrico destas estruturas.  

O NDWI é formulado como 

      
              

               
     (3.5) 

onde      representa os valores de reflectância no infravermelho próximo e o 

       representa os valores de reflectância no infravermelho médio. 

 

 

 

 

 

 

 

 

 

 

Figura 3.9 - Imagens NDVI de 2008 (a) e 2009 (b). 

(a) (b) 
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A Figura 3.10 apresenta os índices NDWI obtidos a partir das imagens 

Landsat-5 dos anos de 2008 e 2009.  

 

 

 

 

 

 

 

 

Figura 3.10 - Imagens NDWI de 2008 (a) e 2009 (b). 

Devido à influência do solo no espectro da radiação da vegetação, Huete 

(1988) sugeriram o índice de vegetação ajustado para o solo (SAVI). Este 

índice permite minimizar os efeitos do solo no resultado do índice da 

vegetação, sendo definido por  

      
          

             
           (3.6) 

onde      é o valor de reflectância no infravermelho próximo;    é o valor de 

reflectância no vermelho; e   é uma constante que minimiza o efeito do solo e 

pode variar de 0 a 1. 

Os valores ótimos de L, segundo os autores são: 

L = 1, para densidades baixas de vegetação 

L= 0,5, para densidades médias de vegetação 

L = 0,25, para densidades altas de vegetação 

(a) (b) 
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Para esse estudo optou-se utilizar o valor 0,5 para a constante L, pois como 

nem todas as áreas são de vegetação com alta densidade, como as áreas que 

estão no interior da Flona do Tapajós, o uso de um valor intermediário é mais 

adequado para toda a região de estudo.  

A Figura 3.11 apresenta os índices SAVI obtidos a partir das imagens Landsat-

5 dos anos de 2008 e 2009. 

 

 

 

 

 

 

 

 

3.2.3.5. Dados SAR 

O uso de dados ópticos para o monitoramento e mapeamento de áreas de 

florestas tropicais é muitas vezes limitado, devido à constante presença de 

nuvens sobre essas regiões. Neste sentido, imagens SAR aliadas aos dados 

ópticos podem ser utilizadas como uma alternativa para o estudo dessas áreas, 

pois o sinal de microondas é capaz de penetrar as nuvens e obter informações 

da superfície terrestre independente das condições atmosféricas (SANTOS; 

GONÇALVES, 2009; SAATCHI et al., 1997; ANGELIS, 2003).  

Para este estudo foram utilizadas três imagens na banda C adquiridas pelo 

RADARSAT-2. Duas destas imagens foram adquiridas no modo Standard 

Quad-polarization nos dias 24 de setembro de 2008 e 13 de outubro de 2009. A 

Figura 3.11 - Imagens SAVI de 2008 (a) e 2009 (b). 

(a) (b) 
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terceira imagem RADARSAT-2 utilizada foi adquirida no modo Fine resolution 

Quad-polarization do dia 18 de outubro de 2008. A Tabela 3.2 lista os 

parâmetros das imagens RADARSAT-2 utilizadas. 

Tabela 3.2: Parâmetros das imagens RADARSAT-2. 
Características 2008 2008 2009 
Banda/freqüência C - 5,3cm/5,6 Hz C - 5,3cm/5,6 

Hz 
C - 5,3 cm/5,6 Hz 

Largura da banda 100 MHz 100 MHz 100 MHz 
Polarização Full (HH, HV, VH, VV 

e fase) 
Full (HH, HV, 
VH, VV e 
fase) 

Full (HH-HV-VH-
VV e fase) 

Resolução 25 x 28 m 11 x 9 m 25 x 28 m 
Largura da cena 25 x 25 km 25 x 25 Km 25 x 25 km 
Ângulo de 
incidência  

27,07° 32,56º 33,18° 

Nº de looks 4  1 4 
Órbita Descendente Ascendente Ascendente 
 

Estas imagens foram processadas no software Radar Tools (RAT) para a 

extração das imagens intensidade, das diferenças de fases e dos atributos 

provenientes do teorema da decomposição de alvos proposta por Freeman e 

Durden (1998).  

As imagens intensidades e as diferenças de fase foram obtidas a partir da 

matriz de covariância complexa [C],definida por 

      

            
            
            
            

  

 
 
 
 
 
      

         
         

         
  

       
        

         
         

  

       
         

        
         

  

       
         

         
        

   
 
 
 
 

   (3.7) 

 onde * é o conjugado e    indica a média espacial de células vizinhas. A 

matriz de covariância complexa [C] contém na sua diagonal principal as 

informações de intensidade e nas demais posições, a informações das 

diferenças de fase. (ULABY; ELACHI, 1990; GUERRA, 2008). As Figura 3.12, 

Figura 3.13 e Figura 3.14 apresentam uma composição colorida em vermelho 

as imagens intensidade de polarização HH, em verde as imagens intensidade 

de polarização HV e em azul as imagens intensidade de polarização VV para 

cada ano e órbita de aquisição. 
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Figura 3.13: Composição colorida R (HH), G (VV) e B (HV) das imagens intensidade 

do ano de 2008 descendente. 
 

Figura 3.12 - Composição colorida R (HH), G (VV) e B (HV) das imagens intensidade 
do ano de 2008 ascendente 
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A partir do teorema da decomposição de alvos, de Freeman-Durden (1998), 

foram extraídas as componentes de espalhamento volumétrico     , double-

bounce      e superficial     , resultante da matriz de covariância. O 

espalhamento volumétrico é modelado como o espalhamento aleatório que 

ocorre no interior dos dosséis florestais, enquanto que o espalhamento double-

bounce é modelado como o espalhamento de refletores de canto diédricos, 

como por exemplo, resultante da interação tronco-solo que ocorre nas 

florestas. O espalhamento superficial é resultado de interações na superfície 

dos objetos, como na porção superior de dosséis e solos. As Figura 3.15, 

Figura 3.16 e Figura 3.17 apresentam uma composição colorida em vermelho 

as componentes de espalhamento   , em verde as componentes de 

espalhamento    e em azul as componentes de espalhamento    para cada ano 

e órbita de aquisição. 

Figura 3.14: Composição colorida R (HH), G (VV) e B (HV) das imagens intensidade 
do ano de 2009 ascendente. 
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Figura 3.15: Composição colorida R (  ), G (  ) e B (  ) das componentes de 
espalhamento da decomposição de Freeman-Durden do ano de 2008 
ascendente. 

 

Figura 3.16: Composição colorida R (  ), G (  ) e B (  ) das componentes de 
espalhamento da decomposição de Freeman-Durden do ano de 2008 
descendente. 
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Após o processamento das imagens SAR aplicou-se um filtro Gamma com uma 

janela de tamanho 7x7 para reduzir os efeitos do ruído speckle. 

3.2.3.6. Árvore de decisão e classificação 

As classificações das imagens de 2008 e 2009 foram realizadas através de 

uma técnica de mineração de dados baseadas em regras, denominada de 

árvore de decisão. As seis bandas das imagens Landsat-5, as três imagens-

fração do MLME, os índices de vegetação, as informações extraídas das 

imagens SAR e os dados de textura formaram o conjunto de dados utilizados 

como entrada na construção das árvores de decisão.  

Para a criação das árvores de decisão, foi utilizado o sistema livre para 

mineração de dados Waikato Environment for Knowledge Analysis (WEKA) na 

versão 3.6.4. Este aplicativo, disponível gratuitamente para download em 

http://www.cs.waikato.ac.nz/ml/weka/, fornece um conjunto de algoritmos, 

ferramentas de aprendizagem e a possibilidade de criação de novos algoritmos 

Figura 3.17: Composição colorida R (  ), G (  ) e B (  ) das componentes de 
espalhamento da decomposição de Freeman-Durden do ano de 2009 
ascendente. 
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em seu ambiente. Entre os algoritmos disponíveis estão: regressão, 

classificação, mineração de regras de associação, seleção de atributos, etc. 

Este aplicativo possui interface amigável e rápido processamento dos dados. 

Estas características permitiram testar e analisar os doze algoritmos de árvore 

de decisão presentes no sistema. Com isso, foi possível identificar o melhor 

algoritmo para a classificação das imagens de acordo com os atributos 

utilizados como dados de entrada para a construção da árvore de decisão.  

Os doze algoritmos de construção de árvore de decisão implementados no 

WEKA e testados foram: BFTree, DecisionStump, FT, J48, J48graft, LADTree, 

LMT, NBTree, RandomForest, RandomTree, REPTree e SimpleCart. A 

classificação mais precisa foi gerada pelo algoritmo SimpleCart, de acordo com 

índice Kappa, menor valor de pixels classificados incorretamente e acurácia 

geral das classificações. Esta análise foi realizada sobre o conjunto de dados 

formado pelas seis bandas do Landsat-5/TM, as três imagens-fração do MLME, 

os índices de vegetação NDVI, NDWI e SAVI. 

O SimpleCart é uma implementação do algoritmo Classification and Regression 

Trees (CART) proposto por Breiman et al. (1984). Este algoritmo é considerado 

como não-paramétrico e permite o uso de diferentes tipos de dados, como 

dados ordinais, nominais e contínuos. Este algoritmo baseia-se em uma técnica 

exaustiva que define os melhores limiares que serão utilizados nos nós da 

árvore de decisão para a separação das classes. A árvore de decisão do 

algoritmo CART é uma árvore binária que testa apenas um atributo por nó 

(BREIMAN et al., 1984; VASCONCELLOS, 2011; BITTENCOURT; CLARKE, 

2003; ELHADI; ZOMRAWI, 2010) 

Entre as vantagens do uso do CART, destaca-se o fato dele não requerer 

nenhuma variável previamente identificada, pois o próprio algoritmo seleciona 

as variáveis mais significativas e elimina as demais. Outra vantagem, é que o 

algoritmo não é afetado por dados ruidosos, sendo estes isolados em nós 

separados. Diferentemente da maioria dos algoritmos, o CART não utiliza a 

técnica de pré-poda. Ao invés disso, utiliza um método que expande ao 

máximo o tamanho da árvore de decisão e realiza a pós-poda, tornando o 
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método mais eficiente e gerando árvores de decisão mais simples e precisas 

(FONCESA, 1994; TIMOFEEV, 2004). 

A separação dos dados ao longo dos nós da árvore de decisão ocorre através 

do cálculo da impureza ou entropia entre os valores de entrada 

(VASCONCELLOS, 2011; GHOSE et al., 2010). No sistema WEKA, a entropia 

é denominada Gini (      e calculada através da equação 

                                 (3.8) 

onde         é a probabilidade de um objeto da classe j ser classificado 

incorretamente como sendo da classe i,        é a probabilidade de um objeto 

da classe   ser classificado como um objeto da classe  ,      ) é a 

probabilidade de um objeto que pertence a classe   ser classificado como um 

objeto da classe  . 

A melhor separação entre os dados é aquela que tem a maior diferença obtida 

pela equação da variação do valor Gini (       ) 

                                (3.9) 

 em que    e    são as probabilidades dos objetos serem passados 

respectivamente para o nó à esquerda    ou para o nó à direita   . Através 

destas equações, sucessivas subdivisões são determinadas até que ocorra 

uma diminuição significativa na medida da impureza. Quando este estágio é 

atingido, o nó não é mais subdividido e torna-se automaticamente em uma 

folha. 

3.2.3.6.1. Preparação dos dados para o sistema WEKA 

O aplicativo WEKA possui um formato próprio denominado ARFF para leitura 

do arquivo de dados. Esse formato consiste em uma lista com as instâncias e 

os valores dos atributos de cada classe. O arquivo é dividido em três partes, 

onde na primeira parte é definida a relação ou tarefa que será analisada. Na 

segunda parte, são declarados os atributos em linhas sequênciais e, na última 

parte, são listados os dados de treinamento que serão utilizados para a 

classificação. A Tabela 3.3 apresenta um exemplo genérico de um arquivo no 
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formato ARFF (VASCONCELLOS, 2011, WITTEN et al., 2011, BOUCKAERT et 

al., 2010). 

Tabela 3.3 - Exemplo de um arquivo no formato ARFF do WEKA. 
@Relation tempo 
 
@Attribute Tempo sol,nublado chuva  
@Attribute Temperatura Real 
@Attribute Umidade Real 
@Attribute Vento sim,não 
@Attribute Decisão sim,não 
 
@Data 
Sol, 23.9,70,sim,sair 
Sol,26.7,90,sim,não sair 
Sol,29.4,85,não,não sair 
Sol,22.2,95,não,não sair 
Sol,20.6,70,não,sair 
Nublado,22.2,87,sim,sair 

Fonte: Vasconcellos (2011). 

 
Além do formato ARFF, o WEKA permite a leitura de arquivos no formato 

Comma-separated values (CSV), tornando ágil o uso deste software, pois 

diversos aplicativos permitem a exportação de dados neste formato. Em um 

arquivo CSV cada linha representa um novo registro de dados, os quais são 

separados por vírgulas (WITTEN et al., 2011). A Tabela 3.4 apresenta um 

arquivo CSV com os mesmos dados do arquivo ARFF apresentado na Tabela 

3.3.  

Tabela 3.4 - Exemplo do arquivo no formato CSV. 
Tempo,Temperatura,Umidade,Vento,Decisão 
Sol, 23.9,70,sim,sair 
Sol,26.7,90,sim,não sair 
Sol,29.4,85,não,não sair 
Sol,22.2,95,não,não sair 
Sol,20.6,70,não,sair 
Nublado,22.2,87,sim,sair 

Fonte: Vanconcellos (2011). 

 
 

3.2.3.6.2. Validação cruzada pelo Método Holdout  

O WEKA permite realizar o treinamento dos dados e a validação da 

classificação através de quatro métodos - use training set, supplied test set, 
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cross-validation e percentage split. Neste estudo, foi utilizado o método 

percentage split, que é um método simples e computacionalmente rápido 

também chamado de método Holdout (WITTEN et al., 2011). 

No método Holdout, que na literatura em português é conhecido como Treino-

Teste,     dos dados são destinados para o treinamento ou estimação dos 

parâmetros da árvore de decisão e     dos dados são usados para validação 

do modelo. A  Figura 3.18 ilustra esse processo, onde os dados são divididos 

em duas partes mutuamente exclusivas, ou seja, a realização de um evento 

elimina a realização do outro. O conjunto de dados de treinamento é utilizado 

para a construção do modelo e os dados de validação são usados para 

verificar a acurácia do modelo gerado (OLSON; DELEN; 2008). 

 
 

 

Este método é recomendado para casos que possuem grande quantidade de 

dados e que permitem reservar pelo menos 1.000 amostras para o teste do 

modelo. Para casos que possuem uma pequena quantidade de amostras para 

o teste, esse método pode ser pessimista e os resultados podem ser 

insatisfatórios. Desta forma, é recomendada a utilização de outro método para 

validação da classificação desses casos (LEITE, 2007; BATISTA; MONARD, 

1998). 

 

 

Figura 3.18 - Método Holdout. 

Fonte: Adaptado de OLSON; DELEN (2008). 
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3.2.3.6.3. Geração de árvore de decisão para o ENVI usando o WEKA 

As árvores de decisão geradas pelo aplicativo WEKA são apresentadas em 

formato de texto.  Nesse tipo de saída, a hierarquia dos nós é representada 

através de tabulações. O processamento dessas árvores de decisão em 

aplicativos, como o Environment for Visualizing Images (ENVI), é realizada, 

habitualmente, através da inclusão manual de cada nó da árvore. Entretanto, a 

inserção de árvores de decisão com dezenas ou centenas de nós, como as 

geradas neste trabalho, demandariam muitas horas, atrasando o processo de 

classificação. Além disso, o processo de inclusão manual é passível de erros 

de digitação, o que causaria grande impacto nos resultados. Por conta disso, 

foi realizado alterações no código-fonte do módulo de impressão das árvores 

de decisão do sistema WEKA, para que, além de gerar a saída padrão, fosse 

gerado um arquivo de árvore de decisão compatível com o ENVI 4.7.   

As mudanças realizadas só foram possíveis devido ao código-fonte aberto e de 

licença livre, que permite a alteração e implementação de novas 

funcionalidades. Essas mudanças foram feitas por um especialista da área de 

computação com o acompanhamento da autora desse trabalho. Com estas 

alterações implementadas, o sistema WEKA adaptado gera automaticamente 

um arquivo com a árvore de decisão no formato texto puro (extensão .txt) do 

ENVI, que pode ser facilmente importada. Após a importação da árvore de 

decisão para o ENVI a imagem é classificada, onde os pixels são separados 

seguindo a sequência de regras da árvore de decisão e no final são rotulados 

de acordo com cada classe determinada.  

3.2.4. Análise e validação dos resultados 

Após a etapa de processamento dos dados, os resultados obtidos foram 

analisados e avaliados. Para a avaliação da classificação das imagens de 2008 

e 2009 através da árvore de decisão, foi utilizado o índice Kappa, que indica a 

acurácia da classificação através da matriz de confusão. Para isso, é calculada 

a exatidão global e o índice Kappa de cada classificação, conforme proposto 

por Congalton et al. (1991). 
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A matriz de confusão apresenta a distribuição dos dados das classificações. 

Nesta matriz, encontram-se os resultados dos pixels da imagem corretamente 

classificados (na diagonal principal) e os pixels que foram erroneamente 

classificados (no restante da matriz). A estrutura de uma matriz de confusão é 

apresentada na Tabela 3.5. 

Tabela 3.5 - Matriz de confusão adotada para análise da classificação. 
Imagem Referência 

Imagem 
Classificada 

Classe 1 2 ... c Total 
1 *X11 . . . X+1 
2 . *X22 . . X+2 
... . . ... . . 
c . . . *Xcc X+c 
Total X+1 X+2 ... X+c N 

* Pontos da diagonal principal corretamente classificados. 

O índice Kappa (    é dado por 

    
     

    
      (3.10) 

em que    e    são obtidos das equações  

    
     
   

 
                                 

       
 
   

      (3.11) 

onde   é o número total de unidades amostrais contempladas pela matriz;     

é o número de elementos da diagonal principal corretamente classificados; e   

é o número de categorias analisadas na matriz.  

 

3.2.5. Dados de campo 

Para realização da classificação das imagens dos anos de 2008 e 2009 foram 

utilizados dados de campo coletados nestes dois períodos, permitindo a 

validação das amostras de treinamento e da classificação realizada através da 

árvore de decisão.  Além disso, foram utilizados dados do projeto TerraClass 

disponibilizados pelo Centro Regional da Amazônia – CRA/INPE 

(www.inpe.br/cra/projetos_pesquisas/terraclass.php).  

Em 2008 foram amostrados 76 pontos, que ficaram concentrados na região da  

“Comunidade São Jorge”, localizada no interior da FLONA do Tapajós. As 
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amostras foram coletadas somente nesta região, pois ela compreende a área 

das imagens RADARSAT-2. Na Figura 3.19 são destacadas, através de 

quadrados vermelhos, as localizações geográficas dos pontos coletados sobre 

a área de estudo.  

 
 

 

Foram amostrados 3.239 pontos nas coletas de campo realizadas em 2009. 

Esses dados foram obtidos sobre toda a área da FLONA do Tapajós. Na Figura 

3.20 são destacadas, com pontos vermelhos, as localizações geográficas das 

amostras coletadas. 

Figura 3.19 - Distribuição dos pontos amostrados em 2008. 
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A Figura 3.21 ilustra as amostras coletadas de classes de uso e cobertura da 

terra que foram determinadas para classificação através da árvore de decisão, 

de acordo com os dados de campo disponíveis para cada ano. 

A classe Água refere-se a todos os corpos d’água presentes na área de estudo. 

A classe Floresta são as áreas de floresta primária, que sofreram pouca ou 

nenhuma interferência humana. A classe Regeneração são as áreas de floresta 

secundária em processo de regeneração. A classe Pasto são as áreas com 

cobertura de pastagem, usualmente destinadas para a criação de gado. A 

classe Área Urbana são as áreas compostas por casas, ruas e demais 

construções. A classe Floresta Degradada são as áreas que estão sobre o 

processo de exploração madeireira e a classe Floresta Secundária são as de 

floresta que sofreram ação antrópica e que após a sua regeneração já estão 

consolidadas.  

 

 

 

 

Figura 3.20 - Distribuição dos pontos amostrados em 2009. 



39 
 

 
Água 

 

Floresta 

 

Regeneração 

Área Urbana Nuvem e Sombra de Nuvem 

 

Floresta Degradada 

 
Pasto 

 

Floresta Secundária 

 

Área Agrícola 

Figura 3.21: Classes e amostras de uso e cobertura da terra, utilizados nas 
classificações das imagens. Os retângulos vermelhos destacam as 
áreas onde foram coletados os pixels para formar o conjunto de amostra 
para treinamento e validação das classificações. 

 

Após a coleta dos pontos das classes de uso e cobertura da terra que foram 

determinadas para este estudo, baseados nos dados de campos, os pixels das 

amostras foram embaralhados e posteriormente a escolha dos conjuntos de 

dados final foi feita através de um sorteio entre esses pixels. Este sorteio foi 

necessário, pois o aplicativo WEKA apresenta uma limitação quanto ao 

tamanho do arquivo de entrada para o treino e validação da árvore de decisão. 
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4 RESULTADOS E DISCUSSÕES 

4.1. Classificações 

Com intuito de explorar diversas abordagens para a classificação da cobertura 

vegetal da FLONA do Tapajós, foram utilizadas diferentes combinações de 

dados de entrada para a construção das árvores de decisão. Com isso, foi 

possível compreender a contribuição do uso de dados multisensores na 

classificação da cobertura vegetal da área de estudo. A combinação dos 

atributos de dados de entrada para o treinamento da árvore de decisão permitiu 

realizar um total de 7 classificações entre os anos de 2008 e 2009. 

4.1.1. Classificações 2009 

Devido à maior quantidade de dados coletados em campo no ano de 2009, as 

análises foram iniciadas por este ano, permitindo uma maior segurança nos 

testes. Além disso, os atributos foram sendo adicionados um a um, permitindo 

identificar a contribuição de cada variável na qualidade da árvore de decisão 

resultante.  

A Tabela 4.6 lista as classificações geradas para o ano de 2009, onde a 

primeira coluna apresenta um nome único dado a classificação para permitir 

uma maior clareza no texto. A segunda, terceira e quarta colunas apresentam 

os atributos utilizados como dados de entrada para o treinamento da árvore de 

decisão. 

Tabela 4.6 - Classificações geradas para o ano de 2009. 
Identificação Atributos da Classificação 
2009a Landsat-5  NDVI, NDWI, 

SAVI, MLME 
  

2009b Landsat-5 NDVI, NDWI, 
SAVI, MLME 

Textura  

2009c Landsat-5 NDVI, NDWI, 
SAVI, MLME 

 RADARSAT-
2/Ascendente 

 
4.1.1.1. Classificação da imagem Landsat-5 de 2009 

A classificação 2009a foi obtida através da árvore de decisão SimpleCart do 

sistema WEKA gerada a partir das seis bandas do sensor TM Landsat-5, das 



42 
 

três frações do MLME e dos índices de vegetação NDVI, NDWI e SAVI. A 

Tabela 4.7 lista os 12 atributos utilizados como dados de entrada no 

treinamento da árvore de decisão para classificação da imagem de 2009. 

Tabela 4.7 - Atributos de entrada na árvore de decisão da classificação 2009a. 
Atributos 
B1 - Landsat-5 
B2 - Landsat-5 
B3 - Landsat-5 
B4 - Landsat-5 
B5 - Landsat-5 
B7 - Landsat-5 
Fração solo do MLME 
Fração vegetação do MLME 
Fração água do MLME 
NDVI 
NDWI 
SAVI 

 

Nesta primeira classificação, foram determinadas, de acordo com os dados de 

campo as seguintes classes: (a) Área Agrícola, (b) Água, (c) Sombra de 

Nuvem, (d) Regeneração, (e) Pasto, (f) Nuvem, (g) Floresta Degradada, (h) 

Floresta e (i) Área Urbana. Para cada classe foram destinados 3.500 pixels, 

totalizando 31.500 pixels, sendo que 2/3 foram utilizados para treinamento da 

árvore de decisão e 1/3 para validação da classificação, conforme definição do 

método Holdout. 

A árvore de decisão gerada pelo software WEKA apresentou grande número 

de nós, totalizando 335 elementos. Desse montante, 168 eram folhas que 

representam uma determinada classe. Destaca-se que as classes se repetem 

nas folhas, pois podem existir diversas combinações de atributos que levam a 

uma mesma classe. Apesar de resultar em uma árvore de decisão extensa, o 

software mostrou-se rápido na criação dos limiares que determinam as regras 

para a separação das classes, com um tempo gasto para a geração desta 

árvore de decisão na ordem de 19,55s. 

Para validação da classificação, foram utilizadas 10.710 amostras. Deste valor, 

8.695 pixels, aproximadamente 81,2%, foram classificados corretamente e 

2.015 pixels, aproximadamente 18,8%, foram classificados incorretamente pela 
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árvore de decisão. Os valores corretamente classificados estão posicionados 

na diagonal principal da Tabela 4.8 e estão destacados pela cor cinza. Os 

valores que estão fora da diagonal são os pixels que foram classificados 

incorretamente, estando destacados os valores mais significativos. 

Tabela 4.8 - Matriz de confusão da classificação 2009a. 
  Imagem Referência 

 
 Área 

Agrícola Água 
Sombra 

de 
Nuvem 

Regene-
ração Pasto Nuvem 

Floresta 
Degra-
dada 

Floresta Área 
Urbana 

Im
ag

em
 C

la
ss

ifi
ca

da
 

Área 
Agrícola 1.143 0 0 26 12 4 1 1 22 

Água 0 1.201 0 0 0 0 0 0 0 

Sombra de 
Nuvem 0 0 1.130 0 0 0 1 0 2 

Regene-
ração 3 0 0 768 152 0 209 78 2 

Pasto 13 0 0 175 925 0 36 12 9 

Nuvem 7 0 0 0 1 1.181 0 0 3 

Floresta 
Degradada 1 0 0 235 33 0 469 443 3 

Floresta 0 0 2 81 0 0 345 785 0 

Área 
Urbana 71 0 0 2 19 4 0 0 1.093 

 

Os maiores erros de classificação ocorreram entre as classes de Floresta 

Degradada e Floresta, Floresta Degradada e Regeneração e entre Pasto e 

Regeneração. Estas falhas podem estar associadas ao comportamento 

espectral muito próximo entre cada um desses pares de classes, tornando 

difícil a separação através da árvore de decisão. As classes Sombra de Nuvem 

e Nuvem foram bem classificadas, pois poucos pixels foram incorretamente 

classificados. Para a classe Água, não ocorreu nenhum erro de classificação, 

sendo que a facilidade na classificação da classe água por ser associada ao 

comportamento espectral bastante distinto em relação aos demais alvos da 

superfície terrestre em análise. 

O índice SAVI é o atributo que aparece na raiz da árvore de decisão. A partir 

deste atributo foi possível separar a classe água das demais classes, como 

ilustrado na Figura 4.22. Nesta situação, todos os pixels que tiverem o valor do 

índice SAVI menor que 3, foram classificados como Água. 
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A Figura 4.23 apresenta o resultado final da classificação através da árvore de 

decisão gerada pelo sistema WEKA, e a Figura 4.24 apresenta com maiores 

detalhes a classificação da área da Comunidade São Jorge localizada na 

FLONA do Tapajós. 

 

 

 

 

 

Figura 4.22 - Primeiro atributo usado na árvore de decisão da classificação 2009a. 

Figura 4.23 - Resultado da classificação 2009a. 
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4.1.1.2. Classificação da imagem Landsat-5 e dos atributos de textura 
de 2009 

A classificação 2009b foi obtida através da adição dos atributos de textura, 

obtidos da imagem Landsat-5 de 2009 aos dados da classificação 2009a 

descrita na Tabela 4.7. Os dados de textura foram extraídos através do 

software ENVI 4.7 e após testes com diferentes tamanhos de janela de filtros, o 

tamanho do filtro escolhido foi de 5x5. Este filtro permitiu extrair as informações 

de textura da imagem sem que ocorressem muitas degradações nas bordas 

dos alvos em estudo.  

Foi utilizado o filtro de ocorrência pelo sistema ENVI 4.7.  Esse tipo de filtro é 

baseado nas medidas de ocorrência, utilizando no seu cálculo o número dos 

níveis de cinza que estão dentro da janela de processamento. Foram extraídas 

Figura 4.24 - Detalhes da classificação 2009a da Comunidade São Jorge. 
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5 informações de textura de cada atributo, sendo elas: (1) alcance, (2) média, 

(3) variância, (4) entropia e (5) assimetria. 

Para essa classificação, foram utilizadas as mesmas amostras de pixels e as 

mesmas classes determinadas na classificação 2009a. A Tabela 4.9 lista os 17 

atributos utilizados como dados de entrada na árvore de decisão para 

classificação da imagem. 

Tabela 4.9 - Atributos de entrada na árvore de decisão da classificação 2009b. 
Atributos 
B1 - Landsat-5 
B2 - Landsat-5 
B3 - Landsat-5 
B4 - Landsat-5 
B5 - Landsat-5 
B7 - Landsat-5 
Fração solo do MLME 
Fração vegetação do MLME 
Fração água do MLME 
NDVI 
NDWI 
SAVI 
Alcance de cada banda 
Média de cada banda 
Variância de cada banda 
Entropia de cada banda 
Assimetria de cada banda 

 
A árvore de decisão gerada pelo algoritmo SimpleCart do aplicativo WEKA 

manteve-se relativamente grande, totalizando 371 nós. Deste valor, 186 são 

nós folhas, que estão associadas a uma determinada classe.  

A adição da informação de textura resultou no aumento do tempo gasto para a 

criação da árvore de decisão, passando de 19,55s da classificação 2009a para 

111,93s nessa nova classificação 2009b. O aumento no tempo de construção 

da árvore de decisão pode ser explicado pelo maior número de atributos 

utilizados na classificação.  

Para a validação da classificação, foram utilizadas novamente 10.710 

amostras, deste valor, 9.917 amostras de pixels, aproximadamente 92,6%, 

foram corretamente classificadas e 793 pixels, aproximadamente 7,4% foram 

classificados incorretamente pela árvore de decisão. Os valores dos pixels 

corretamente classificados estão posicionados na diagonal principal da Tabela 
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4.10 e estão destacados pela cor cinza. Os valores que estão fora da diagonal 

principal, são os pixels que foram classificados incorretamente, estando 

destacados os valores mais significativos na cor azul.  

Tabela 4.10 - Matriz de confusão da segunda classificação. 
  Imagem Referência  

  Regenera-
ção Pasto Floresta 

Degradada Floresta Área 
Agrícola Nuvem Sombra de 

Nuvem Água Área 
Urbana 

Im
ag

em
 C

la
ss

ifi
ca

da
 

Regeneração 949 104 153 1 2 0 0 0 0 

Pasto 134 1.031 24 2 9 0 0 0 1 

Floresta 
Degradada 126 21 914 77 1 0 0 0 1 

Floresta 17 0 53 1142 0 0 0 0 0 

Área Agrícola 14 15 1 0 1.119 0 0 0 21 

Nuvem 0 0 0 0 0 1.192 0 0 0 

Sombra de 
Nuvem 0 0 0 1 0 0 1.183 0 0 

Água 0 0 2 0 0 0 2 1.211 0 

Área Urbana 0 0 0 0 13 0 0 0 1.176 

 
Os maiores erros de classificação ocorreram entre as classes de Regeneração 

e Floresta Degradada, Regeneração e Pasto e entre Floresta e Floresta 

Degradada. A classe Água manteve-se com uma boa classificação, pois 

novamente não ocorreu nenhum erro de classificação. Além disso, a adição 

das informações de textura ocasionou uma melhora na classificação dos pixels 

da classe Nuvem, não apresentando erro de classificação.  

 

A média extraída através do filtro de textura do índice SAVI, é o atributo que 

aparece na raiz da árvore de decisão. A partir deste atributo, foi possível 

separar a classe Nuvem das demais classes, como ilustrado na Figura 4.25. 

Nesta primeira regra, todos os pixels que tiverem a média do índice SAVI maior 

ou igual a 48,5, são classificados como Nuvem. 

 
Figura 4.25 - Primeiro atributo usado na árvore de decisão da classificação 2009b. 
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O índice Kappa apresentou um aumento, pois passou de 0,7883 da 

classificação 2009a para 0,9167,com a adição das informações de textura. 

Porém, a classificação final não ficou visualmente nítida, pois foram perdidas 

as informações de borda dos objetos e seus limites foram degradados. Essas 

perdas ocorreram principalmente nas áreas das classes de Áreas Agrícolas e 

de Áreas Urbanas, acarretando em perdas dos limites e a informação exata do 

tamanho dessas áreas. Nas áreas da classe Floresta, a perda de informação 

das bordas não acarreta em problemas visuais, devido a sua grande extensão. 

A Figura 4.26 apresenta o resultado final da classificação 2009b e a Figura 

4.27 apresenta com maiores detalhes a classificação da área da FLONA do 

Tapajós onde localiza-se a Comunidade São Jorge.  

 

 

 

 

Figura 4.26 - Resultados da classificação 2009b.  
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4.1.1.3. Classificação das imagens Landsat-5 e RADARSAT-2 de 2009 

A terceira classificação, 2009c, foi obtida através da adição das imagens 

intensidade, as diferenças de fase e das 3 componentes de espalhamento Pv, 

Pd e Ps, extraídas a partir da imagem RADARSAT-2 aos dados da classificação 

2009a. A classificação 2009c ficou reduzida a região onde está localizada a 

Comunidade São Jorge, pois as imagens RADARSAT-2 cobrem apenas essa 

porção da FLONA do Tapajós. Além da diminuição da área de estudo, também 

foram reduzidas as classes de estudo, pois as amostras para treinamento e 

validação da árvore de decisão ficaram restritas às classes que estão na região 

da Comunidade São Jorge.  

Foram testados alguns filtros que estão disponíveis no aplicativo ENVI 4.7 com 

diferentes tamanhos de janela para reduzir o ruído speckle dos produtos da 

imagem RADARSAT-2. Os filtros testados foram: Lee, Enhanced Lee, Frost, 

Enhanced Frost e Gamma. O filtro escolhido para ser utilizado nesse trabalho 

Figura 4.27 - Detalhes da classificação 2009b da Comunidade São Jorge. 
Os círculos na cor preta mostram algumas áreas que 
perderam informações de borda. 
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foi o filtro Gamma com uma janela de tamanho 7x7, pois apresentou melhor 

resultado visual das imagens intensidade, das diferenças de fase e das 3 

componentes de espalhamento Pv, Pd e Ps.  

Nessa terceira classificação, foram determinadas, de acordo com os dados de 

campo adquiridos na Comunidade São Jorge, as seguintes classes: (a) Área 

Agrícola, (b) Água, (c) Pasto, (d) Regeneração, (e) Floresta e (f) Floresta 

Degradada. Para as classes Área Agrícola, Floresta, Regeneração e Pasto, 

estavam disponíveis 5.000 pixels, enquanto que para a classe Floresta 

Degradada foram usados 2.695 pixels e para a classe Água foram utilizados 

345 pixels, totalizando 23.040 pixels. 

A Tabela 4.11 lista os 31 atributos utilizados como dados de entrada no 

treinamento da árvore de decisão na classificação 2009c. 

Tabela 4.11 - Atributos de entrada na árvore de decisão da classificação 2009c. 
Atributos 
B1 - Landsat-5 
B2 - Landsat-5 
B3 - Landsat-5 
B4 - Landsat-5 
B5 - Landsat-5 
B7 - Landsat-5 
Fração solo do MLME 
Fração vegetação do MLME 
Fração água do MLME 
NDVI 
NDWI 
SAVI 
Imagem C11 
Imagem C12 
Imagem C13 
Imagem C14 
Imagem C21 
Imagem C22 
Imagem C23 
Imagem C24 
Imagem C31 
Imagem C32 
Imagem C33 
Imagem C34 
Imagem C41 
Imagem C42 
Imagem C43 

(Continua) 
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Tabela 4.11 - Conclusão 
Atributos 

Imagem C44 
Volumétrico 
Double-bounce 
Superficial 
 

 

A árvore de decisão obtida pelo sistema WEKA apresentou um tamanho menor 

quando comparado com a classificação 2009a, passando de 335 para 219 nós. 

Deste montante, 110 eram nós folhas.  

O software mostrou-se rápido na criação dos limiares que determinaram as 

regras de separação das classes, pois o tempo gasto para a geração da árvore 

de decisão foi de 34,42s. Apesar do tempo gasto para a geração da árvore de 

decisão dessa classificação ser maior do que o da classificação 2009a, a 

adição dos dados RADARSAT-2 possibilitou uma redução no tamanho da 

árvore de decisão para a classificação dos pixels.  

Para validação da classificação, foram utilizadas 7.834 amostras de pixels, 

deste total, 6.446 pixels, aproximadamente 82,3%, foram classificadas 

corretamente e 1.388 pixels, aproximadamente 17,71% foram classificados 

incorretamente pela árvore de decisão. Os valores corretamente classificados 

estão posicionados na diagonal principal da Tabela 4.12 e estão destacados 

pela cor cinza. Os valores que estão fora da diagonal são os pixels que foram 

classificados incorretamente, estando destacados os valores mais significativos 

na cor azul. 

Tabela 4.12 - Matriz de confusão da classificação 2009c. 
  Imagem Referência 
  Área 

Agrícola Floresta Regeneração Pasto Água Floresta 
Degradada 

Im
ag

em
 

C
la

ss
ifi

ca
da

 

Área Agrícola 1.672 0 0 58 0 0 

Floresta 0 1.500 52 0 0 154 

Regeneração 2 48 1.296 213 0 80 

Pasto 21 0 108 1.591 0 2 

Água 0 7 1 0 108 1 
Floresta 

Degradada 0 497 140 2 0 279 
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Os maiores erros de classificação ocorreram entre as classes de Floresta e 

Floresta Degradada e entre as classes de Regeneração e Pasto. Outro 

importante resultado encontrado nessa classificação foi que, apesar da adição 

de dados da imagem RADARSAT-2, a árvore de decisão não foi capaz de 

classificar corretamente as áreas encobertas por nuvens.  Além desses 

resultados, pode-se analisar que os dados obtidos da imagem RADARSAT-2 

foram pouco utilizados nos nós da árvore de decisão para a separação e 

classificação dos pixels. Caso opte-se por aumentar a uso dos atributos SAR, 

seria necessária uma interferência do usuário na árvore de decisão. 

Os atributos que representam, respectivamente, a fração-solo do MLME e o 

índice NDVI foram os dois primeiros atributos utilizados para separar a classe 

Área Agrícola das demais classes, como ilustra a Figura 4.28. Neste caso, os 

pixels que tiveram valores da imagem-fração solo maior ou igual a 155,5 e o 

índice NDVI menor que 54,5, são classificados como Área Agrícola. 

 
Figura 4.28 - Os dois primeiros atributos usados na árvore de decisão da classificação 

2009c. 

O valor obtido para o Kappa foi de 0,7764 para essa classificação. Com a 

adição dos produtos obtidos pela imagem RADARSAT-2, o valor do índice 

Kappa apresentou uma redução pouco significativa quando comprado ao índice 

Kappa da classificação 2009a (0,7883).  

A Figura 4.29 apresenta o resultado final da classificação 2009c obtido através 

da árvore de decisão gerada pelo sistema WEKA, e a Figura 4.30 apresenta 

com maiores detalhes os erros de classificação das áreas encobertas por 

nuvens. 
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Figura 4.29 - Resultado da classificação 2009c. 

Figura 4.30 - Detalhes dos erros de classificação (círculos pretos) das áreas 

encobertas por nuvens da classificação 2009c. 
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4.2. Classificação com dados de 2008 

A partir das experiências obtidas com os experimentos realizados para os 

dados do ano de 2009, foram definidos, a partir de combinações dos 

parâmetros de entrada, dois testes com os dados do ano de 2008. 

A Tabela 4.13 lista as classificações geradas para o ano de 2008, onde 

primeira a coluna apresenta um nome único dado a classificação para permitir 

uma maior clareza no texto. A segunda, terceira e quarta colunas apresentam 

os atributos utilizados como dados de entrada para o treinamento da árvore de 

decisão. 

Tabela 4.13 - Classificações geradas para o ano de 2008. 

 

4.2.1. Classificação da imagem Landsat-5 e RADARSAT-2/Descendente de 
2008 

A quarta classificação 2008a foi obtida através do algoritmo SimpleCart da 

árvore de decisão gerada pelo aplicativo WEKA,  partir das seis bandas do 

sensor Landsat-5, das três frações do MLME, dos índices de vegetação, dos 

dados das imagens intensidade, das diferenças de fase e das 3 componentes 

de espalhamento Pv, Pd e Ps, extraídas a partir da imagem RADARSAT-2 do 

ano de 2008. Nessa classificação a área de estudo e o número de amostras 

também ficaram reduzidas a região onde está localizada a Comunidade São 

Jorge, pois as imagens RADARSAT-2 cobrem apenas essa porção da FLONA 

do Tapajós.  

Assim como na classificação 2009c, foi utilizado o filtro Gamma com uma 

janela de tamanho 7x7 para reduzir os efeitos do ruído speckle das imagens 

intensidade, das diferenças de fase e das 3 componentes de espalhamento Pv, 

Pd e Ps.  

Identificação Atributos da Classificação 
2008a Landsat-5 NDVI, NDWI, 

SAVI, MLME 
 RADARSAT-

2/Descendente 
2008b Landsat-5 NDVI, NDWI, 

SAVI, MLME 
 RADARSAT-

2/Ascendente 
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Nessa quarta classificação, foram determinadas de acordo com os dados de 

campo realizado no ano de 2008, as seguintes classes: (a) Área Agrícola, (b) 

Água, (c) Pasto, (d) Regeneração, (e) Floresta e (f) Floresta Secundária. Para 

as classes Área Agrícola, Floresta, Floresta Secundária e Pasto estavam 

disponíveis 5.000 pixels, enquanto que para a classe Regeneração foram 

utilizados 1.329 pixels e para a classe Água foram usados 359 pixels. Nessa 

classificação não foi possível determinar a classe Floresta Degradada, como 

nas classificações 2009a, 2009b e 2009c, pois o número de amostras dessa 

classe não era suficiente para o uso do método Holdout. Foi adicionada a 

classe Floresta Secundária à 2008a, devido ao grande número de amostras 

dessa classe coletadas no ano de 2008.  

A Tabela 4.14 lista os 31 atributos utilizados como dados de entrada para o 

treinamento da árvore de decisão na classificação 2008a.  

Tabela 4.14 - Atributos de entrada no treinamento da árvore de decisão da 
classificação 2008a. 

Atributos 
B1 - Landsat-5 
B2 - Landsat-5 
B3 - Landsat-5 
B4 - Landsat-5 
B5 - Landsat-5 
B7 - Landsat-5 
Fração solo do MLME 
Fração vegetação do MLME 
Fração água do MLME 
NDVI 
NDWI 
SAVI 
Imagem C11 
Imagem C12 
Imagem C13 
Imagem C14 
Imagem C21 
Imagem C22 
Imagem C23 
Imagem C24 
Imagem C31 
Imagem C32 
Imagem C33 
Imagem C34 
Imagem C41 

(Continua) 
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Tabela 4.14 – Conclusão 
Atributos 

Imagem C42 
Imagem C43 
Imagem C44 
Volumétrico 
Double-bounce 
Superficial 

 

A árvore de decisão gerada pelo aplicativo WEKA apresentou um tamanho 

menor quando comparado com a árvore de decisão gerada na classificação 

2009c, que utilizou os mesmos tipos de atributos como dados de entrada para 

o treinamento da árvore de decisão. A quantidade total de nós na classificação 

2009c foi de 219 e para essa classificação 2008a foi 193, sendo que 97 desses 

elementos eram nós folha. O software mostrou-se rápido na criação dos 

limiares que determinam as regras para a separação das classes, pois o tempo 

gasto para a geração da árvore de decisão foi de 28,93s.  

Para a validação da árvore de decisão gerada pelo sistema WEKA, foram 

utilizadas 7.374 amostras, deste valor, 6.294 pixels, aproximadamente 85,4%, 

foram classificadas corretamente e 1.080 pixels, aproximadamente 14,6%, 

foram classificados incorretamente. Os valores corretamente classificados 

estão posicionados na diagonal principal da Tabela 4.15 e estão destacados 

pela cor cinza. Os valores que estão fora da diagonal são os pixels que foram 

classificados incorretamente, estando destacados os valores mais significativos 

na cor azul. 

Tabela 4.15 - Matriz de confusão da classificação 2008a. 
  Imagem Referência 

  Floresta Pasto Floresta 
Secundária 

Área 
Agrícola Regeneração Água 

Im
ag

em
 C

la
ss

ifi
ca

da
 

Floresta 1.367 1 275 0 32 1 

Pasto 17 1.597 19 20 58 1 

Floresta 
Secundária 299 29 1.351 0 52 0 

Área Agrícola 0 26 1 1.655 2 0 

Regeneração 28 88 129 2 193 0 

Água 0 0 0 0 0 131 
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Os maiores erros de classificação ocorreram entre as classes Floresta e 

Floresta Secundária, Floresta Secundária e Regeneração e entre as classes de 

Pasto e Regeneração. Outro importante erro de classificação encontrado foi a 

falta de capacidade de classificar corretamente as áreas encobertas por 

nuvens.  

Os atributos que representam, respectivamente, a banda 2 do sensor TM 

Landsat-5, o índice NDVI, a banda 5 do sensor TM Landsat-5 e a fração-solo 

do MLME, foram os quatro primeiros atributos utilizados para separar a classe 

Água das demais classes, como ilustrado na Figura 4.31. Neste caso, os pixels 

que tiveram valores da banda 2 menor ou igual a 17,5, o índice NDVI menor ou 

igual 63,5, a banda 5 menor ou igual a 48,5 e valores da imagem-fração menor 

ou igual a 71,5, são classificados como Água. 

 

Figura 4.31 - Atributos usados para a separação da classe Água da classificação 
2008a. 

 
O valor obtido do índice Kappa foi de 0,8125 para essa classificação. O valor 

do índice Kappa da classificação 2009c (0,7764), que utilizou os mesmos tipos 

de atributos como dados de entrada na árvore de decisão, ficou próximo do 

índice dessa classificação. 

A Figura 4.32 apresenta o resultado final da classificação 2008a obtido através 

da árvore de decisão gerada pelo sistema WEKA, e a Figura 4.33 apresenta 
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com maiores detalhes os erros de classificação das áreas encobertas por 

nuvens. 

Figura 4.32 - Resultado da classificação 2008a. 
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Figura 4.33 - Detalhes dos erros (círculo preto) de classificação das áreas encobertas 

por nuvens na classificação 2008a. 

 

4.2.2. Classificação da imagem Landsat-5 e RADARSAT-2/Ascendente do 
ano de 2008 

Foi realizada uma classificação baseada na classificação 2008a, porém usando 

os dados das imagens intensidade, das diferenças de fase e das 3 

componentes de espalhamento Pv, Pd e Ps, extraídas a partir de uma imagem 

RADARSAT-2 de órbita ascendente.Essa classificação é denominada 2008b. 

O pixel da imagem RADARSAT-2 foi degradado para ficar do mesmo tamanho 

do pixel da imagem Landsat-5, com isso, o pixel final ficou com resolução 

espacial de 30x30m.  

A classificação 2008b foi obtida através da integração das seis bandas do 

sensor TM Landsat-5, das três frações do MLME, dos índices de vegetação, 

dos dados das imagens intensidade, das diferenças de fase e das 3 

componentes de espalhamento Pv, Pd e Ps, extraídas a partir da imagem 

RADARSAT-2 do ano de 2008 ascendente.  
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Nessa classificação, foram determinadas, de acordo com os dados de campo, 

as seguintes classes: (a) Área Agrícola, (b) Água, (c) Pasto, (d) Regeneração, 

(e) Floresta e (f) Floresta Secundária. Para as classes Área Agrícola, Floresta, 

Floresta Secundária e Pasto estavam disponíveis 5.000 pixels, enquanto que 

para a classe regeneração foram utilizados 1.155 pixels e para a classe Água 

foram usados 286 pixels.  

A Tabela 4.16 lista os atributos utilizados como dados de entrada para o 

treinamento para a árvore de decisão na classificação 2008b.  

Tabela 4.16 - Atributos de entrada no treinamento da arvore de decisão da 
classificação 2008b 

Atributos 
B1 - Landsat-5 
B2 - Landsat-5 
B3 - Landsat-5 
B4 - Landsat-5 
B5 - Landsat-5 
B7 - Landsat-5 
Fração solo do MLME 
Fração vegetação do MLME 
Fração água do MLME 
NDVI 
NDWI 
SAVI 
Imagem C11 
Imagem C12 
Imagem C13 
Imagem C14 
Imagem C21 
Imagem C22 
Imagem C23 
Imagem C24 
Imagem C31 
Imagem C32 
Imagem C33 
Imagem C34 
Imagem C41 
Imagem C42 
Imagem C43 
Imagem C44 
Volumétrico 
Double-bounce 
Superficial 
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A árvore de decisão gerada pelo sistema WEKA teve um aumento da 

quantidade de nós em relação à árvore da classificação 2008a, totalizando 219 

nós, sendo que 110 foram de nós folhas.  O processamento dos dados para a 

criação dos limiares que determinam as regras para a separação das classes 

foi de 31,29s.  

Para validação da árvore de decisão foram utilizadas 7.290 amostras de pixels, 

deste valor, 6.085 pixels, aproximadamente 83,5%, foram classificadas 

corretamente e 1.205 pixels, aproximadamente 16,5% foram classificados 

incorretamente pela árvore de decisão. Os valores corretamente classificados 

estão posicionados na diagonal principal da Tabela 4.17 e estão destacados 

pela cor cinza. Os valores que estão fora da diagonal são os pixels que foram 

classificados incorretamente, estando destacados os valores mais significativos 

na cor azul. 

Tabela 4.17 - Matriz de confusão da classificação 2008b. 
 

 

 

 

 

 

 

 

Os maiores de erros de classificação dos pixels ocorreram entre as áreas de 

Floresta e Floresta Secundária, Floresta Secundária e Regeneração e entre a 

classe Pasto e Regeneração. 

Os atributos que representam, respectivamente, a banda 2 do sensor TM 

Landsat-5, o índice NDVI e a fração-solo do MLME. Esses atributos foram 

utilizados para separar a classe água das demais classes, conforme ilustrado 

na Figura 4.34. Neste caso, os pixels que tiverem valores da banda 2 maior ou 

igual a 17,5, o índice NDVI menor ou igual 61,5 e a imagem-fração solo menor 

do que 82.5, são classificados como Água. 

    Imagem 
Referência    

  Floresta Pasto Floresta 
Secundária 

Área 
Agrícola Regeneração Água 

Im
ag

em
 C

la
ss

ifi
ca

da
 

Floresta 1.338 2 304 0 8 0 

Pasto 9 1.666 27 21 46 0 

Floresta 
Secundária 378 22 1.263 2 34 0 

Área Agrícola 0 65 1 1.617 2 0 

Regeneração 27 101 150 1 109 0 

Água 2 2 1 0 0 92 
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Figura 4.34 - Atributos usados para a separação da classe Água da classificação 

2008b. 

O valor obtido do índice Kappa foi de 0,7865. Comparando o valor do índice 

Kappa da classificação 2008a (0,8125) com o valor obtido nessa classificação, 

nota-se que não ocorreu uma diferença significativa entre as classificações. A 

Figura 4.35 apresenta o resultado final da classificação 2008b obtido através 

da árvore de decisão gerada pelo sistema WEKA, e a Figura 4.36 apresenta 

com maiores detalhes a classificação das áreas de floresta encobertas por 

nuvens. 
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Figura 4.35 - Resultado da classificação 2008b. 

 
Figura 4.36 - Detalhes dos erros (círculo preto) da classificação de uma área 

encoberta por nuvens. 
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4.3. Classificação dos anos de 2008 e 2009 com todos os atributos 

A partir das experiências obtidas com as diversas combinações para as 

classificações da cobertura vegetal da FLONA do Tapajós nos de 2008 e 2009, 

foram definidas, duas classificações utilizando seis bandas do Landsat-5, 

imagens frações do MLME, índices de vegetação, dados obtidos a partir das 

imagens RADARSAT-2 e atributos de textura. 

A Tabela 4.18 lista as classificações geradas para o ano de 2008 e 2009, onde 

primeira coluna apresenta um nome único dado a classificação. A segunda, 

terceira e quarta colunas apresentam os atributos utilizados como dados de 

entrada para o treinamento da árvore de decisão. 

Tabela 4.18 - Classificações geradas para o ano de 2008 e 2009. 

 

Para essas duas classificações geradas, não foi possível obter o mapa com as 

classes de uso e cobertura da terra, pois as árvores de decisão geradas 

possuem números de nós superior ao limite que o sistema ENVI 4.7 suporta 

para execução. Por isso, serão apresentados apenas os resultados obtidos 

pelo aplicativo WEKA. 

4.3.1. Classificação da imagem do ano de 2008 com todos os atributos 

A classificação 2008c foi obtida através da integração das seis bandas do 

sensor TM Landsat-5, das três frações do MLME, dos índices de vegetação, 

dos atributos de textura, dos dados das imagens intensidade, das diferenças de 

fase e das 3 componentes de espalhamento Pv, Pd e Ps, extraídas a partir da 

imagem RADARSAT-2 ascendente.  

Nessa classificação, foram determinadas, de acordo com os dados de campo, 

as seguintes classes: (a) Área Agrícola, (b) Água, (c) Pasto, (d) Regeneração, 

(e) Floresta e (f) Floresta Secundária. Para as classes Floresta, Floresta 

Identificação Atributos da Classificação 
2008c Landsat-5 NDVI, NDWI, 

SAVI, MLME 
Textura RADARSAT-

2/Descendente 
2009d Landsat-5 NDVI, NDWI, 

SAVI, MLME 
Textura RADARSAT-

2/Ascendente 
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Secundária e Pasto estavam disponíveis 5.000 pixels, enquanto que para a 

classe Área Agrícola foram usados 4.073 pixels, para a classe Regeneração 

foram utilizados 1.238 pixels e para a classe Água foram usados 355 pixels.  

A Tabela 4.19 lista os atributos utilizados como dados de entrada para o 

treinamento para a árvore de decisão na classificação 2008c. 

A árvore de decisão gerada pelo sistema WEKA apresentou um grande número 

de nós, totalizando 377 nós, sendo que 189 foram de nós folhas. O tempo de 

processamento dos dados para a criação dos limiares que determinam as 

regras para a separação das classes foi de 120,24s. O aumento do tempo 

gasto para a geração da árvore de decisão e no seu tamanho podem ser 

explicados pela grande quantidade de atributos utilizados como dados de 

entrada na árvore de decisão.  

Tabela 4.19 - Atributos de entrada no treinamento da arvore de decisão da 
classificação 2008c 

Atributos 
B1 - Landsat-5 
B2 - Landsat-5 
B3 - Landsat-5 
B4 - Landsat-5 
B5 - Landsat-5 
B7 - Landsat-5 
Fração solo do MLME 
Fração vegetação do MLME 
Fração água do MLME 
NDVI 
NDWI 
SAVI 
Imagem C11 
Imagem C12 
Imagem C13 
Imagem C14 
Imagem C21 
Imagem C22 
Imagem C23 
Imagem C24 
Imagem C31 
Imagem C32 
Imagem C33 
Imagem C34 
Imagem C41 

(Continua) 
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Tabela 4.19 - Conclusão 
Atributos 
Imagem C42 
Imagem C43 
Imagem C44 
Volumétrico 
Double-bounce 
Superficial 
Alcance de cada banda 
Média de cada banda 
Variância de cada banda 
Entropia de cada banda 
Assimetria de cada banda 

 

Para a validação da árvore de decisão foram utilizadas 7.026 amostras de 

pixels, deste valor, 6.622 pixels, aproximadamente 94,2%, foram classificadas 

corretamente e 404 pixels, aproximadamente 5,8% foram classificados 

incorretamente pela árvore de decisão. Os valores corretamente classificados 

estão posicionados na diagonal principal da Tabela 4.20 e estão destacados 

pela cor cinza. Os valores que estão fora da diagonal são os pixels que foram 

classificados incorretamente, estando destacados os valores mais significativos 

na cor azul. 

Tabela 4.20 - Matriz de confusão da classificação 2008c 

 

Os maiores erros de classificação dos pixels ocorreram entre as classes de 

Floresta e Floresta Secundária e entre Pasto e Regeneração.  

Os atributos que representam, respectivamente, a média da banda 3 do sensor 

TM Landsat-5, a média do índice NDVI e a média da fração-solo do MLME. 

  Imagem Referência 

  Floresta Pasto Floresta 
Secundária 

Área 
Agrícola Regeneração Água 

Im
ag

em
 C

la
ss

ifi
ca

da
 

Floresta 1.576 0 97 0 5 0 

Pasto 0 1.647 15 10 21 0 

Floresta 
Secundária 71 15 1.551 0 58 2 

Área 
Agrícola 0 10 0 1.417 0 1 

Regeneração 8 30 54 2 324 0 

Água 0 2 3 0 0 107 
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Esses atributos foram utilizados para separar a classe Água das demais 

classes, conforme ilustrado na Figura 4.37. Neste caso, os pixels que tiverem 

valores de média da banda 3 maior ou igual a 16,5, a média do índice NDVI 

menor que 62,86 e a média da fração-solo do MLME menor que 90,5, são 

classificados como Água. 

 

Figura 4.37 - Atributos usados para a separação da classe Água da classificação 

2008c. 

 

O valor obtido do índice Kappa foi de 0,9264. Este valor do índice Kappa 

mostra que a classificação da imagem foi excelente, pois os erros de 

classificação dos pixels foram muito baixos. 

4.3.2. Classificação da imagem do ano de 2009 com todos os atributos 

A classificação 2009d foi obtida através da integração das seis bandas do 

sensor TM Landsat-5, das três frações do MLME, dos índices de vegetação, 

dos atributos de textura, dos dados das imagens intensidades, das diferenças 

de fase e das 3 componentes de espalhamento Pv, Pd e Ps, extraídas a partir 

da imagem RADARSAT-2 ascendente.  

Nessa classificação, foram determinadas, de acordo com os dados de campo, 

as seguintes classes: (a) Nuvem, (b) Área Agrícola, (c) Floresta, (d) 

Regeneração, (e) Pasto, (f) Água, (g) Floresta Degradada e (h) Sombra de 

Nuvem. Para as classes Floresta, regeneração e pasto estavam disponíveis 
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5.000 pixels, enquanto que para a classe floresta degradada foram usados 

2.665 pixels, para a classe sombra de nuvem foram utilizados 1.250 pixels, 

para a classe nuvem foram usados 512 pixels e para a classe Água utilizados 

340 pixels.  

A Tabela 4.21 lista os atributos utilizados como dados de entrada para o 

treinamento para a árvore de decisão na classificação 2009b. 

A árvore de decisão gerada pelo sistema WEKA apresentou um número grande 

de nós, totalizando 599 nós, sendo que 300 foram de nós folhas. O tempo de 

processamento dos dados para a criação dos limiares que determinam as 

regras para a separação das classes foi de 212,72s. O aumento do tempo 

gasto para a geração da árvore de decisão e no seu tamanho podem ser 

explicados pela grande quantidade de atributos utilizados como dados de 

entrada na árvore de decisão. 

Tabela 4.21 - Atributos de entrada no treinamento da arvore de decisão da 
classificação 2009d.  

Atributos 
B1 - Landsat-5 
B2 - Landsat-5 
B3 - Landsat-5 
B4 - Landsat-5 
B5 - Landsat-5 
B7 - Landsat-5 
Fração solo do MLME 
Fração vegetação do MLME 
Fração água do MLME 
NDVI 
NDWI 
SAVI 
Imagem C11 
Imagem C12 
Imagem C13 
Imagem C14 
Imagem C21 
Imagem C22 
Imagem C23 
Imagem C24 
Imagem C31 
Imagem C32 
Imagem C33 

(Continua) 
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Tabela 4.21 - Conclusão 
Atributos 

Imagem C34 
Imagem C41 
Imagem C42 
Imagem C43 
Imagem C44 
Volumétrico 
Double-bounce 
Superficial 
Alcance de cada banda 
Média de cada banda 
Variância de cada banda 
Entropia de cada banda 
Assimetria de cada banda 

 

Para a validação da árvore de decisão foram utilizadas 7.877 amostras de 

pixels, deste valor, 7.272 pixels, aproximadamente 92,3%, foram classificadas 

corretamente e 605 pixels, aproximadamente 7,7% foram classificados 

incorretamente pela árvore de decisão. Os valores corretamente classificados 

estão posicionados na diagonal principal da Tabela 4.22 e estão destacados 

pela cor cinza. Os valores que estão fora da diagonal são os pixels que foram 

classificados incorretamente, estando destacados os valores mais significativos 

na cor azul. 

Tabela 4.22 - Matriz de confusão da classificação 2008c. 
  Imagem Referência 

  Nuvem Área 
Agrícola Floresta Regene-

ração Pasto Água Floresta 
Degradada 

Sombra de 
Nuvem 

Im
ag

em
 C

la
ss

ifi
ca

da
 

Nuvem 156 1 0 0 1 0 0 0 

Área 
Agrícola 0 1.197 0 0 7 0 0 0 

Floresta 0 0 1.548 6 0 0 162 0 

Regeneração 0 0 6 1.559 83 0 25 0 

Pasto 0 7 0 88 1.582 2 2 3 

Água 0 0 1 2 0 98 2 9 

Floresta 
Degradada 0 0 153 36 1 0 726 0 

Sombra de 
Nuvem 0 0 0 0 0 7 1 406 
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Os maiores erros de classificação dos pixels ocorreram entre as áreas de 

Floresta e Floresta degradada, Regeneração e Pasto e entre Floresta 

degradada e Regeneração.  

Os atributos que representam, respectivamente, a média banda 5 do sensor 

TM Landsat-5, a média do índice NDVI, a banda 1 do sensor TM Landsat-5 e a 

média da imagem-fração água do MLME. Esses atributos foram utilizados para 

separar a classe água das demais classes, conforme ilustrado na Figura 4.38. 

Neste caso, os pixels que tiverem valores da média banda 5 maior ou igual a 

28,18, a média do índice NDVI menor que 79,94, a  banda 1 menor do que 41,0 

e a média da imagem-fração água menor que 144,24, são classificados como 

Água. 

O valor obtido do índice Kappa foi de 0,9065. Este valor do índice Kappa 

também mostra que a classificação da imagem foi excelente, pois os erros de 

classificação dos pixels foram muito baixos. 

 

 

Figura 4.38 - Atributos usados para a classificação 2009d. 

A Tabela 4.23 lista uma comparação entre o índice Kappa, os valores dos pixels 

que foram classificados corretamente, os pixels que foram incorretamente 
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classificados e o tempo gasto para a geração da árvore de decisão de cada 

classificação testa nesse trabalho. 

Tabela 4.23 - Resumo dos resultados das classificações. 

Classificação Índice 
Kappa 

Porcentagem 
de Pixels 

corretamente 
Classificados 

Porcentagem de 
Pixels 

incorretamente 
Classificados 

Tempo para 
criação da Árvore 

de Decisão 

2009a 0,7883 81,2% 18,8% 19,55s 
2009b 0,9167 92,6% 7,4% 111,93 s 
2009c 0,7764 82,3% 17,71 34,42 s 
2008a 0,8125 85,4% 14,6% 28,93 s 
2008b 0,7865 83,5% 16,5% 31,92 s 
2008c 0,9264 94,2% 5,8% 120,24 s 
2009d 0,9065 92,3% 7,7% 212,72 s 
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5 CONCLUSÕES E RECOMENDAÇÕES 

Os resultados obtidos nesse trabalho permitiram avaliar a eficiência do uso de 

árvore de decisão, uma técnica de mineração de dados, e a integração de 

dados multisensores, no mapeamento da cobertura florestal tropical da região 

da FLONA do Tapajós. 

Dentro dos objetivos propostos, a árvore de decisão alcançou resultados 

satisfatórios na classificação da cobertura florestal da FLONA do Tapajós. As 

diversas classificações testadas e avaliadas geraram classificações com 

valores do índice Kappa variando entre Muito boa a Excelente de acordo com 

cada tipo de atributo utilizado como dado de entrada para o treinamento da 

árvore de decisão. 

As classificações apresentaram confusões na separação das classes da 

cobertura florestal, principalmente entre as classes de floresta, floresta 

degradada, floresta secundária e regeneração. Essas confusões ocorreram 

devido ao comportamento espectral desses alvos serem muito próximos, 

dificultando a criação de limiares de separação dessas classes. Para diminuir 

esses erros, sugere-se o uso de dados com melhores resoluções espaciais, 

pois poderiam facilitar a separação das áreas de cobertura floresta da FLONA 

do Tapajós. Além disso, a utilização de outros atributos a partir dos dados SAR, 

como por exemplo, índices de vegetação, outros tipos de decomposições 

poderiam contribuir com uma melhora na classificação. 

Nas classificações que integraram os dados ópticos provenientes do satélite 

Landsat-5 e do RADARDAT-2 como dados de entrada no treinamento da 

árvore de decisão, poucas vezes foram utilizadas as informações SAR nos 

seus nós. Sendo que, a maioria dos nós eram determinados por informações 

do satélite Landsat-5 e de produtos obtidos a partir desse tipo de dado, como 

as imagens-fração adquiridas do MLME e dos índices de vegetação NDVI, 

NDWI e SAVI. Para uma maior utilização dos dados SAR nos nós da árvore de 

decisão, sugere-se a utilização de árvore de decisão que permitam a 

interferência do usuário (operador) na determinação das regras de separação 

das classes da árvore de decisão. 
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As áreas que estavam encobertas por nuvens não foram corretamente 

classificadas pela árvore de decisão. As nuvens foram, na maioria das vezes, 

classificadas como áreas agrícolas e as sombras das nuvens foram 

classificadas como água. Devido à falta de capacidade da árvore de decisão 

classificar essas áreas, sem a utilização de amostras de treinamento das 

classes encobertas por nuvens, recomenda-se coletar amostras de pixels 

dessas regiões e utilizar como dados de entrada no treinamento da árvore de 

decisão. 

O uso da técnica de árvore de decisão apresentou-se computacionalmente 

eficiente e rápido. Apesar das árvores de decisão geradas apresentarem um 

grande número de nós, o tempo de processamento foi pequeno.  

Por fim, destaca-se que a utilização do aplicativo WEKA, um sistema livre e de 

código fonte aberto, permitiu alterar suas configurações e adaptá-lo as 

necessidades exigidas pelo tipo de dados utilizados nesse trabalho. 
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