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Abstract: Neste trabalho, a identificação de sistemas
dinâmicos não lineares é analisada. Diversos métodos
de identificação são colocados num arcabouço comum
e avaliados no escopo de um problema inverso. Essa
abordagem permite identificar um problema fundamen-
tal com os métodos mais usados e apontar uma posśıvel
solução. Essas idéias são ilustradas através um exemplo
numérico.
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1. INTRODUÇÃO

Os modelos matemáticos são uma das mais impor-
tantes ferramentas das ciências exatas. Eles permitem
que se realizem diversas análises quantitativas dos sis-
temas que eles representam, como observar o compor-
tamento no caso de uma variação paramétrica ou até
mesmo prever comportamentos futuros. Outra grande
utilidade dos modelos é que eles viabilizam a simulação
dos mesmos sistemas, sob as mais diversas condições de-
sejadas.

Essas utilidades fazem dos modelos matemáticos uma
ferramenta tecnológica importante e muitas vezes essen-
cial em várias atividades. Numa indústria, por exemplo,
podem-se usar modelos para auxiliar o projeto de con-
troladores automáticos e assim automatizar processos.
Outro exemplo é o de uma usina hidrelétrica que, para
ser constrúıda, precisa, entre outras coisas, de um mo-
delo de vazão para o rio onde será instalada.

Uma das principais dificuldades da análise de siste-
mas baseada em modelos é a obtenção dos últimos, tam-
bém chamada modelagem. Há duas formas de se obter
um modelo. Na primeira, chamada modelagem por pri-
meiros prinćıpios ou pela f́ısica do processo [16], divide-
se o sistema em estudo em subsistemas cujos modelos
são conhecidos e constrói-se o modelo global a partir
das interrelações dos subsistemas. Essa abordagem tem
a vantagem de gerar modelos gerais, que são válidos para
toda uma classe de sistemas. No entanto, ela requer o
conhecimento dos mecanismos intŕınsecos por trás do
sistema. Um exemplo é o modelo para um circuito elé-
trico obtido a partir das leis de Kirchoff e das caracteŕıs-
ticas dos componentes. Quando o conhecimento sobre

esses mecanismos não está dispońıvel ou essa abordagem
leva a modelos excessivamente complexos, emprega-se a
segunda forma de modelagem: a emṕırica. Nesta abor-
dagem, os modelos são obtidos a partir de dados cole-
tados no sistema sob estudo. Os modelos assim obtidos
são válidos apenas para o sistema do qual os dados foram
coletados, porém nenhum conhecimento a priori sobre
o sistema é necessário.

A identificação de sistemas é a área do conhecimento
que trata da modelagem de sistemas dinâmicos a partir
de dados experimentais [1, 11, 13, 18]. Embora varia-
dos, os diversos métodos de identificação possuem uma
estrutura comum, que pode ser descrita de uma forma
unificada, pelo menos no que tange aos métodos mais
usados.

O objetivo deste artigo é descrever essa estrutura co-
mum e apontar seus principais problemas, bem como
indicar posśıveis soluções. De particular interesse nesse
sentido é a formulação do problema de identificação
como um problema inverso.

Quanto à organização do artigo, inicialmente a estru-
tura básica dos métodos mais usados de identificação é
apresentada na Seção 2. A seguir, a Seção 3 descreve a
identificação de sistemas como um problema inverso. Os
problemas do método tradicional de identificação e pos-
śıveis soluções são mostrados na Seção 4 e, finalmente,
a Seção 5 conclui o trabalho.

2. PROCEDIMENTO DE IDENTIFICAÇÃO

A identificação de sistemas consiste no procedimento
que permite obter, a partir de dados experimentais, mo-
delos matemáticos para sistemas quaisquer [18]. O pro-
duto da identificação é, pois, um modelo matemático
que representa (bem ou mal) algumas caracteŕısticas de
um determinado sistema [1, 16].

Existem diversos procedimentos dispońıveis para um
eventual usuário que queira identificar um modelo a par-
tir de dados coletados. Apesar dessa multiplicidade, os
métodos mais usados partilham a mesma essência e po-
dem ser apresentados em uma forma geral comum.

Nesta Seção, esta forma geral é apresentada, com o
objetivo mostrar o mecanismo de identificação e, prin-
cipalmente, apontar os problemas que esses métodos de
identificação compartilham. O tipo de modelo abordado



aqui é o de tempo discreto e não linear.
O processo de identificação pode ser dividido em 5

etapas principais [1]:

1. coleta de dados;

2. escolha da representação matemática a ser usada;

3. determinação da estrutura do modelo;

4. estimação de parâmetros;

5. validação do modelo.

A coleta de dados constitui o ponto de partida do
processo de identificação. Esses dados são grandezas
que devem ser amostradas no sistema sob estudo e que
quantificam caracteŕısticas de interesse do mesmo.

Quanto a forma de obtenção dos dados, diversas si-
tuações podem acontecer, dependendo do controle que o
usuário de identificação tenha sobre o processo de coleta
de dados. Num extremo, o usuário pode projetar com-
pletamente o ensaio de coleta de dados, determinando
questões como formas de onda das entradas e peŕıodo
de amostragem adequado. No outro extremo, o usuário
pode ter que partir apenas dos dados, sobre os quais
ele não teve nenhuma influência no processo de obten-
ção, como acontece com freqüência na análise de séries
temporais.

A importância da coleta de dados reside no fato de
que toda a informação que o método de identificação
precisa sobre o sistema deve estar nos dados1. Em ou-
tras palavras, se não houver informação sobre uma de-
terminada caracteŕıstica do sistema nos dados, não há
como garantir que o modelo preserve essa caracteŕıstica.
Logo, o ensaio de coleta de dados deve procurar garan-
tir que haja informação suficiente sobre as caracteŕısti-
cas de interesse nos dados e que essa informação esteja
dispońıvel para o processo de identificação.

Um dos principais parâmetros da coleta de dados é
o tempo ou peŕıodo de amostragem Ts. Este deve ser
compat́ıvel com as escalas de tempo caracteŕısticas do
sistema. Um peŕıodo de amostragem grande demais não
será capaz de acomodar informação sobre os compor-
tamentos dinâmicos mais rápidos do sistema. Por ou-
tro lado, razões práticas como capacidade de armaze-
namento de dados e limitações do sistema de coleta de
dados impedem que se utilize tempos de amostragem ar-
bitrariamente curtos. Deve-se, portanto, empregar um
Ts intermediário. Maiores detalhes sobre como determi-
nar Ts podem ser obtidos em [10] e em [1].

Outro ponto muito importante para o ensaio de co-
leta de dados é o sinal de excitação ou de entrada. Nos
casos em que o sistema a ser identificado possui entra-
das, muitas vezes é posśıvel, e mesmo desejável, que si-
nais de excitação especialmente projetados para a iden-
tificação sejam utilizados. O objetivo é garantir que o
máximo de informação posśıvel sobre o sistema esteja

1Na verdade, existem outras formas de incluir informação sobre
um sistema no processo de identificação, além dos dados [2]. No
entanto, os dados são a principal fonte de informação.

presente nos dados a serem coletados. Na prática, na
identificação de sistemas não lineares, isso se traduz em
sinais de entrada de amplo espectro de freqüências e de
amplitudes variadas. Estratégias para a escolha de si-
nais de entrada podem ser vistas em [1].

Após a coleta dos dados, é posśıvel realizar um pré-
processamento nos mesmos antes da identificação. Um
pré-processamento muito comum consiste em realizar
uma reconstrução de espaço de estados, no qual, a partir
de séries temporais de baixa dimensão, geram-se séries
de dimensão mais alta. Dentre as diversas técnicas exis-
tentes para isso, a mais utilizada é a reconstrução por
coordenadas de atraso. Nela, parte-se de uma série tem-
poral y(k), sendo k = 1, 2, . . . , N os instantes discretos
de tempo, e geram-se vetores y(k) dados por

y(k) = [y(k), y(k − τ), . . . , y(k − (de − 1)τ)]T , (1)

sendo τ o atraso de reconstrução e de a dimensão do
espaço de reconstrução. Tal procedimento é muito im-
portante na identificação de sistemas de dimensão mais
alta do que a dos dados coletados.

A escolha da representação matemática é uma etapa
crucial. Essa escolha determina como serão as próximas
etapas. Nesse ponto, o usuário de identificação deve
optar entre diversas possibilidades. Por exemplo, ele
pode escolher entre modelos de tempo discreto ou de
tempo cont́ınuo e entre modelos lineares e não lineares,
entre muitas outras decisões.

Entre as representações para modelos dinâmicos não
lineares e de tempo discreto pode-se citar as redes MLP
(Multilayer Perceptron), [9], redes RBF’s (Radial Basis
Function), [7], lógica nebulosa, [19], modelos NARMAX
polinomiais, [14, 15], entre muitas outras.

As etapas de detecção de estrutura e estimação de
parâmetros, devido a sua importância, são descritas em
detalhe a seguir.

A validação é a etapa na qual a qualidade dos mo-
delos identificados é aferida. Nela são descartados os
modelos que não foram capazes de representar adequa-
damente as caracteŕısticas desejadas do sistema original.
É importante observar que a qualidade do modelo é um
conceito relativo, pois depende do objetivo para o qual o
modelo se destina. Assim, durante a identificação, deve-
se ter em mente o uso a que se destina o modelo [16].

Um emprego muito freqüente para os modelos é a
predição, ou seja, usar o modelo para saber como o sis-
tema se comportaria frente a determinadas condições.
Nesse caso, deseja-se que o modelo tenha um compor-
tamento temporal o mais próximo posśıvel daquele do
sistema original.

2.1. Determinação da estrutura e estimação
de parâmetros

Qualquer representação matemática útil para identi-
ficação de sistemas deve possuir uma flexibilidade que a
permita se moldar a um sistema qualquer. Num exem-
plo didático, seja o problema de se aproximar uma fun-
ção qualquer f : R → R por um polinômio p(x) =



∑n
i=0 aix

i. Para se determinar um polinômio, deve-se
escolher, ou ajustar, tanto o seu grau n, quanto os seus
coeficientes ai. Essas duas “escolhas” são distintas em
sua natureza.

A determinação do grau n deve ser feita num espaço
discreto. Não existem polinômios de grau fracionário. A
escolha do grau está relacionada com a flexibilidade do
polinômio. Quanto maior o grau, maior a flexibilidade.
Também, o grau determina o número de coeficientes que
precisarão ser ajustados.

Já o ajuste dos coeficientes é uma busca num espaço
cont́ınuo. É ajustando ou estimando os coeficientes que
o polinômio genérico p(x) toma uma forma espećıfica e
pode ser usado no lugar da função que ele aproxima.

A escolha do grau na aproximação polinomial é o aná-
logo da escolha da estrutura para a identificação de siste-
mas. Esta última é feita num espaço discreto e influencia
a flexibilidade dos modelos a serem gerados. Essa esco-
lha dependente da representação utilizada. O ajuste dos
coeficientes na aproximação polinomial é o análogo da
estimação de parâmetros na identificação. Esta é uma
busca num espaço cont́ınuo e é responsável por colocar
o modelo numa forma espećıfica capaz de representar o
sistema.

A escolha da estrutura e a estimação de parâmetros
são o cerne das técnicas de identificação, pois são esses
procedimentos que geram os modelos para os sistemas.

Um modelo não linear dinâmico de tempo discreto
pode ser descrito por

y(k) = f (y(k − 1), u(k − 1)) , (2)

sendo y(k) ∈ Rq o vetor de estados no instante de tempo
discreto k, u(k) ∈ Rm o vetor de entradas no instante
k e f : Rn×Rm → Rq uma função não linear qualquer.
Os vetores y(k) e u(k) podem representar tanto veto-
res observáveis no sistema, quanto vetores de um espaço
vetorial reconstrúıdo, vide equação (1). A equação (2)
permite obter, a partir do conhecimento do estado e
das entradas no instante k − 1, o estado no instante
k. Ou seja, o modelo permite avançar no tempo o co-
nhecimento do estado. Repetindo-se o processo para o
instante k + 1, usando o valor de y(k) obtido no passo
anterior, pode-se conhecer o valor de y(k + 1). Assim,
por iteração, é posśıvel obter a evolução temporal dos
estados. A equação (2) é, junto com o processo de itera-
ção, um modelo não linear de tempo discreto para um
sistema dinâmico.

Na identificação de sistemas, escolhe-se para f(·) uma
representação paramétrica qualquer, como por exemplo
as já citadas redes perceptron multicamadas. Nessa re-
presentação, f(·) toma uma forma que depende de uma
estrutura s ∈ S e de um vetor de parâmetros θ ∈ Rp(s),
sendo S o conjunto de todas as estruturas posśıveis. O
número de parâmetros p depende da estrutura escolhida,
enquanto o significado da estrutura e dos parâmetros de-
pende da representação.

Por exemplo, seja o caso de um modelo com q = 1 e
sem entradas. Uma posśıvel representação para f(·) é a

polinomial. Nesse caso, a estrutura s seria um conjunto
de termos de um polinômio, e S o conjunto de todos os
conjuntos de termos posśıveis. O vetor de parâmetros
seria formado então pelos coeficientes desses termos.

Se se emprega o perceptron multicamadas como re-
presentação, o conjunto S é o conjunto de todas as to-
pologias de redes com uma entrada e uma sáıda. Uma
estrutura particular s para o modelo é uma topologia
espećıfica, determinando quantas camadas escondidas,
quantos neurônios em cada camada e quais as ligações
entre eles. O vetor de parâmetros é o conjunto de todos
os pesos e termos de polarização (bias).

Assim, escolher a estrutura é escolher um s particular
de S e estimar os parâmetros é tomar um vetor parti-
cular θ. Ambas ações devem ter por objetivo gerar um
modelo que capture as caracteŕısticas desejadas de um
determinado sistema. Para isso lança-se mão dos dados
coletados.

O procedimento adotado na maior parte das técnicas
de identificação de sistemas é o de se definir uma função
custo que dependa do modelo e dos dados e de se utilizar
algum método de otimização.

Normalmente, a função de custo empregada em iden-
tificação é definida sobre o erro de predição de um passo
à frente

ξ(k) = y(k)− f (y(k − 1), u(k − 1), s, θ) , (3)

sendo que a dependência de f(·) com relação a estrutura
s e ao vetor de parâmetros θ foi tornada expĺıcita. De
agora em diante, supõe-se que y(k) e u(k), para k =
1, 2, . . . , N são formados pelos dados coletados, sejam
vetores observados diretamente, sejam vetores oriundos
de algum procedimento de reconstrução de espaço de
estados.

A função de custo normalmente utilizada é o soma-
tório dos erros quadráticos

J =
N∑

k=1

||ξ(k)||22 . (4)

Essa função depende da estrutura s e do vetor de
parâmetros θ, bem como dos dados coletados. Dessa
forma, os problemas de detecção de estrutura e estima-
ção de parâmetros se resumem em escolher s e θ de modo
que J seja mı́nimo. Esses problemas são normalmente
resolvidos separadamente, escolhendo-se primeiro uma
estrutura e depois estimando os parâmetros.

Existem técnicas automáticas de detecção de estru-
tura para diversas representações, como modelos NAR-
MAX polinomiais [6], racionais [5, 8], redes neurais [17],
entre outras. Tais técnicas permitem escolher a estru-
tura de um modelo baseada nos dados de identifica-
ção. No entanto, elas apenas se aproximam da estru-
tura ideal. Encontrar a estrutura ótima é, em geral, um
problema muito dif́ıcil.

Uma estrutura pode também ser escolhida de forma
arbitrária. Dessa forma, espera-se que apenas a estima-
ção de parâmetros seja suficiente para gerar um modelo
adequado.



Uma vez obtida a estrutura, seja arbitrariamente ou
utilizando algum critério, utiliza-se alguma técnica de
otimização para estimar os parâmetros. Dependendo da
representação escolhida, o erro de predição um passo à
frente pode ser linear ou não linear nos parâmetros. No
primeiro caso, a função custo é convexa em θ e o pro-
blema de otimização é mais simples de se resolver do que
quando o erro de predição é não linear nos parâmetros.
Neste último caso, há a possibilidade de existência de
mı́nimos locais.

O método aqui apresentado é a forma usual de se fa-
zer identificação de sistemas. Essa formulação tem pro-
blemas intŕınsecos que dificultam a obtenção de bons
modelos, principalmente para sistemas não lineares. A
seguir, os principais problemas dessa abordagem são ex-
plorados. Mas, antes, é importante formular a identifi-
cação de sistemas como um problema inverso.

3. IDENTIFICAÇÃO DE SISTEMAS COMO
UM PROBLEMA INVERSO

A identificação de sistemas, ou mais precisamente,
as etapas de detecção de estrutura e estimação de parâ-
metros, consiste em gerar modelos a partir de compor-
tamentos temporais conhecidos de sistemas dinâmicos.
Esse é o problema inverso ao de se determinar, a partir
do conhecimento do modelo, o comportamento temporal
do mesmo.

Um problema inverso pode ser visto como o problema
de se determinar as causas a partir de seus efeitos, en-
quanto o problema direto seria determinar os efeitos a
partir do conhecimento das suas causas [4]. Matemati-
camente, sejam W e Z espaços normados e K : W → Z
uma função. O problema direto é, dado as causas
w ∈ W , determinar os seus efeitos z ∈ Z corresponden-
tes tal que z = K(w). O problema inverso é, a partir de
um dado efeito z ∈ Z encontrar suas causas w ∈ W tal
que K(w) = z.

No caso da identificação de sistemas, w representa
o modelo, ou, mais especificamente, uma estrutura s
particular junto com um vetor de parâmetros θ espećı-
fico, supondo uma representação já escolhida, enquanto
z representa o conjunto de dados e K é a função que
toma essa estrutura e parâmetros como entrada e gera
a evolução temporal do modelo. A Figura 1 ilustra esse
problema direto. O modelo, na Figura, é um mecanismo
que produz o próximo estado a partir das entradas e do
estado atual. Esse mecanismo depende de uma estru-
tura particular e de um vetor de parâmetros. O modelo
é então usado em um processo iterativo que produz a
evolução temporal. Na identificação de sistemas, a es-
trutura s e o vetor de parâmetros θ são as causas (w) do
problema direto, enquanto a evolução temporal repre-
senta os efeitos (z) e está associada aos dados coletados
no sistema a ser identificado.

O procedimento de identificação é o problema inverso
de, a partir dos dados, obter a estrutura s e os parâme-
tros θ. É importante notar que existe, no problema
direto, um processo de iteração que deve ser levado em

Tabela 1 – Causas e efeitos do PDC e do PDR

PDC PDR

Causas (x) Estrutura (s) Estrutura (s)
Parâmetros (θ) Parâmetros (θ)
Condição inicial Estado atual (y(k − 1))

u(k), ∀k Entrada atual (u(k − 1))

Efeitos y(k), ∀k Próximo estado (y(k))

conta no momento de se atacar o problema inverso. Um
modelo, tal qual o descrito na equação (2), apenas rela-
ciona o próximo estado com o estado atual e as posśıveis
entradas. Para que esse modelo seja capaz de gerar si-
nais que evoluem no tempo, é necessário empregar o
processo de iteração.

Um modelo da forma (2) representa um outro pro-
blema direto, no qual as causas são o estado atual, as
entradas, a estrutura e os parâmetros. O efeito é o pró-
ximo estado. Esse outro problema direto é referido, da-
qui por diante, por Problema Direto Reduzido, ou PDR.
A sua contra-partida, o problema direto de, a partir da
estrutura e dos parâmetros, determinar toda a evolução
temporal, é referido como Problema Direto Completo, ou
PDC. Os problemas inversos associados são chamados
Problema Inverso Reduzido, ou PIR, e Problema Inverso
Completo, ou PIC, respectivamente. As caracteŕısticas
do PDC e do PDR estão listadas na Tabela 1.

Um problema inverso pode ser resolvido como um
problema de otimização. Seja a função de custo dada
por

Jpi(w) = ||z −K(w)|| , (5)

sendo || · || uma norma em Z. Pode-se definir como
solução do problema inverso o w∗ para o qual Jpi(w)
seja mı́nimo.

4. PROBLEMAS DA IDENTIFICAÇÃO DE
SISTEMAS TRADICIONAL

As técnicas de identificação de sistemas, em geral,
recaem em um problema de otimização. É posśıvel su-
por, então, que tais técnicas estão, implicitamente, re-
solvendo um problema inverso, embora sem postulá-lo.
Observando a definição do erro de predição um passo à
frente (3) e a função de custo J (4), nota-se que, em-
bora J dependa de s e de θ, não há referência a nenhum
processo de iteração. Em outras palavras, a função de
custo J depende do modelo que fornece o próximo es-
tado a partir do atual, mas não depende do processo que
usa esse modelo para gerar a evolução temporal carac-
teŕıstica dos sistemas dinâmicos.

O resultado disso é que o problema inverso que as téc-
nicas apresentadas na Seção 2 resolvem não é aquele de
determinar qual modelo que gerou os dados coletados,
pois elas não fazem referência ao processo iterativo. O
problema que elas na verdade tratam é determinar qual
modelo (estrutura e parâmetros) retorna o próximo es-
tado a partir do estado atual e entradas contidos nos
dados. Em resumo, elas resolvem o PIR ao invés do
PIC, ou seja, elas resolvem o problema errado.
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Figura 1 – Problema direto na identificação de sistemas. As causas são associadas à estrutura e aos parâmetros
do modelo. Os efeitos são a evolução temporal do sistema, ou seja, os dados.

Embora a diferença entre o PIC e o PIR possa pare-
cer sutil a prinćıpio, ela pode comprometer seriamente o
desempenho da identificação, pois a solução para o PIR
não é, necessariamente, uma boa solução para o PIC,
principalmente quando se trata de identificar modelos
para sistemas não lineares. Por exemplo, um modelo
solução para o PIR (um preditor um passo à frente para
os dados) pode, quando colocado em um regime itera-
tivo, apresentar um comportamento dinâmico comple-
tamente diferente daquele presente nos dados, podendo
ser até mesmo instável. Tal modelo dificilmente poderia
ser considerado como uma solução adequada para o PIC.
Essa situação ocorre com freqüência na identificação de
sistemas não lineares[3, 10].

Um exemplo simples pode ilustrar esse problema. Su-
ponha que o sistema a ser identificado é dado pela equa-
ção loǵıstica, um clássico exemplo de sistema caótico
discreto

y(k) = λy(k − 1) [1− y(k − 1)] , (6)

sendo λ o seu parâmetro. O valor de λ determina o
comportamento temporal do sistema.

O sistema da equação loǵıstica foi simulado com
λ = 3, 97 gerando 500 pontos. A estes, foi adicionado
rúıdo gaussiano i.i.d. com desvio padrão de 0,02. A
identificação foi então conduzida empregando uma re-
presentação polinomial de grau 2 e um modelo de pri-
meira ordem, ou seja, a função f(·) em (2) foi tomada
como sendo um polinômio

f(y(k − 1)) = θ0 + θ1y(k − 1) + θ2y
2(k − 1) . (7)

Dessa forma, a estrutura foi fixada e possui um vetor
de três parâmetros θ = [θ0 θ1 θ2]T. Esses parâmetros
foram então estimados usando duas metodologias: a tra-
dicional, via minimização do erro de predição um passo à
frente (4), que resolve o PIR e uma que emprega a mini-
mização dos erros até n passos à frente, que se aproxima
de resolver o PIC. O erro de predição n passos à frente
é dado por

ξn(k) = y(k + n)− f [n] (y(k)) , (8)

Tabela 2 – Parâmetros estimados e expoente de Lya-
punov dos modelos obtidos usando diferentes estra-
tégias e do sistema original.

θ0 θ1 θ2 Expo. de

Lyapunov

Sistema 0 3,97 -3,97 0,59116
Tradicional 1, 44× 10−2 3,8760 -3,8662 0,51312
Mı́nimo J2 −9, 70× 10−3 4,0046 -3,9839 0,60886
Mı́nimo J3 9, 83× 10−4 3,9694 -3,9698 0,59432
Mı́nimo J4 3, 84× 10−3 3,9627 -3,9692 0,59998
Mı́nimo J5 1, 58× 10−3 3,9682 -3,9669 0,60437
Mı́nimo J6 1, 33× 10−3 3,9670 -3,9641 0,59289
Mı́nimo J7 −3, 00× 10−3 3,9811 -3,9725 0,60558
Mı́nimo J8 −1, 53× 10−3 3,9772 -3,9671 0,60022
Mı́nimo J9 4, 77× 10−4 3,9720 -3,9668 0,60466
Mı́nimo J10 −1, 93× 10−3 3,9803 -3,9739 0,61156

sendo f [n](·) = f(f [n−1](·)), com f [1](·) = f(·), a n-
ésima iteração de f(·). A função de custo adotada é o
somatório dos erros até o passo n [12]

Jn =
N∑

k=1

n∑

i=1

||ξi(k)||22 . (9)

Se n = N , ou seja, o erro envolver todos os dados cole-
tados, a função de custo (9) está associada ao PIC. Na
prática, n ¿ N , mas qualquer n > 1 deveria ser melhor
do que o erro de predição um passo à frente.

Como estratégias alternativas à identificação tradi-
cional, foram estimados modelos minimizando Ji para
i = 2, . . . , 10. Os modelos obtidos foram então simu-
lados. Os parâmetros estimados usando a estratégia
convencional (erro um passo á frente) e as funções de
custo (9) são mostrados na Tabela 2, juntamente com
os parâmetros do sistema original.

Pode-se notar que todas as estratégias alternativas
apresentam coeficientes mais próximos do sistema ori-
ginal que os do método convencional, sendo o modelo
de mı́nimo J3 o que mais se aproxima do sistema. No
entanto, mais importante que os valores dos parâmetros



em si é o comportamento temporal do modelo identifi-
cado. Para mensurar esse comportamento temporal, fo-
ram computados os expoentes de Lyapunov do sistema
original e dos modelos identificados. Os resultados tam-
bém se encontram na Tabela 2.

O melhor modelo identificado, segundo o critério do
expoente de Lyapunov, é aquele que minimiza J6, en-
quanto o modelo de “melhores” coeficientes é o de mı́-
nimo J3. Isso é uma indicação de que, sob o ponto de
vista dinâmico, os coeficientes em si talvez não sejam
tão importantes. Outro ponto interessante é que to-
dos os modelos que minimizam de J2 a J10 possuem os
expoentes de Lyapunov mais próximos dos do sistema
original.
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5. CONCLUSÃO

Neste artigo, a estrutura básica dos métodos de iden-
tificação de sistemas tradicionais é apresentada. O pro-
blema da identificação de sistemas é formulado explici-
tamente como um problema inverso. Tal problema in-
verso consiste na determinação da estrutura e dos pa-
râmetros de um modelo a partir de dados da evolução
temporal de um sistema. Observa-se que as técnicas
tradicionais de identificação não atacam esse problema,
chamado aqui de Problema Inverso Completo, ou PIC,
mas sim resolvem um problema diferente, o Problema
Inverso Reduzido, ou PIR. Este eqúıvoco causa uma pi-
ora no desempenho dos modelos identificados, que pode
ser revertida com uma alteração da estratégia, levando
em conta o PIC.
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