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“A vida será mais complicada se você possuir uma curiosidade ativa,
além de aumentarem as chances de você entrar em apuros, mas será

mais divertida”.

Edward Speyer
em “Seis Caminhos a Partir de Newton”, 1994
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RESUMO

Séries temporais talvez sejam o mais comum tipo de dado utilizado em vários aspec-
tos pelas pesquisas. São usadas na medicina, em finanças, indústria, em pesquisas
cient́ıficas e em muitas outras áreas. Instituições de pesquisas como universidades e
o próprio INPE estudam fenômenos naturais pertencentes ao escopo da meteorolo-
gia, que muitas vezes estão representados em bases de dados como séries temporais.
Verificar a qualidade dos dados coletados ajuda a garantir a qualidade de muitos
trabalhos e estudos que dependem dos dados. Este trabalho apresenta um estudo
de como o uso de ferramentas conhecidas em mineração de dados podem ser uti-
lizadas para agrupar e encontrar erros minuciosos em séries temporais. Utilizou-se
um estudo de caso realizado por uma equipe de pesquisa da Universidade de São
Paulo na Mata Atlântica. O objetivo é encontrar grupos e erros nas séries temporais
que possam indicar posśıveis falhas nos equipamentos utilizados durante a coleta
de informações na natureza. Foi posśıvel verificar que determinadas série temporais
foram consideradas distintas, mesmo sendo obtidas a partir do mesmo equipamento,
na mesma posição geografica. Também foi posśıvel encontrar pequenas falhas, rúıdos,
que provacam variações na classificação e agrupamento das séries.
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USE OF DATA MINING ALGORITHMS FOR CLUSTERING AND
FIND ERRORS IN TIME SERIES COLLECTED FROM

GEOSENSORS: A CASE STUDY IN THE ATLANTIC FOREST

ABSTRACT

Time series are perhaps the most common data type used in various aspects in re-
searches. They are used in medicine, finance, industry, scientific research and in many
other areas. Research institutions such as universities and the National Institute for
Space Research study natural phenomena pertaining to the scope of meteorology,
which are often represented in time series databases. To check the quality of data
collected helps to ensure the quality of many papers and studies that rely on data.
This work presents a study of how the use of knows data mining tools can be used
to group and find errors in time series. We used a case study conducted by a re-
search team from the University of São Paulo in the Atlantic forest. The goal is to
find groups in the time series and errors that may indicate possible failures in the
equipment used during the collection of information.
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2.3.2 Representação de Séries Temporais . . . . . . . . . . . . . . . . . . . . 18

2.3.2.1 DFT - Discrete Fourier Transform . . . . . . . . . . . . . . . . . . . 18

2.3.2.2 DWT - Discrete Wavelet Transform . . . . . . . . . . . . . . . . . . 19

2.3.2.3 PAA - Piecewise Aggregate Approximation . . . . . . . . . . . . . . 21

2.3.2.4 SAX - Symbolic Aggregate Approximation . . . . . . . . . . . . . . . 22

3 ORIGEM DOS DADOS . . . . . . . . . . . . . . . . . . . . . . . . 25

3.1 Atlantic Rainforest Sensor Networking Project . . . . . . . . . . . . . . . 25

3.2 Sensores e Dados Brutos . . . . . . . . . . . . . . . . . . . . . . . . . . . 25

4 EXPERIMENTOS E RESULTADOS . . . . . . . . . . . . . . . . 29

4.1 Agrupamentos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 29

4.1.1 Agrupamento Utilizando a Rede SOM . . . . . . . . . . . . . . . . . . 29

4.1.2 Agrupamento Utilizando o Hierarchical Clustering (HC) . . . . . . . . 31

4.2 Detecção de Falhas . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 34
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1 INTRODUÇÃO

Nos últimos anos a atenção com relação ao clima brasileiro aumentou devido a

problemas como secas, enchentes e deslizamentos de terra. O meio ambiente como

um todo se tornou foco importante na poĺıtica, agricultura, em pesquisas cient́ıficas,

economia e em decisões tomadas com relação a segurança.

Muitos estudos cient́ıficos que objetivam compreender e prever os fenômenos do meio

ambiente e suas influências no sistema climático, possuem como foco a interação

entre a atmosfera e a biosfera terrestre.

Monitorar fenômenos atmosféricos ainda é uma atividade de custo elevado. As estru-

turas de observação são caras e demandam por manutenção constante. Além disso,

as estruturas não podem ser implantadas em qualquer lugar ou de qualquer forma,

o que em muitas vezes torna inviável a cobertura adequada da área de estudo.

Existem também dificuldades com relação a resolução temporal com que é feita a co-

leta de informações; Se ela não for grande o suficiente a compreensão dos fenômenos

atmosféricos pode ficar comprometida.

O uso de novas tecnologias ganhou destaque como alternativa para solucionar as

dificuldades ao se realizar medições de fenômenos atmosféricos. Em especial, uma

tecnologia passou a ser usada por muitas pesquisas cient́ıficas: Redes de geossensores.

Geossensores são pequenos dispositivos eletromecânicos que podem medir caracteŕıs-

ticas ambientais como temperatura, pressão e umidade, por exemplo. Esses disposi-

tivos se comunicam uns com os outros através de uma conexão sem fio e formam uma

rede de sensores. Também são capazes de armazenar informações, efetuar pequenos

processamentos e distribúı-las.

As aplicações das redes de geossensores são muitas, desde detecção de catástrofes nat-

urais, coleta de dados para estudos retrospectivos e o estudo dos ecossistemas (XU,

2002). Também existem aplicações no estudo e preservação da vida animal senśıvel

à presença humana (MAINWARING et al., 2002).

As redes atualmente implantadas ainda são experimentais e possuem algumas

dezenas de nós, cuja instalação é feita manualmente. Uma das caracteŕısticas mais

importantes de redes de geossensores é que seus nós tem limitação de energia, ca-
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pacidade computacional e de memória. A limitação de energia é a mais cŕıtica, pois

com uma autonomia baixa é necessário descarregar as informações armazenadas nos

sensores em peŕıodos curtos.

Embora seja uma nova área de investigação, muito trabalho tem sido feito em re-

des de geossensores, principalmente com relação ao roteamento dos dados, que é a

forma como os dados são transportados ao longo da rede. No entanto, não existe

preocupação sobre como analisar a qualidade desses dados.

De modo geral as informações coletadas a partir de uma rede de geossensores são

armazenadas em uma base de dados na forma de séries temporais. Isso permite que

os dados sejam manipulados e analisados através de algoritmos de mineração de

dados.

Neste trabalho é apresentado como o uso de técnicas de mineração de dados, al-

goritmos de agrupamento, classificação e representação de séries temporais podem

avaliar a qualidade de dados coletados a partir de uma rede de geossensores.

Como estudo de caso foram utilizados dados de um projeto desenvolvido por

pesquisadores da Universidade de São Paulo - USP. Os dados são referentes a

medições realizadas na Mata Atlântica. Os principais objetivos deste trabalho são

a busca por grupos e detalhes internos à séries temporais que evidenciem falhas

não percebidas por pesquisadores. Isso é importante uma vez que a veracidade dos

resultados da pesquisa pode ser influenciada pela qualidade das medições.

Este trabalho está estruturado da seguinte maneira: O Caṕıtulo 2 apresenta os fun-

damentos téoricos utilizados. É descrito como realizar as principais medidas de dis-

similaridade entre séries temporais. Também descreve os algoritmos de agrupamento,

classificação e representação de séries temporais utilizados.

O Caṕıtulo 3 apresenta uma descrição sobre o projeto Atlantic Rainforest Sensor

Networking, utilizado como estudo de caso para este trabalho. Também é apresentada

uma breve descrição sobre os sensores utilizados e seus principais componentes.

No Caṕıtulo 4 são apresentados os resultados obtidos após se realizar os agrupamen-

tos e a busca por falhas. São descritos os procedimentos realizados e a aplicação dos

algoritmos. Os resultados de falhas são evidenciados com figuras.
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Por fim, o Caṕıtulo 5 dedica-se à apresentação das conclusões e considerações finais.

São apontadas as contribuições do trabalho e também sugestões para trabalhos fu-

turos.

1.1 Trabalhos Correlatos

Dentre os trabalhos realizados para busca de padrões, agrupamento de séries tem-

porais e busca por falhas podem ser apontados como exemplos os seguintes:

Em Keogh e Pazzani (a) é trabalhada uma forma de representação para séries tem-

porais que consiste em dividir uma série cont́ınua em segmentos lineares. O objetivo

da representação é possibilitar a avaliação visual de séries temporais extensas para

facilitar posśıveis análises visto que em muitas áreas, como a medicina, engenharia

e finanças, análise visual é importante.

Além de possibilitar a avaliação visual, outro objetivo importante do trabalho é expor

uma forma de representação que seja fiel ao máximo em relação as caracteŕısticas da

série temporal. Isso garante que resultados numéricos, como medidas de distâncias

e autocorrelação sejam mais precisas e corretas.

No trabalho apresentado em Keogh et al. (2000) é introduzida a técnica Piecewise

Aggregate Approximation (PAA) para redução de dimensionalidade de uma série

temporal. Além de apresentar e formalizar o procedimento para o PAA, o trabalho

também faz uma comparação com outras formas de representação como, a Discrete

Fourier Transform (DFT) e a Discrete Wavelet Transform (DWT).

A comparação apresentada é de grande importância pois mostrou que o PAA, em

conjunto com técnicas para medir distância entre séries temporais, obteve resultados

com qualidade igual ou superior em relação as outras representações. Esse fato é

importante uma vez que o PAA é de fácil assimilação e implementação se comparado

com representações como DFT e DWT.

Em Keogh et al. (2002) é apresentado um algoritmo, denominado de Tarzan, para

busca de padrões em séries temporais. O algoritmo Tarzan usa uma árvore de su-

fixos e modelos markovianos para encontrar uma frequência relativa entre posśıveis

padrões internos às séries temporais e assim poder predizê. Neste caso, para que seja

posśıvel o uso de árvores de sufixo é feita uma representação da série temporal em

uma cadeia de śımbolos.
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Com relação a representação de séries temporais se destaca o trabalho feito por Lin

et al. (2003). No trabalho é apresentada a técnica Symbolic Aggregate Approximation

(SAX) para representação de séries temporais em cadeias de śımbolos.

Os autores consideram SAX como primeira representação simbólica para uma série

temporal que permite a redução de dimensionalidade. Essa afirmação acontece

porque, para se obter a representação em SAX, primeiramente é preciso realizar

o procedimento para o PAA.

Com relação ao uso de geossensores, pode-se destacar os seguintes trabalhos:

Em Xu (2002) é feito um retrato sobre as aplicações posśıveis utilizando redes de

geossensores. São identificados os principais desafios ao se implantar uma rede de

sensores. Também são apresentadas aplicações como monitoramento ambiental, sis-

temas de observação climáticos e outras aplicações comerciais.

Já em Mainwaring et al. (2002) é fornecido um estudo aprofundado sobre a aplicação

de redes de sensores no monitoramento de habitat. É apresentado um conjunto de

requisitos e um sistema desenvolvidos para monitorar uma área experimental que

serve de morada para aves marinhas. No trabalho é detalhado também as especifi-

cações de hardware usadas no desenvolvimento dos sensores.

No trabalho desenvolvido por Reis (2005) são descritos conceitos e definições sobre

o que são geossensores e uma rede de geossensores. O trabalho apresenta formas de

análises estat́ısticas para avaliar os dados coletados. Também são discutidas técnicas

de mineração de dados e análises estat́ısticas espaciais.

Todos os trabalhos apresentados estão relacionados a pesquisas com sensores e mon-

itoramento ambiental, contudo o foco principal não está em avaliar a qualidade das

informações coletadas pelos sensores. Essa é a principal diferença entre o trabalho

apresentado nesta dissertação. O objetivo principal é encontrar grupos ou parâmet-

ros que apontam posśıveis falhas nos equipamentos e também ajudem na avaliação

da qualidade dos dados.
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2 FUNDAMENTOS TEÓRICOS

Neste Caṕıtulo são algoritmos de mineração de dados utilizados nesta dissertação.

São apresentados os principais conceitos e definições sobre as medidas de distân-

cia utilizadas em mineração de dados de séries temporais. O Capitulo finaliza com

conceitos sobre representação e redução de dimensionalidade de séries temporais.

2.1 Medidas de Distância

2.1.1 Distância Euclidiana

A distância euclidiana é uma das formas mais utilizadas para se calcular distância

entre dois pontos contidos sobre um plano bidimensional (BACKER, 1995). Sua fór-

mula simples fez com que ela fosse utilizada por diversos trabalhos publicados em

áreas variadas (GAUCH, 1982).

Considere dois conjuntos de pontos P = {p1, . . . , pn} e Q = {q1, . . . , qn}. Calcula-se

a distância euclidiana entre P e Q via:

d(P,Q) =

√√√√ n∑
i=1

(pi − qi)2 (2.1)

Deve-se considerar algumas propriedades para distâncias como:

a) Constância ou Auto-similaridade: a distância entre um ponto e ele

mesmo é zero. Logo

d(p, p) = 0

b) Simetria: a distância entre dois pontos é constante. Portanto

d(p, q) = d(q, p)

c) Desigualdade Triangular: Considerando três pontos p, q e w tem-se

d(p, q) ≤ d(p, w) + d(q, w)
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2.1.2 Matriz de Proximidade

A maioria dos algoritmos de agrupamento necessitam estimar um ı́ndice de afinidade,

associação ou proximidade entre os objetos que se deseja agrupar. Diante disso, uma

das formas de se calcular esse parâmetro é utilizar uma matriz de proximidade.

A matriz de proximidade D(i, j) reúne pares de ı́ndices de proximidade, onde cada

linha e coluna representam um objeto ou padrão a ser agrupado. Os ı́ndices con-

tidos na matriz podem ser tanto de similaridade quanto de dissimilaridade e uma

das formas de se medir dissimilaridade entre objetos é utilizar a distância euclidi-

ana (ANDERBERG, 1973).

Assim, considerando dois conjuntos de pontos P = {p1, . . . , pn} e Q = {q1, . . . , qn},
pode-se montar uma matriz de proximidade, utilizando a distância euclidiana, como:

D(P,Q) =


d(p1, q1) . . . d(p1, qn)

...
. . .

...

d(pn, q1) . . . d(pn, qn)


Neste caso d(pj, qj) é a distância euclidiana entre os pontos pj e qj e considera-se

que D(P,Q) é uma matriz quadrada, portanto P e Q tem a mesma dimensão.

2.1.3 DTW - Dynamic Time Warping

A técnica Dynamic Time Warping foi introduzida em meados da década de 80 por

Joseph Kruskal and Mark Liberman e ganhou destaque na comunidade que atua

em mineração de dados (KRUSKAL; LIBERMAN, 1983). Nos últimos anos tem sido

utilizada como métrica em vários trabalhos de classificação e agrupamentos de séries

temporais (KEOGH; PAZZANI, b).

DTW permite calcular a similaridade entre duas curvas dependentes do tempo, de

maneira mais precisa que a distância euclidiana, distorcendo o eixo do tempo no in-

tuito de encontrar as menores distâncias entre os pontos das curvas, veja Figura 2.1.

Em particular DTW é considerado como uma alternativa para debilidades encon-

tradas ao se usar a distância euclidiana (BERNDT; CLIFFORD, 1994).

Devido a flexibilidade do DTW é permitido que duas curvas similares, porém com
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Figura 2.1 - Alinhamento de duas sequências dependentes do tempo para o cálculo de
distância. Os pontos casados são indicado pelas retas.

diferentes comprimentos, se alinhem de maneira não linear e apesar de sua com-

plexidade temporal ser O(n2) é considerada a melhor solução para problemas em

mineração de dados relacionados a séries temporais sobre vários domı́nios como

bioinformática (AACH; CHURCH, 2001), medicina (CAIANI et al., 1998), engenharia e

entretenimento (ZHU; SHASHA, 2003).

Considerando duas curvas P = {p1, . . . , pn}, com n = 1, . . . , N e Q = {q1, . . . , qm},
com com m = 1, . . . ,M para comparar P e Q usando-se o DTW primeiramente deve-

se montar uma matriz de proximidade entre P e Q. Essa matriz de proximidade não

será necessariamente quadrada e terá a dimensão MxN .

O objetivo de se montar a matriz de proximidade é encontrar um vetor wk, com

k = 1, . . . , K que contenha os mı́nimos valores de distância entre todos os pontos

das curvas.

A Figura 2.2 mostra exemplos de como é a matriz de proximidade e o vetor wk.

Denomina-se wk como warping path. Uma vez que wk é obtido, pode-se então calcular

o valor para dissimilaridade entre as curvas como:

DPQ =

∑K
k=1wk
K

(2.2)

Quanto menor DPQ mais alto é a similaridade entre as curvas.
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Figura 2.2 - Exemplo da matriz de proximidade e warping path. Cada ponto do warping
path representa o menor valor de distância encontrado.

Fonte: Adaptado de (XI et al., 2006)

2.2 Algoritmos de Agrupamento e Classificação

2.2.1 k-Nearest Neighbors

O algoritmo kNN é um método simples e antigo para classificação de objetos (FIX;

HODGES, 1951). O kNN classifica objetos considerando uma semelhança, proximi-

dade ou a distância entre um objeto de teste e um grupo de treinamento (STEINBACH;

TAN, 2009).

Existem três parâmetros principais que devem ser utilizados pelo algoritmo kNN:

Um conjunto de objetos já rotulados, ou seja, um grupo conhecido de objetos, uma

métrica de similaridade para se obter a distância entre os objetos e o valor de k,

que corresponde ao número de vizinhos próximos considerados para o cálculo da

distância e classificação.

Para classificar um objeto desconhecido ou pode-se dizer também não rotulado,

calcula-se a distância entre esse objeto e outros objetos já conhecidos pertencentes

a dois ou mais grupos. Assim identifica-se os k-vizinhos mais próximos. O rótulo

desses k-vizinhos mais próximos é então usado para determinar a qual classe o
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Figura 2.3 - Classificação de objetos utilizando o kNN com k = 3. Cada cor representa uma
classe e os ćırculos marcados com um P representam objetos desconhecidos a
serem rotulados.

Fonte: Adaptado de (SANTOS, 2010)

objeto desconhecido pertence.

Um ponto importante a ser considerado é o valor escolhido para k. Se o valor de k

é pequeno demais, o resultado do algoritmo pode ficar senśıvel a outliers. Por outro

lado, se o valor de k for grande demais então a vizinhança pode incluir muitos pontos

pertencentes a classes distintas.

Considerando um conjunto de pontos N como sendo o conjunto de treinamento e

um objeto de teste p. O algoritmos calcula a distância d(N, p) entre todos os objetos

que pertencem a N para determinar uma lista de k-vizinhos mais próximos.

Uma vez determinados os vizinhos mais próximos, o objeto de teste é classificado

baseado na maioria das classes dos k-vizinhos mais próximos. A Figura 2.3 ilustra

como os k-vizinhos mais próximos são encontrados em um ambiente com três classes

e três objetos desconhecidos.

2.2.2 k-Médias

O algoritmo k-médias foi desenvolvido por McQueen (1967) e consiste em um pro-

cesso para particionar uma população de objetos em k grupos. É fácil de ser imple-

mentado e computacionalmente econômico (STEINBACH; TAN, 2009).
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Para McQueen (1967) umas das aplicações mais comuns do k-médias é a solução

de problemas de agrupamento. Do ponto de vista dos inventores o algoritmo não

consiste de uma técnica de agrupamento definitiva ou ótima, contudo é útil no aux́ılio

da compreensão qualitativa e quantitativa de grandes volumes de dados. Por isso, o

método deve ser usado em estreita interação entre teoria e intuição.

O algoritmo k-médias se auto-organiza para encontrar grupos. Considerando um

conjunto de objetos P = {p(1), . . . , p(N)} e K como sendo um vetor de médias e

contendo a quantidade de grupos a serem formados, K < N e K = {z(1), . . . , z(K)},
cada z(K) é um centro.

O procedimento inicia especificando-se o valor de K, então a cada objeto pertencente

a P é atribuido um rótulo em relação a média mais próxima, ou seja, em relação ao

centro z(K) mais próximo. A partir desse ponto têm-se os primeiros grupos formados,

a quantidade de grupos é igual a quantidade de elementos em K.

Calculam-se novas médias, ou seja, novos centros para cada grupo formado, con-

siderando as posições de cada elemento pertencente a cada grupo. O procedimento

finaliza quando a variação das médias é pequena.

Para verificar se a variação das médias é pequena utiliza-se um critério de parada.

Um valor que especifica a distância necessária entre as novas e anteriores médias para

que o algoritmo pare. A Figura 2.4 mostra um exemplo da aplicação do algoritmo

k-médias em um conjunto de dados, considerando K = 2.

Uma das formas de se estimar a eficiência do agrupamento é determinar o erro

médio quadrático para o particionamento encontrado. Considerando o conjunto P

particionado em K grupos {C1, C2 . . . , CK}, sendo que cada grupo CK tem um

determinado número pk de objetos associados a ele, então

K∑
k=1

pk = P

O vetor médio m(K), ou centro, do grupo CK é definido como o centróide do grupo

m(K) =

∑pk
i=1 pi

k

pk
(2.3)
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Figura 2.4 - Classificação de objetos utilizando o k-means com K = 2. Em (a) é mostrado
um conjunto total de dados ainda não classificados, representados pela cor
verde. O centros inicias são representados pelos śımbolos em azul e vermelho.
O algoritmo termina em (i), quando são formados dois grupos e percebe-se que
de (f) para (i) as mudanças na posição dos centros são menos significativas,
isso caracteriza o critério de parada.

Fonte: Adaptado de (ALPAYDIN, 2004)

onde pi
k é o i-ésimo objeto pertencente ao grupo CK . O erro quadrático ek

2 para o

grupo CK é a soma das distâncias entre cada objeto em CK e o centro m(K)

ek
2 =

pk∑
i=1

(pi
k −m(K))

T
(pi

k −m(K)) (2.4)

EK
2 =

K∑
k=1

ek
2 (2.5)
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o erro quadrático total EK
2 para o agrupamento é a soma de todos os ek

2.

2.2.3 HC - Hierarchical Clustering

Hierarchical Clustering consiste em uma sequência de grupos ou partições em que

cada grupo está aninhado dentro de outro grupo mais próximo(BACKER, 1995) .

Também pode ser entendido como o processo de transformar a matriz de proximidade

em uma sequência de partições aninhadas. O HC foi desenvolvido por King (1967) na

década de 60 e popularizado por Johnson (1967), quem formalizou seu procedimento.

É um método de apredizagem não supervisionada e pode ser aplicado para mineração

de dados, reconhecimento de padrões. Uma das vantagens de se usar o HC é que ele

oferece uma excelente visualização dos grupos formados (KEOGH; PAZZANI, a).

Outra vantagem desse algoritmo é sua generalidade, dado que para o algoritmo não

é necessário a entrada de parâmetros ou informar a quantidade de grupos a serem

formados.

A Figura 2.5 mostra um dendograma, uma das formas mais usadas para visualizar

o resultado de um agrupamento feito pelo HC. Usando-se um dendograma pode-se

facilmente verificar a quantidade de grupos e sub-grupos formados e outras carac-

teristicas, como por exemplo, quais elementos foram unidos primeiro.

A semelhança entre dois objetos em um dendograma é representada como a altura

do menor nó interno que eles partilham.

Existem três modos para se escolher a distância entre os objetos no algoritmo HC,

o single linkage, o complete linkage e o average linkage.

No single linkage, inicialmente calcula-se a distância entre os objetos a serem agru-

pados e monta-se a matriz de proximidade. Baseado na matriz de proximidade entre

os objetos o algoritmo começa unir objetos para formar novos grupos. Neste caso,

os objetos escolhidos, por primeiro, para serem agrupados são os que apresentam a

menor distância entre si.

Cada união forma um novo objeto, ou seja, um novo grupo a ser comparado com os

demais. O procedimento finaliza quando todos os objetos estiverem agrupados.
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Figura 2.5 - Curvas agrupadas utilizando o algoritmo Hierarchical Clustering de forma
aglomerativa.

Fonte: Adaptado de (LIN et al., 2004)

No complete linkage calcula-se a distância e monta-se a matriz de proximidade como

no single linkage. Neste caso os objetos agrupados por primeiro são os que apresen-

tam a maior distância entre si. Os novos grupos formados também serão agrupados

de maneira recursiva.

No average linkage também é feito o mesmo procedimento para calculo de distâncias

e montagem da matriz de proximidade. Neste caso os objetos escolhidos para serem

agrupados são aqueles que apresentam a menor distância média. Este procedimento

é feito até que todos os objetos estejam agrupados, assim como no single linkage e

complete linkage.

2.2.4 SOM - Self-Organizing Maps

Também conhecido como Mapa de Kohonen, SOM consiste em uma rede neural para

agrupar e classificar dados desenvolvida por Teuvo Kohonen na década de 80.

Em geral contém uma única camada de neurônios e uma camada de entrada rami-

ficada e seu treinamento se dá de forma não-supervisionada (KOHONEN, 2001).

Para Kono (2007) Kohonen introduziu uma idéia de vizinhança topológica, sendo

que a área da vizinhança e seus limites ou fronteiras são alterados dinamicamente

por influência das modificações dos pesos dos nós vencedores.
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De acordo com Beale e Jackson (1990) os estados internos da rede SOM, ou seja os

pesos da rede, se modificam para modelar as caracteŕısticas encontradas nos dados

de treinamento.

De maneira geral, a implementação de um SOM é um arranjo de neurônios em duas

dimensões (largura e altura) compondo um mapa (KONO, 2007). Os neurônios são

arranjados ou organizados em um único plano.

Considerando uma configuração genérica para uma rede SOM, existem M neurônios

em uma camada única e cada um tem um vetor de pesos v(m) com dimensão N , que é

a mesma dimensão do vetor de entrada x(q) = (x1
(q)+ . . .+xN

(q)), onde q = 1, . . . , Q.

O objetivo da rede SOM é representar um padrão de entrada, com dimensão variada,

em um mapa discreto unidimensional ou bidimensional de forma adaptável e com

topologia ordenada (LOONEY, 1997).

A Figura 2.6 apresenta uma estrutura genérica para uma rede neural do tipo SOM.

Percebe-se que cada valor do vetor de entrada x(q) está ligado a cada neurônio da

rede e cada neurônio corresponde a uma sáıda.

Figura 2.6 - Estrutura da Rede Neural SOM.

Fonte: Adaptado de (LOONEY, 1997)

A rede SOM busca por neurônios que se relacionam ao máximo com as entradas

apresentadas, aumentando o grau de similaridade deles (KOHONEN, 2001).

Para esse processo existe uma fase de competição onde um exemplar dos vetores de

entrada é selecionado e inserido na rede SOM. Então calcula-se as distâncias Dqm
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entre x(q) e cada v(m), com m = 1, . . . ,M .

Uma das formas de se obter esta distância é utilizando a fórmula da distância eu-

clidiana. Assim pode-se calcular Dqm como:

Dqm = Dqm(x(q), v(m)) =
N∑
n=1

(xn
(q) − vn(m))

2
(2.6)

Após isso determina-se então a distância mı́nima Dqm∗ que corresponde ao neurônio

m∗, que é o vencedor. Como m∗ é o vencedor atualiza-se os pesos deste neurônio da

seguinte forma:

vm∗ = vm∗ + η(x(q) − v(m∗)) (2.7)

Onde η é a taxa de aprendizagem. Os demais neurônios mantêm os valores dos seus

pesos.

O resultado do algoritmo é uma organização de neurônios em vizinhanças próximas

que funcionam como classificadores ou agrupadores dos dados de entrada gerando

um mapa topográfico. A organização aleatória dos neurônios na grade apontam a

existência de áreas representativas no mapa auto-organizado.

Uma outra forma para atualizar os pesos dos neurônios é utilizar uma estratégia

conhecida por inibição lateral ou lateral inhibition. A estratégia de inibição lateral

consiste em atulaizar positivamente todos os demais neurônios que estão próximos

ao neurônio vencedor e atualizar negativamente todos os neurônios afastados.

Neste caso, uma vizinhança quadrada é formada em relação ao neurônio vencedor e

todos os demais neurônios contidos nesta area também têm seus pesos atualizados. A

Figura 2.7 mostra um exemplo do mapa e da vizinhança formados para o treinamento

com inibição lateral.

No treinamento por inibição lateral, os ajustes dos pesos também são realizados de

acordo com uma taxa de adaptação ou de aprendizagem. Essa taxa de adaptação,

assim como o raio de vizinhança são reduzidos a cada ciclo, seguindo alguma função

de decremento.

15



Figura 2.7 - Vizinhança.

Fonte: Adaptado de (LOONEY, 1997)

Decide-se o fim do treinamento quando algum parâmetro de finalização previamente

estabelecido é alcançado. Este parâmetro pode ser, por exemplo, o número de ciclos

de processamento, o tempo de execução, o tamanho do raio de vizinhança ou o valor

da taxa de aprendizagem.

2.3 Séries Temporais

2.3.1 Definição

Séries temporais são usadas em muitas aplicações e em diversas atividades, como

economia, previsão de vendas, processos de controle de qualidade, observações de

fenômenos naturais, em engenharia e medicina.

Uma série temporal consiste de uma sequência de valores ou eventos obtidos em

medições repetidas no tempo (HAN; KAMBER, 2006).

Para Kono (2007), uma série temporal é uma sequência de observações ao longo do

tempo, que pode ser espaçada de maneira uniforme ou não. Comumente, os dados

mensurados das observações são obtidos de forma cont́ınua e rotineira à intervalos

de tempo constantes.

Keogh e Pazzani (a) definem série temporal como porções significativas de dados
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armazenados em uma base de dados, que podem ser geradas por aplicações em áreas

variadas.

Figura 2.8 - Exemplo de uma série temporal de medidas de temperatura. Medidas feitas
em intervalos de 30s durante 1 dia.

Pode-se aplicar testes estat́ısticos sobre séries temporais, como os que determinam

coeficientes de auto-correlação, tendências de medidas lineares e outras métricas.

A utilização desses testes varia de acordo com a capacidade e a necessidade de

visualizar os padrões embutidos nesse tipo de dado.

Séries temporais podem ser diferenciadas entre cont́ınuas e discretas. As séries con-

sideradas cont́ınuas possuem medidas realizadas ao longo do tempo de forma con-

t́ınua, como por exemplo séries oriundas de um termógrafo ou um sismógrafo.

Séries consideradas discretas podem ter as medidas realizadas em tempos espećıficos

e igualmente espaçados, como por exemplo séries de temperatura média, oriundas

de sensores térmicos ou ainda séries de ı́ndices pluviométricos.

Um exemplo de série temporal é apresentado na Figura 2.8. No exemplo é apre-

sentada uma série temporal de medições de temperatura coletadas a partir de um

termistor. As medições foram realizadas em intervalos de 30s durante 1 dia.
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2.3.2 Representação de Séries Temporais

2.3.2.1 DFT - Discrete Fourier Transform

No inicio do século IXX, Jean Baptiste Fourier desenvolveu um trabalho sobre propa-

gação de calor em corpos sólidos no qual concluiu que uma função cont́ınua pode

ser expressada como uma soma de séries trigonométricas.

Após isso, vários outros métodos foram desenvolvidos para se usar a decomposição

descoberta por Fourier. Um dos métodos usados para se trabalhar com séries disc-

retas é a Discrete Fourier Transform.

A DFT de uma série x(t), t = 0, 1, . . . , N − 1, é um vetor de números complexos

X(f):

X(
fk
N

) =
1√
N

N−1∑
t=0

x(t)e
−j2πkt
N (2.8)

Com k = 0, 1, . . . , N − 1 e j ∈. A DFT representa uma série por meio de uma

combinação linear de senoides complexas.

Figura 2.9 - Representação de uma série nas sete primeiras componentes de frequência.

Fonte: Adaptado de (VLACHOS, 2004)
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De posse dos coeficientes da decomposição, também chamados de componentes de

frequência, pode-se recuperar a série original usando a DFT inversa:

x(t) =
1√
N

N−1∑
t=0

X(
fk
N

)e
−j2πkt
N (2.9)

Muitas vezes, utilizando-se apenas poucos coeficientes é posśıvel reconstruir a série

original de maneira a não se perder informações importantes. Isso é um fator forte

para se usar DFT na representação de séries.

Desconsiderando a maioria dos coeficientes pode-se essencialmente comprimir a série

original, e assim reduzir sua dimensionalidade sem perdas significativas. A Figura 2.9

mostra uma série decomposta, utilizando-se a DFT, em sete componentes de frequên-

cia.

2.3.2.2 DWT - Discrete Wavelet Transform

Wavelets é uma outra técnica para representação de séries temporais. É usado com

sucesso em várias áreas como, processamento de imagens (WINK; ROERDINK, 2004),

predição de tráfego (SUN et al., 2004) e na biologia (RIVA et al., 2004).

Assim como a transformada de Fourier decompõe uma série em ondas senoidais, a

DWT descreve uma série como uma versão deslocada em escalas de alguma wavelet

mãe ψ.

O coeficiente c wavelet de uma série x(t), em uma determinada posição k e escala

j, pode ser descrito como:

cj,k =
∑
j

∑
k

x(t)ψj,k(t) (2.10)

Onde j = 0, 1, . . . , N , k = 0, 1, . . . , 2j−1. De maneira geral ψ pode ser descrita como:

ψj,k =
√

2jψ(2jt− k) (2.11)

A DWT é ortogonal e a série original pode ser completamente reconstruida dos
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coeficientes cj,k por:

x(t) =
∑
j

∑
k

cj,kψj,k(t) (2.12)

A DWT também pode ser usada para redução de dimensionalidade. Isso é posśıvel

porque uma grande quandidade de coeficientes cj,k são zero, portanto podem ser

descartados.

Figura 2.10 - Representação de uma série utilizando a função Haar wavelet.

Fonte: Adaptado de (VLACHOS, 2004)

Existem várias funções wavelet mãe, também chamadas de funções bases. Contudo

uma das funções wavelet mais utilizadas em mineração de dados de séries temporais

é a Haar wavelet (KEOGH; PAZZANI, a), veja Figura 2.10.

A Haar wavelet foi desenvolvida pelo matemático húngaro Alfréd Haar em 1909 e

considerada a primeira função wavelet de base apresentada. A equação genérica para

função Haar wavelet é defina como:

ψj,k =


1 se t ∈ [0, 1

2
]

−1 se t ∈ [1
2
, 1]

0 caso contrário

(2.13)
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2.3.2.3 PAA - Piecewise Aggregate Approximation

A técnica Piecewise Aggregate Approximation é utilizada na representação de séries

temporais para facilitar a classificação e agrupamento, identificação de correlações,

outliers e a visualização das séries em diferentes escalas.

Desenvolvido por Keogh et al. (2000), o PAA é uma forma de representação de séries

temporais recomendada quando se deseja diminuir a dimensionalidade de uma série

extensa. É de fácil entendimento e implementação, também é aplicável a medidas

de distância mais sofisticadas como DTW.

Figura 2.11 - Representação de uma série utilizando Piecewise Aggregate Approximation.

Fonte: Adaptado de (KEOGH et al., 2000)

Considerando uma série temporal x(t) = x1, . . . , xn e seja N a dimensão da repre-

sentação desejada para x(t). A série temporal x(t) pode ser representada no espaço

N , por um vetor xi, calculado como:

xi =
N

n

n
N
i∑

t= n
N
(i−1)+1

xt (2.14)

A série x(t) é dividida em N janelas igualmente espaçadas. Para cada janela, é
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calculado um valor médio e o vetor desses valores é a representação da série x(t) em

PPA.

O PAA pode ser entendido como uma média móvel uma vez que, se N = n, xi = x(t)

e se N = 1, xi é a média da série original. A Figura 2.11 ilustra um exemplo de uma

série representada pelo PAA, para efeito de comparação entre as representações por

DFT e DWT utilizou-se uma figura semelhante as Figuras 2.9 e 2.10.

2.3.2.4 SAX - Symbolic Aggregate Approximation

Symbolic Aggregate Approximation é uma técnica desenvolvida por Lin et al. (2003)

para representar uma série temporal de comprimento arbitrário n em uma cadeia de

śımbolos com comprimento w, sendo w < n.

De acordo com Lin et al. (2003) SAX é a primeira técnica desenvolvida para repre-

sentação simbólica de séries temporais e para a maioria dos problemas de mineração

de dados em séries temporais obtém resultados tão bons quanto representações como

DFT e DWT.

Para se obter a representação em SAX, primeiramente transforma-se a série temporal

utilizando a técnica PAA, com a intenção de reduzir dimensionalidade e numerosi-

dade. É necessário que a série temporal seja normalizada pela média e desvio padrão,

ficando assim com média igual a 0 e variância igual a 1.

Uma vez obtida a representação por PAA pode-se então aplicar outra transformação

para representar a série em forma de uma cadeia de śımbolos, sendo desejável que

se tenha uma distribuição de śımbolos com eqüiprobabilidade (APOSTOLICO et al.,

2002).

De acordo com Larsen e Marx (1986), a maioria das séries temporais oriundas

de fenômenos naturais ou não naturais possuem uma distribuição gaussiana. Isso

é melhor evidenciado em Lin et al. (2003) onde se extraiu subsequências de oito

diferentes séries temporais normalizadas com 128 pontos de comprimento. Ao se

observar a distribuição acumulativa dos dados chegou-se a conclusão que esta era

uma distribuição gaussiana.

Dado que a distruibuição de probabilidade de uma série temporal é uma gaussiana,

pode-se então atribuir faixas de probabilidades, B = β1, . . . , βα−1, que irão produzir
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Figura 2.12 - Valores de probabilidades para α = 3, . . . , 10.

Fonte: Adaptado de (LIN et al., 2003)

os śımbolos, igualmente espaçados sobre a curva de uma distribuição gaussiana.

Para isso usa-se uma tabela de probabilidades que contém as faixas que dividem

uma distribuição gaussiana em um número de regiões eqüiprováveis, de acordo com

o tamanho de α. A Figura 2.12 mostra a tabela que contém os valores para as faixas

de probabilidade que serão usadas para distribuir os śımbolos.

Figura 2.13 - Série temporal normalizada, primeiramente discretizada usando o PAA e
então usando a tabela com faixas de probabilidades mapear os coeficientes
da representação por PAA em śımbolos. Para este caso com, n = 128, w = 8
e α = 3. A série temporal é mapeada para a cadeia baabccbc

Fonte: Adaptado de (LIN et al., 2003)

Uma vez obtidos a tabela com as faixas de probabilidades e a representação da

série normalizada em PAA, pode-se então mapear os valores reais da série temporal

original em respectivos śımbolos B de acordo com a tabela de śımbolos e o alfabeto

α. A Figura 2.13 ilustra o procedimento de como fazer o mapeamento de uma série

temporal representada por PAA em śımbolos.
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3 ORIGEM DOS DADOS

Neste caṕıtulo é abordada a origem dos dados utilizados. É apresentado um re-

sumo do projeto de pesquisa Atlantic Rainforest Sensor Networking Project e dos

equipamentos utilizados na coleta dos dados.

3.1 Atlantic Rainforest Sensor Networking Project

As florestas tropicais brasileiras são de imensa importância para o mundo. Eles

ajudam a regular a temperatura do clima, absorvem parte da chuva, e são habitat

para animais e plantas.

O projeto de pesquisa denominado Atlantic Rainforest Sensor Networking Project,

implementado na costa sudeste do Brasil, está monitorando uma pequena parte

da Mata Atlântica. Utilizando técnicas de micrometeorologia, fundamentais para a

compreensão de como diferentes ecossistemas afetam o clima do planeta (CHANG,

2010).

A meta para os cientistas ambientais sobre o projeto foi para avançar significativa-

mente na sua compreensão de como as funções da floresta se comportam, através

da obtenção de dados mais detalhados sobre o que acontece dentro da atmosfera em

uma escala pequena contida na copa da floresta.

Eram necessárias medidas reduzidas para eventos dentro de uma área pequena,

como por exemplo a encosta de uma colina. A escala de tempo também teve de ser

comprimida, com eventos que estão sendo medidos minuto a minuto.

O projeto é uma parceria entre a Universidade de São Paulo, Fundação de Amparo à

Pesquisa de São Paulo (FAPESP), Instituto Nacional de Pesquisas Espaciais (INPE),

Johns Hopkins University e do grupo Microsoft Research de pesquisa esterna.

3.2 Sensores e Dados Brutos

O desafio técnico foi a construção de um sistema de sensores que poderia sobre-

viver as condições apresentadas por uma floresta tropical, sem considerar posśıveis

interferências por causa da vida animal, e transmitir dados de forma confiável.

Cada sensor é protegido por uma embalagem de PVC em forma de copo, que é

preenchido com epóxi. Pequenos orif́ıcios nas extremidades das embalagens permitem
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Figura 3.1 - Sensores utilizados pelo Atlantic Rainforest Sensor Networking Project.

Fonte: Adaptado de (CHANG, 2010)

alta sensibilidade para as medições necessárias.

Os sensores são agrupados em quatro e cada conjunto de sensores é anexado a um

equipamento que será um nó na rede de sensores. Cada nó sensor possui uma placa

wireless e uma memória flash.

Os nós sensores coletam os dados a partir das medições feitas por cada sensor e trans-

mitem através de uma conexão wireless. Também armazenam os dados na memória

flash, uma precaução necessária para o caso da comunicação wireless falhar, assim

cada nó mantém um conjunto completo dos dados coletados. A Figura3.1 mostra

como é o sensor utilizado no projeto, percebe-se que o equipamento nó também

possui uma embalagem especial para proteção.

A topologia da rede de sensores consiste de uma torre central com 60 metros de

altura cercada por cinco torres menores. As torres são ligadas por cabos pendurados

2 metros acima da copa das árvores.

Nós sensores foram colocados nas torres e nos cabos que são irradiados pela torre

central. Também existem outros cabos, ligando as torres, pendurados a cerca de 1

metro do solo, nesses cabos também foram colocados nós sensores. A Figura 3.2

ilustra como é a topologia da rede de sensores utilizada no projeto.

A equipe brasileira periodicamente entra na área com equipamentos, como com-
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Figura 3.2 - Topologia da rede de sensores utilizada pelo Atlantic Rainforest Sensor Net-
working Project.

Fonte: Adaptado de (CHANG, 2010)

putadores portatéis, para fazer a coleta dos dados. Após o retorno da equipe para

laboratório, os dados são enviados para a Johns Hopkins University, onde os arquivos

de dados são processados para um formato adequado para análise e são enviados de

volta. Os dados processados devolvidos são denominados de dados brutos.

Figura 3.3 - Exemplo do arquivo ASCII de dados brutos. Cada linha contém um time
stemp, 3 medidas de temperatura e uma medida de umidade relativa respec-
tivamente.

Os dados processados pela Johns Hopkins University são devolvidos em formato

ASCII. São arquivos de texto com extensão .csv contendo em cada linha um registro

das temperaturas obtidas dos sensores.
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Na Figura3.1 percebe-se que cada nó sensor possui acoplado a ele 4 sensores: 3

sensores são para medir temperatura em Celsius e 1 para medir a umidade relativa

do ar.

Cada arquivo armazena em média 2.880 registros por dia. Além dos registros de

temperatura e umidade relativa, cada nó sensor acrescenta uma medida de tempo

em cada registro, um timestemp, que também fica registrado no arquivo de da-

dos brutos. As medidas de tempo obtidas por cada nó sensor são feitas a cada 30

segundos.

Neste trabalho foram utilizadas séries temporais de 53 nós sensores. Isso totaliza a

quantidade de 610.560 registros diários, somando a quantidade de medições feitas

pelos sensores de temperatura e umidade relativa. A Figura 3.3 mostra um exemplo

de como é o arquivo de dados brutos entregue após o processamento realizado pela

Johns Hopkins University.
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4 EXPERIMENTOS E RESULTADOS

Neste caṕıtulo são apresentados os algoritmos utilizados para busca de grupos e

erros nas séries temporais coletadas. São apresentados os principais resultados sobre

os agrupamentos realizados e busca por falhas e rúıdos que causam baixa qualidade

nas medições e que podem revelar falhas nos sensores.

4.1 Agrupamentos

O agrupamento de objetos é uma das principais tarefas realizadas em mineração

de dados. Através do agrupamento pode-se, de maneira rápida, encontrar e agrupar

padrões e outliers.

Pode-se também evidenciar caracteristicas classificatórias, úteis se o objetivo da

mineração for a classificação de objetos. Portanto, seguindo os objetivos propostos

no ińıcio, definiu-se como primeira fase de experimentos o agrupamento das séries

temporais dos sensores.

Não foram aplicados todos os algoritmos de agrupamentos descritos no caṕıtulo 2

devido a semelhanças nos procedimentos dos algoritmos, alguns resultados poderiam

ser iguais ou a visualização dos resultados seria inviável. Foram selecionados a rede

SOM e o Hierarchical Clustering baseando-se em resultados apresentados em outros

trabalhos, como por exemplos em Reis et al. (2007), Oliveira et al. (2009) e Keogh

et al. (2002).

4.1.1 Agrupamento Utilizando a Rede SOM

Como descrito no caṕıtulo 3, cada nó sensor possui quatro sensores acoplados: três

para medir a temperatura e um para medir a umidade relativa do ar. O objetivo de se

medir a temperatura com três sensores é ter uma garantia contra erros ou posśıveis

interferências, de animais ou outros eventos, que possam prejudicar a qualidade e

qualidade das medições.

Com o propósito de validar o funcionamento dos sensores de temperatura e a ve-

racidade das medições, utilizou-se uma rede neural SOM para agrupar as séries

temporais de sensores pertencentes ao mesmo nó sensor.

A escolha da rede SOM adveio da necessidade de formar grupos de objetos que

possuem múltiplas dimensões, como é o caso das séries temporais utilizadas neste
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trabalho.

A rede SOM pode mapear as séries temporais dos sensores de temparatura em um

mapa bi-dimensional. Desse modo, séries temporais próximas no espaço de atribu-

tos original tendem a permancer próximas no mapa formado pela rede SOM. Isso

permitiu evidenciar, através de inspeção visual, a formação de grupos e falhas nas

medições de temperatura.

Com o objetivo de evitar que uma dimensão se sobreponha em relação às outras

e que o aprendizado fique estagnado, antes de iniciar o treinamento da rede SOM,

normalizou-se os dados utilizados como entrada para o treinamento da rede.

Para isso utilizou-se a técnica de normalização conhecida como Max-Min, descrita

na equação 4.1. Dessa forma os dados de entrada ficaram normalizados linearmente

no intervalo [0, 1].

xn =
x−min(x)

max(x)−min(x)
(4.1)

Foi selecionada uma parte dos dados para treinamento da rede SOM. A cada época

de treinamento um neurônio da rede SOM é escolhido como vencedor. A escolha

é feita baseada na menor distância euclidiana, descrita pela equação 2.6, entre os

pesos do neurônio e os dados de entrada.

Alguns nós sensores apresentavam falhas em suas séreis temporais, como falta de

medições. Portanto, somente nós sensores que apresentavam dados completos foram

selecionados para esta fase de agrupamento com a rede SOM. O peŕıodo escolhido

para as medições foi de 3 dias.

O resultado obtido foi um mapa bi-dimensional, no qual percebeu-se a formação de

grupos e o distanciamento de séries que deveriam estar próximas. A topologia da

rede SOM é formada por 40 neurônios, o que gerou um mapa de 20 por 20 pontos.

A Figura 4.1 mostra o mapa gerado pela rede SOM para o agrupamento das séries

temporais de temperatura.

Percebe-se no agrupamento, apresentado pela Figura 4.1, que determinados sensores

possuem séries muito distantes, mesmo estando geograficamente próximas, pois per-

tencem ao mesmo nó sensore. O nó sensor 22 é um dos que apresenta a maior dis-
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Figura 4.1 - Mapa gerado pela rede SOM para agrupar séries temporais de temperatura.

Fonte: Adaptado de (SANTANA et al., 2011)

tância no mapa topológico. Isso evidencia que uma das duas séries de temperatura

está muito distante das outras.

Também apresentam distâncias significativas os nós sensores 37 e 58. A Figura 4.2

mostra as séries temporais de temperatura obtidas pelo nó sensor 22, no intervalo das

primeiras 24 horas. É evidente que uma das séries temporais está em discordância

das demais.

4.1.2 Agrupamento Utilizando o Hierarchical Clustering (HC)

O algoritmo Hierarchical Clustering foi outra forma escolhida para agrupar as séries

temporais. O objetivo dessa fase também foi gerar grupos e descobrir informações

como as encontradas no agrupamento utilizando a rede SOM. Contudo este agrupa-

mento foi realizado entre todos os nós sensores e não entre séries de apenas um nó

sensor.

Considerando novamente as medidas de temperatura, como sabe-se que cada nó

sensor tem 3 sensores de temperatura acoplados, precisou-se representar cada nó

sensor por apenas uma única série temporal.
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Figura 4.2 - Temperaturas medidas pelo nó sensor 22 em 24h.

Desse modo fez-se a média entre as séries temporais de temperatura dos 3 sensores

de cada nó sensor. A partir disso, cada nó sensor passou a ser representado por

apenas uma única série temporal de temperatura.

No caṕıtulo 3 foi descrita a origem dos dados e explicado que cada nó sensor ar-

mazena, diáriamente, 2880 pontos para cada série temporal. Ao todo, cada série

temporal tem em média 90500 colhidos ao longo de 21 dias. Portanto, a base de

dados que contém as informações do nós sensores foi considerada extensa.

Figura 4.3 - Representação em Piecewise Aggregate Approximation para a temperatura
média do nó sensor 6.
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Muitos algoritmos de cálculo de distância, agrupamentos e classificação tornam-se

lentos quando aplicados a base de dados extensas (KEOGH; PAZZANI, b). Por esse

motivo é necessário usar de artif́ıcios que possam reduzir a quantidade da base de

dados.

Figura 4.4 - Agrupamento utilizando o algoritmo Hierarchical Clustering os nós sensores
7, 8, 13, 51, 59, 60, 61.

De maneira geral, quando se pretende reduzir uma base de dados de séries temporais

a redução ocorre na dimensionalidade das séries (KEOGH; PAZZANI, a). É desejável
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uma redução sem prejudicar a qualidade, ou seja, sem perdas de informações signi-

ficativas.

Utilizou-se a representação Piecewise Aggregate Approximation para reduzir a

dimensionalidade das séries de temperatura, pertencentes a cada nó sensor. A

Figura 4.3 mostra a série de temperatura do nó sensor 6. Considerou-se apenas

as medições para um dia.

De acordo com Keogh et al. (2000), existe uma restrição no tamanho da dimen-

são da série representada pelo PAA. Para que o algoritmo funcione, o tamanho da

representação em PAA deve ser divisor do tamanho da série original.

Portanto, para lidar com essa restrição, o tamanho da representação escolhida neste

caso foi o máximo divisor comum de 2880, que é 1440. Isso representa uma redução

pela metade na dimensionalidade das séries temporais.

O HC foi realizado na forma aglomerativa e utilizou-se a técnica Dynamic Time

Warping como medida de distância, visto que o DTW apresenta maior precisão

quando se mede dissimilaridade entre séries temporais.

A Figura 4.4 mostra um dendograma gerado após o agrupamento das séries de

temperatura dos nós sensores 7, 8, 13, 51, 59, 60, 61. Inspecionando visualmente o

dendograma da Figura 4.4 observa-se a formação dos grupos.

Entretanto, percebe-se que, visualmente, é dif́ıcil encontrar onde exatamente estão

as diferenças, entre as séries, que permitiram o agrupamento. Por esse motivo a

técnica DTW foi fundamental para este agrupamento.

Para verificar posśıveis falhas, ou outliers, a partir do agrupamento feito pelo HC,

montou-se um mapa com a topologia da rede de sensores e as posições dos nós

sensores utilizados no agrupamento. Este mapa é apresentado pela Figura 4.5. Pôde-

se ver que as séries dos nós sensores 8, 13 e 51 não estão próximos geograficamente

como as demais séries agrupadas.

4.2 Detecção de Falhas

O processo de agrupamento foi importante no sentido de se encontrar grupos entre

as séries temporais de sensores e nós sensores. Também pôde-se visualizar algumas

das diferenças encontradas, como no caso do nó sensor 22 que apresenta uma das
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Figura 4.5 - Mapa topológico da rede de sensores.

séries de temperatura distante das demais.

O agrupamento utilizando a rede SOM conseguiu evidenciar que alguns nós sensores

apresentavam falhas em suas medições. Contudo essas falhas nem sempre são tão

evidentes.

Na Figura 4.1, o nó sensor 37 apresentou uma das séries de temperatura distante das

outras. Assim como no nó sensor 22, isso significa que a série temporal distante tem

medições diferentes das outras. Mas o que provocou essa distância, no mapa gerado

pela rede SOM, entre as séries foi um pequeno rúıdo, uma falha inserida durante

o processo de medição. Essa falha é, em muitos casos, sutil, portanto dif́ıcil de ser

descoberta apenas de maneira visual.

A Figura4.6 mostra as 3 séries de temperatuas medidas pelo nó sensor 37 ao longo

de 21 dias. A primeira vista, é dif́ıcil perceber diferenças irrefutáveis. Ao se ampliar

a imagem fica claro que uma das medidas, a do sensor 3, está 1 ◦C acima das outras.

O objetivo da detecção de falhas é poder encontrar onde medidas diferentes das de-

mais ocorrem. Para isso é necessário utilizar técnicas que permitam a busca de falhas

ao longo de uma série temporal. Neste caso, utilizou-se a técnica de representação

de séries temporais Symbolic Aggregate Approximation.
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Figura 4.6 - Séries de temperatura medidas pelo nó sensor 37 em 21 dias.

O primeiro experimento foi realizado com as medições de temperatura do nó sensor

37. Considerou-se as medidas dos sensores 1 e 2 como medidas normais e a medida

do sensor 3 como contendo anomalias.

Para transformar uma série temporal em sua representação por SAX, primeiramente

é nescessário se fazer a representação em PAA (LIN et al., 2003). Antes de se aplicar

o algoritmo PAA, normalizou-se as medições do nó sensor 37 utilizando a técnica

conhecida como Z-score. Descrita na equação 4.2.

xn =
x− µx
σx

(4.2)

A técnica Z-score normaliza os dados através da média e desvio padrão. Após a

normalização as séries temporais ficaram com média 0 e desvio padrão 1.

O nó sensor 37 tem, ao todo, 90956 medições feitas ao longo de 21 dias. Obedecendo

a restrição de que para o PAA funcionar é preciso que o tamanho da representação

seja divisor do tamanho da série original, o tamanho escolhido para representação

em PAA foi de 45478.

Após conclúıda a representação por PAA pôde-se então mapear os novos valores

para śımbolos. Utilizou-se uma distribuição gaussiana para fazer o mapeamento dos

śımbolos, como descrito na secção 2.3.2.4.

O tamanho do alfabeto foi escolhido arbitrariamente, uma vez que não se tem in-
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Figura 4.7 - Representação em SAX da série temporal do sensor 3 do nó sensor 37

dicação do melhor tamanho (LIN et al., 2003). Escolheu-se como śımbolos as 10

primeiras letras do alfabeto português. A Figura 4.7 mostra um parte da repre-

sentação em SAX da série temporal do sensor 3.

Após conclúıda a representação por SAX pôde-se então realizar a busca por falhas.

O processo de busca consiste em comparar śımbolo a śımbolo e reportar o local e

quantidade das diferenças encontratas. Onde houver diferenças, existem então falhas.

Como o processo de representação em SAX transforma uma série temporal em uma

cadeia de śımbolos, pode-se então usar algoritmos espećıficos para busca de śımbolos

em strings (GUSFIELD, 1997).

A maneira mais simples para se buscar uma falha é sobrepor as cadeias de śımbo-

los e comparar cada par de śımbolos, até que se esgote os pares śımbolos a serem

comparados. Esse método pode se tornar exaustivo uma vez que uma falha pode ser

representada por uma seqüência.

Portanto, utilizou-se técnicas de busca de śımbolos mais eficientes, capazes de

diminuir a quantidade de tempo e número de comparações para se encontrar uma

falha por completo.

Para a busca de falhas utilizou-se o algoritmo de Boyer-Moore. O algoritmo utiliza

duas táticas denominadas de Right-to-left scan e Bad character rule, capazes de

agilizar o processo de busca de śımbolos (GUSFIELD, 1997) (HUME; SUNDAY, 1991).

37



Figura 4.8 - Anomalias encontradas no sensor 3 de temperatura do nó sensor 37

Neste caso, para que a busca por falhas fosse mais precisa, as comparações foram

realizadas em subcadeias que representavam as medições feitas em intervalos de 1

hora, ou seja, buscou-se falhas a cada 1 hora de medições.

Como resultado são apresentados na Figura 4.8, 2 falhas encontras durante o pro-

cesso de busca. Percebe-se que as 2 falhas confirmam o fato de que em determinados
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pontos a temperatura de um dos sensores está acima dos outros dois.
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5 CONCLUSÕES

Este trabalho apresentou conceitos e caracteŕısticas de algoritmos de mineração de

dados, com o objetivo de encontrar informações e buscar agrupamentos e falhas em

séries temporais. Em especial o trabalho realizou experimentos em séries tempo-

rais de fenômenos naturais coletadas por uma rede de sensores instalada na Mata

Atlântica.

Os algoritmos de agrupamento utilizados se mostraram eficientes em relação a formar

grupos de séries temporais. Foi posśıvel verificar que determinadas séries foram sele-

cionadas para grupos que estavam geograficamente distantes. Por este fato, conclui-

se que as medições apresentavam falhas. Contudo, apenas com a aplicação dos algo-

ritmos de agrupamento não foi posśıvel identificar onde as falhas ocorriam.

Os algoritmos de representação de séries temporais também se mostraram eficientes.

Com a aplicação do PAA a base de dados foi reduzida, o que gerou um ganho com-

putacional na transformação das séries em cadeias de śımbolos. A representação

śımbolica permitiu a busca por medições erradas de maneira minuciosa. Isso pos-

sibilitou encontrar em detalhes onde as falhas ocorriam e como elas afetavam a

forma da série temporal. Pode-se verificar variações de até 1 ◦C para sensores muitos

próximos.

Não é posśıvel afirmar o que provocou as falhas. Elas podem ser geradas por influên-

cia de animais, falta de habilidade ao se instalar os sensores ou ainda por defeitos

inseridos durante a fabricação ou calibração dos mesmos. O importante é que uma

vez revelada a existência de falhas, fica a critério dos pesquisadores a execução de

providencias para corrigir o problema e garantir os resultados de suas pesquisas.

Por fim, espera-se que as metodologias e os resultados apresentados neste trabalho

ajude demais pesquisadores a validar os dados de suas pesquisas para que estes não

percam tempo buscando informação em fontes corrompidas ou acabem publicando

informações equivocadas.

5.1 Contribuições

Foram publicados dois artigos no XV Simpósio Brasileiro de Sensoriamento Remoto

realizado em Curitiba-PR no peŕıodo de 30 de Abril a 5 de Maio de 2011, sendo eles:

• SANTANA, A. F.; SANTOS, R.; NETO, G. P.; VIJAYKUMAR, N. L.
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Aplicação de mapas auto-organizáveis para análise de dados de geosensores:

Estudo de caso na mata atlântica. XV SBSR 2011.

• NETO, G. P.; SANTANA, A. F.; VIJAYKUMAR, N. L. SANTOS, R.

Mineração e Visualização Remota de Dados Coletados de uma Rede de

Sensores Ambientais. XV SBSR 2011

O trabalho realizado também é parte de um projeto de pesquisa denominado: Desen-

volvimento de Aplicação de Rede de Geossensores para Monitoramento Ambiental. O

projeto é financidao pela Fundação de Amparo à Pesquisa do Estado de São Paulo -

FAPESP, uma das principais agências de fomento à pesquisa cient́ıfica e tecnológica

do páıs, e pela Microsof Research, divisão que se dedica a realização de pesquisa

básica e aplicada em ciência da computação e engenharia de software.

O projeto propõe atividades de pesquisa cient́ıfica e tecnológica cooperativa em re-

sposta à chamada de propostas do Instituto Virtual de Pesquisas FAPESP Microsoft

Research. Os principais responsáveis pelo projeto são: Dr. Celso von Randow, Dr.

Rafael Duarte Coelho dos Santos e Dra. Maria do Carmo de Andrade Nono.

Figura 5.1 - Interface do sistema de processamento e geração de gráficos personalizados
desenvolvidos no projeto Desenvolvimento de Aplicação de Rede de Geossen-
sores para Monitoramento Ambiental.

Fonte: Adaptado de (NETO et al., 2011)

42



Um dos objetivos do projeto é o desenvolvimento de ferramentas de software para

gerenciamento e integração de dados coletados a partir de geossensores. Os dados

coletados pela rede de geossensores devem ser centralizados, processados, armazena-

dos e distribúıdos, de maneira que também possam ser usados como fonte de dados

para outras aplicações.

Portanto outra contribuição do trabalho foi o aux́ılio no desenvolvimento de um sis-

tema web para gerenciamento destes dados. As principais funcionalidades do sistema

são:

• Entrada de dados obtidos dos sensores, armazenamento no banco de dados

e criação dos metadados sobre a entrada.

• Relatórios simples, visualização simples dos dados coletados.

• Web services para acesso ao banco de dados por programas externos ao

sistema.

Os resultados e ferramentas desenvolvidas no projeto foram apresentados no XI

Workshop de Computação Aplicada, realizado no INPE de São José dos Campos,

no peŕıodo de 08 a 10 de Novembro de 2011 e no XV Simpósio Brasileiro de Senso-

riamento Remoto. A Figura 5.1 mostra duas das interfaces desenvolvidas, uma para

o sistema de processamento de dados e outra para o sistema de geração de gráficos.

5.2 Trabalhos Futuros

Como trabalhos futuros pretende-se melhorar os algoritmos apresentados para que

os mesmo fiquem mais rápidos e possam extrair mais informações sobre séries tem-

porais. Para que esse objetivo seja alcançado será necessário uma maior aproximação

dos pesquisadores da área de computação e meteorologia. A troca de idéias, exper-

iências e opiniões deverá trazer grandes benef́ıcios as futuras pesquisas.

Outro ponto a ser estudado é a integração de novos algoritmos à pesquisa em séries

temporais. Considerando o algoritmo SAX e que ele transforma uma série temporal

em uma sequência de śımbolos pode-se então utilizar outras técnicas em conjunto

para busca de padrões e falhas. Como exemplo são as técnicas já utilizadas na área

da biologia para comparação de DNA e outras caracteŕısticas hereditárias.
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PUBLICAÇÕES TÉCNICO-CIENTÍFICAS EDITADAS PELO INPE

Teses e Dissertações (TDI) Manuais Técnicos (MAN)

Teses e Dissertações apresentadas nos
Cursos de Pós-Graduação do INPE.

São publicações de caráter técnico que
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