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1 — Introducgio

A 1dentificagdo de alvos mdveis utilizando Redes Neurais Artificiais ¢ o Filtro de Kalman ¢
apresenta neste trabalho. Para a 1dentificagio da trajetéria do objeto-alvo foram utilizadas redes
neurais artificiais do tipo Kohonen, enquanto o filtro de Kalman prediz o comportamento futuro no
movimento.

Redes neurais artificiais sdo técnicas computacionais que utilizam como modelo, o modelo de
funcionamento do cérebro humano, em que neurdnios sdo treinados de forma a responder aos
padroes de entrada, podendo ser utilizadas no reconhecimento de padrdes. As redes neurais,
atualmente, estdo sendo utilizadas para solucionar diversos problemas de engenharia, como em
processamento de imagens e robdtica, sendo de grande interesse em diversas dreas da engenharia.
As principais caracteristicas que tornam desejdveis o estudo e o uso das redes neurais artificiais sdo
a capacidade das mesmas de aprender através da experiéncia, a capacidade de se adaptar a situagdes
adversas € a sua tolerdncia a ruidos. No campo das redes neurais existem diferentes técnicas de
treinamento dos neurdnios, mas neste trabalho foram utilizadas técnicas de aprendizado ndo
supervisionado, onde os neurénios nfio necessitam que o usudrio fornega uma saida para a rede.

Conhecida também como Camada de Kohonen, nesta rede os neurdnios disputam entre si pelo
treinamento de suas sinapses, apresentando desta forrna um aprendizado competitivo. Esta
caracteristica competitiva fornece a rede neural também a classificagdo de redes neurais do tipo
winner-takes-all. Nas redes Kohonen o neurdnio vencedor ¢ treinado e tem sua sinapse alterada,
aproximando, a cada passo de treinamento, seus valores dos padrdes de entrada. Estas técnicas sio
utilizadas na identificagdo do objeto-alvo em seqiiéncias de imagens, ¢ na identificagdo do
movimento de forma que os neurdnios sejam treinados para se aproximarem {rastrearem) dos
objetos-alvo, que neste caso sdo os padrdes de entrada. Neste trabalho, os neurénios perdedores
também rtecebem um treinamento. Os neurdnios perdedores tém seu peso alterado de forma
contraria do neurdnio vencedor, de forma a se afastarem do objeto-alvo, reduzindo assim, a chance
de atrapatharem o neurénio rastreador.

Visto que as redes neurais Kohonen, geram suas proprias saida a partir dos padrdes de entrada,
elas funcionam como um sistema dinamico de tal forma que a entrada (p.ex., padrdes, alvos etc) € a
saida (sinapses treinadas) do sistema estdo disponiveis. Assim, o filtro de Kalman ¢ utilizado para
estimar a saida da rede em um instante posterior aquele em que ha o treinamento da rede Kohonen.
Em casos em que o neurénio vencedor € alterado, ou seja, ha uma falha no rastreamento, o filtro de
Kalman ¢ utilizado para estimar a posi¢do do alvo, ¢ corrigir o erro da rede neural.

O Filtro de Kalman € um estimador de estados de sistemas dindmicos, baseando-se nos estados



anteriores do sistema e na teoria da probabilidade. Através de um conjunto de equagdes, o filtro
estima os estados futuros do sistema. Basicamente, o Filtro de Kalman realiza o processo de
estimagdo em duas fases: Predigdo, ou propagagdo no tempo, ¢ Atualizagdo, ou corregdo da
estimativa. Na fase de predicdo, o filtro utiliza os estados anteriores do sistema dindmico para
propagar no tempo uma estimativa a priori do estado futuro e uma matriz de covariancia de erro. J4
na fase de atualizagdo, a saida do sistema se torma disponivel ¢ o filtro a utiliza como pardmetro
para corrigir a predicdo dos estados e a matriz de covaridncia de erro, gerando uma estimagio a
posteriori, ou corrigida dos estados do sistema. O filtro realiza este processo diversas vezes,
reduzindo, a cada passo, o erro de estimativa. O Filtro de Kalman tem sido wutilizado como
rastreador em diversas dreas da engenharia. Todavia, neste trabatho o Filtro de Kalman ¢ uma

“ferramenta complementar” na qual ird auxiliar no rastreamento realizado pela rede neural.

1.1 - Objetivo do Trabalho

Neste trabalho foram utilizadas técnicas de Redes Neurais Artificiais como ferramenta para
realizar o rastreamento de alvos moéveis com o objetivo de analisar o comportamento da mesma.
Para tal tarefa foram utilizadas redes neurais do tipo Kohonen que, com aprendizado ndo
supervisionado, ¢ treinada quando os padrdes de entrada s3io fornecidos a entrada da rede. A
vantagem das redes neurais Kohonen é que a mesma nio necessita de um treinamento prévio,
podendo ser treinada quando os padrdes aparecem na entrada da rede, realizando assim um
rastreamento em tempo real.

Foram pesquisados em livros e artigos publicados por pesquisadores da 4rea, para formar uma
base de conhecimento sobre redes neurais. Apds o estudo sobre redes neurais e a implementagéio de
alguns algoritmos, foi realizado uma pesquisa sobre o Filtro de Kalman. Este também foi
pesquisado em livros e artigos. Para tal pesquisa, foram utilizadas as seguintes bibliotecas: (1)
Instituto Nacional de Pesquisas Espaciais; (2) Departamento da Universidade Estadual Paulista —
Campus Guaratinguetd. Os artigos e periédicos foram pesquisados na internet, como as bases de

dados: (1) Web of Science — www.webofscience.com , e (2) Capes — www.periodicos.capes.gov.br.

Em sites de busca: (1) vahoo (Brasil) — www.yahoo.com.br, e robds de busca: (1) radix —

www radix.com.br, (2) wol — www.radaruol.com.br, e (3) google — www.googie.com; o robd

{Metamaquina) de busca www.metaminer.com; (4) scirus — www.scirus.com; € (5) Web Of Science

— www.webofscience.com.



1.2 — Desenvolvimento Realizado

Na primeira fase do projeto foram implementados algoritmos de redes neurais para realizar o
rastreamento de alvos utilizando o software Matlab. Foram utilizados pontos para representar o
objeto. Inicialmente, a validagdo se deu com pontos estaticos e a rede neural foi treinada de forma a
s¢ aproximar do ponto, identificando os padrdes. Apds esta implementagdo, foram simuladas
trajetdrias para este ponto, descritas por fungbes matemadticas na seguinte seqiiéncia: (1) Reta; (2)
Fungdo Logaritmica € (3) Fun¢do Senoidal. Em todos os casos foi observado que a rede neural
realizou o rastreamento com preciso, conseguindo identificar a forma da trajetéria do objeto-alvo.
Foram simuladas, também, movimentos com mais de um objeto, descritos com fun¢des diferentes,
de forma a se cruzarem. Foi observado que os neurdnios realizavam o rastreamento com algumas
falhas. A Figura 1 ilustra esta situagio. Estas falhas se davam quando as trajetérias dos objetos se

cruzavam, o que confundia os neurdnios rastreadores.
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Figura 1- Rastreamento com Falha no Treinamento

O algoritmo fot validado também com seqiiéncia de imagens digitais. Foi observado que o
rastreamento foi bom, de forma que a rede neural identificava a trajetéria do objeto. Através dos
testes foi possivel analisar a importéncia, para o sucesso do treinamento, das condigdes ou posi¢des
iniciais dos neurdnios, da quantidade de neurdnios a serem treinados e da posi¢io dos alvos a serem
identificados. Através dos testes com pontos moveis e seqiiéncia de imagens, pode-se também
analisar a influéncia da mudanga de posicfio e do cruzamento dos alvos durante o rastreamento.
Foram identificadas falhas no algoritmo no caso de mais de um neurbnio estar préximo a um alvo,

ou no caso em que mais de um alvo se aproximam e se cruzam, gerando confusdo entre os



neurdnios rastreadores. Esta situacido é mostrada na Figura 2.
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Figura 2 - ~ Falha no Rastreamento com Imagem

Na segunda fase do projeto foi implementado o Filtro de Kalman na rede neural com a intengdo
de estimar a posigdo do neurdnio rastreador ¢ identificar a forma do rastreamento. Pelos testes
realizados, pode-se observar que o Filtro de Kalman realizou uma estimativa satisfatéria da posi¢ao

da rede neural, identificando seu comportamento dindmico.

Este trabalho €, na verdade, uma continuagio de um trabalho de inicia¢do cientifica [42] que
utiliza redes neurais Kohonen para realizar o rastreamento. O incremento aqui colocado € o Filtro de

Kalman, com a intenc¢do de melhorar o rastreamento nas falhas identificadas.



2 - Histdrico da Identificacdo de Alvos Méveis

A identificagdo, ou rastreamento de alvos moveis, tem sido de grande interesse de pesquisadores
para aplicagdo em diversas 4reas, como por exemplo, em sistemas de vigildncia utilizados para
seguranga de algum local ou utilizagfio de radar. O fato de o rastreamento ser em tempo real, requer
um algoritmo répido e robusto. Nos rastreamentes em tempo real, o algoritmo deve realizar o
rastreamento em cada instante de tempo, ou cada imagem retirada da seqiiéncia de imagens.

Atualmente, varios pesquisadores tém utilizado técnicas de inteligéncia artificial combinadas as
métodos de processamento digital de imagens para o reconhecimento de padrdes e rastreamento de
alvos em seqiiéncia imagens. Entre as técnicas de inteligéncia artificial utilizadas, destacamos: redes
neurais artificiais, légica difusa, sistemas baseados em regras e sistemas hibridos. O objetivo, neste
caso, € gerar algoritmos que possam identificar a trajetéria do alvo. Wu e Lin [2] utilizaram redes
neurals artificiais em conjunto com sisternas nebulosos como um método de rastreio num campo
aproximado de um alvo em movimento. A rede neural do tipo feedforward foi empregada por
Schram, VanderLinden, Krose ¢ Groen [3] na identificagdo de alvos estaciondrios € méveis para o
controle de robds através do uso de derivadas no tempo da posi¢do do alvo ¢ do manipulador.
Gaudiano, Zalama e Coronado [4] utilizam uma rede neural como controlador de um robd mdvel.
Esse controlador aprende de forma auténoma a indicar as distncias percorridas de forma direta ¢
inversa pelo robd através de um ciclo de treinamento nfio-supervisionado. Como o aprendizado é
constante ¢ ndo-supervisionado, perturbagdes, ou ruidos, significativas (como a mudanga da planta
do robd) levam a uma recalibra¢do interna gradual de forma automdtica do controle do robd. Nas
simulagdes realizadas, o robd foi capaz de rastrear alvos estaciondrios ¢ méveis de forma correta
dentro do erro minimo estabelecido, gragas a tolerincia a ruidos da rede neural. Um sistema de
composigdo de dados para uma cdmera situada no brago do robé SCORBOT-ER VII foi
apresentado por Chen e Hsueh [5]. O sistema é capaz de realizar o rastreamento visual ¢ a
interceptacdo de alvos moéveis utilizando uma rede neural Elman. A rede neural Elman € usualmente
uma rede neural de duas camadas (a camada de entrada e a camada de saida, ndo possuindo a
camada escondida) com um retorno de realimentag&o (feedback) da camada de saida para a camada
de entrada. Nesta abordagem, o valor da saida é armazenado para ser processado no passo seguinte
juntamente com a préxima entrada. Assim, se duas redes Elman idénticas (com os mesmos valores
para os pesos) receberem uma mesma entrada em um dado passo, suas saidas poderdo ser diferentes
devido a estados de retorno diferentes. Ma e Teng [6] exploram o problema do rastreamento de um
alvo moével em um campo aproximado usando redes neurais nebulosas . O alvo mével irradia ondas

de banda curta que incidem sobre uma série de sensores passivos. A posi¢io do alvo € encontrada



através de vérios estimadores de dngulo e distdncia. Yu e Azimi-Sadjadi [7] desenvolveram uma
rede neural para a classificagdo de alvos explorando o comportamento dindmico do alvo. O sistema
consiste de um extrator de caracteristicas, uma rede neural geradora de probabilidades condicionais
diretas ¢ um novo classificador Bayes seqiiencial . Yang ¢ Meng [8] propdem uma rede neural
artificial para a gera¢io de trajetorias em um ambiente ndo-estaciondrio. A rede € usada para gerar
trajetérias livres de colisdes, evitar obstdculos em forma de U e rastrear alvos méveis em ambientes
com obstaculos. Cameron, Grossberg e Guenther [9] utilizam uma RNA que recebe como enfrada
uma imagem ¢ a posigio do ponto de onde se estd visualizando a imagem. Como saida a rede
fornece a representagdo da diregdo, da profundidade do cendrio e da localizagiio de objetos moveis.
Essas representagdes sdo usadas para a navegacio em simulagBes envolvendo ¢ desvio de
obstaculos ¢ o rastreamento de um alvo mével. Existem abordagens pata a detecg¢do e rastreamento
de alvos inspirados em técnicas de rastreamento encontrados nos sistemas visuais de organismos
vivos. Missler ¢ Kamangar [10] apresentam uma rede neural artificial que detecta e rastreia um
objeto se movendo dentro de seu campo de visio. O trabalho € inspirado em fungbes de
processamento observadas no sistema visual das moscas. A rede € capaz de detectar mudangas de
intensidade de luz, determinar a movimenta¢io de um alvo ¢ fornecer as informagdes necessarias
para realizar o rastreamento. Dror, Florer, Rios e Zagaeski [11] realizaram estudos sobre a
utilizacio de uma rede neural para reconhecimento de padres que recebe dados em um formato
similar ao do sonar de um morcego. A rede foi utilizada com sucesso no reconhecimento de rostos €
para determinar a velocidade de um alvo que se movia em diregdo & cdmera. Navabi e Agarwal [12]
apresentam um modelo artificial de organizagdo de resposta neural de retina que pode servir como
um quadro para a andlise da resposta dindmica em redes neurais artificiais, especialmente nos
sisternas  visuais. Yi Li, Songde Ma, Hanqing Lu [14], desenvolveram um sistema de
reconhecimento de postura do corpo humano utilizando métodos morfoldgicos e o Filtro de
Kalman. A filtragem de um sinal com ruidos, medido da saida de um conversor A/D nio muito
preciso, com ruidos internos foi realizada por Pereira, Guilherme A. S.[15] através da filtragem
linear utilizando para o mesmo o Filtro de Kalman. Wann € Thomopoulos [22] utilizam uma rede
neural artificial de aprendizado nfo-supervisionado no desenvolvimento de um sistema de
composigio de dados. Os dados sido aplicados em problemas de detec¢io de alvos em um sistema
multicanal de indicacio de alvos mdveis. As caracteristicas dos dados recebidos de trés canais de
radares diferentes sfo extraidas através de técnicas de processamento de sinais digitais. Shams [30]
utiliza redes neurais no rastreamento de alvos utilizando sensores passivos. Cada sensor fomece o
angulo formado pela linha estimada entre o alvo ¢ o sensor. A partir dos dados de todos os sensores,
a rede neural é capaz de estimar a posi¢io dos alvos. A rede neural proposta ¢ uma rede auto-

associativa chamada de ‘modulos elasticos multiplos’.



Como mostrado anteriormente, varios rastreadores tém sido desenvolvidos utilizando técnicas de
inteligéncia artificial isoladamente, ou combinando-as. Este trabalho possui uma abordagem
diferente. Aqui s@io empregadas duas ferramentas: Redes Neurais Artificiais do tipo Kohonen e o
Filtro de Kalman.
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3 - REDES NEURAIS KOHONEN E FILTRO DE KALMAN NA
IDENTIFICACAO DE ALVOS MOVEIS

Esta parte do projeto destina-se a implementagio de um algoritmo baseado nas técnicas de redes
neurais artificiais do tipo Kohonen, ¢ em técnicas de filtragem linear, o Filtro de Kalman, para
identificar e rastrear a trajetéria de um alvo qualquer que pode ser fixo ou mével.

As Redes Neurais Kohonen sdo um tipo de rede neural, chamadas de redes de aprendizado ndo
supervisionado, que identificam e agrupam os padrées de entrada a partir de sua proximidade
geomeétrica, ou seja, o quio proximos estdo os padrdes de entrada dos pesos dos neurdnios. A
vantagem que as redes Kohonen nos oferece € que a mesma nfo necessita que seja fornecida a saida
esperada para um dado padrio de entrada. Apenas com a apresentac¢do dos dados de entrada a rede,
esta gera sua propria saida e treina os neurdnios alterando seus pesos de forma a agrupar os dados
de entrada que sdo similares. As redes Kohonen sdo, muitas vezes, chamadas de redes neurais de
aprendizado competitivo, ou sem professor, winner-takes-all. Este nome se da pelo fato de que,
quando os padrdes de entrada siio apresentados & rede, os neurbnios disputam entre si pelo
treinamento de seus pesos, ou s¢ja, € realizada uma disputa em toda a rede para determinar qual(is)
neurdnio(s) tera(do) seus pesos alterados de forma a se aproximar dos dados de entrada. Uma rede
neural do tipo Back-Propagation, por exemplo, necessita que informemos os padroes de entrada ¢ a
saida desejada 2 rede. Com esta caracteristica das redes neurais Kohonen, precisamos apenas
informar 3 rede os padrdes de entrada, e a mesma realiza processo de determinagdo do neurdnio que
terad o peso alterado, e treina o mesmo para agrupar os padrdes de entrada. A cada padrdo de entrada
apresentado a rede, apenas um neurdnio € treinado para agrupd-los, e este neurdnio ¢ denominado
neurdnio vencedor. O neurdnio vencedor é o que estd mais proximo dos padrdes de entrada,
portanto, € 0 mais apto a ser treinado para o dado agrupamento.

O Filtro de Kalman é um filtro que realiza a estimagio dos estados futuros de um sistema
dindmico. Técnicas de filtragem linear tém sido muito utilizadas por pesquisadores de vérios paises,
sendo o Filtro de Kalman uma das mais conhecidas. A funcdo do Filtro de Kalman €, a partir de
estados anteriores, gerar uma estimativa dos estados futuros de um sistema dindmico. Basicamente,
este filtro realiza o processo de estimag@o em duas fases: (1) Predi¢do, ou propagagdo no tempo, €
(2) Atualizagdio, ou correcdo dos estados a partir da medida atual disponivel. Uma caracteristica
interessante deste filtro é que o mesmo suporta ruidos branco Gaussiano, ou seja, de média zero.
Estes ruidos sfio originados de dispositivos de medigdo, como um sensor, por exemplo. O que
precisamos informar ao filtro s30 os estados anteriores do sistema, a covariéncia inicial de erro dos

estados e os ruidos de processo e de medi¢do. Todos estes parAmetros sdo ammazenados em matrizes
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¢ vetores para que sejam manipulados ao mesmo tempo. Este filtro baseia-se na Teoria da
Probabilidade, e possui equagdes que realizam a estimagdo dos estados de um sistema dindmico, e
reduz a covaridncia de erro de estimagfo. Na fase de predigdo, o filtro realiza a propagacio no
tempo da estimativa dos estados do sistema e da matriz covaridncia de erro. Neste momento,
possuimos uma estimativa dos estados do sistema com um certo erro. J4 na fase de atualizagiio, as
medidas corretas dos estados do sistema se tornam disponiveis, com os devidos ruidos de medigio.
Tendo isto disponivel, o filtro corrige os estados estimados e a covariincia de erro baseando-se nas
medidas disponiveis. O filtro realiza este processo varias vezes, reduzindo a covariancia de erro e
estimando um valor cada vez mais proximo dos estados do sistema.

Observando as caracteristicas descritas acima, podemos analisar como estas duas ferramentas
podem ser combinadas de forma a realizar um rastreamento. Para um dado padrio de entrada, a rede
neural Kohonen realiza a competicdo entre os neurdnios ¢ determina qual serd o neurbnio vencedor.
Feito 1sto, esta treina o neurdnio para cada dado nos padrio de entrada, alterando os pesos dos
neurdnios de forma a aproximdé-los dos padrdes de entrada. Com este processo, 0s neurdnios sdo
aproximados dos dados de entrada. Se este padrio de entrada representar um objeto-alvo no espago,
os neurdnios irfio se aproximar deste objeto. No caso deste objeto ser mével, ou seja, alterar sua
posigdo no espago, € conseqiientemente os valores dos padres de entrada, o neurdnio vencedor tera
seu peso treinado novamente de forma a se aproximar deste novo padrio de entrada. Se tivermos N
mudangas no padrio de entrada, o neurdnio sera treinado para cada uma das N mudangas,
realizando assim, um rastreamento, ou seja, 0 mesmo ird identificar a trajetéria do objeto no espago.
Quando existirem mais de um padrio de entrada, mais de um neurdnio serd treinado, sendo cada
neurdénio pertencente a um destes. No caso destes objetos se cruzarem em suas trajetorias, pode
ocorrer uma confusfo entre os neurdnios, resultando em uma troca de rastreamento, ou s¢ja, 0s
neurénios mudam de objeto-alvo, passando a rastrear o outro objeto que se aproximou. Uma
possivel solugdo para este problema esta no Filtro de Kalman. Sendo a rede neural um sistema
dindmico, seus estados (posicio X e Y do neurbnio no futuro passo de treinamento) podem ser
estimados pelo Filtro de Kalman. Na primeira fase do filtro, uma estimativa dos estados, ou posigio
futura da rede neural é gerada, baseada na posigdo anterior da mesma e é chamada de estimativa a
priori. Quando o neurdnio € treinado, temos disponivel sua posigio, € o filtro utiliza a mesma para
corrigir os estados estimados ¢ a covarincia de erro da estimativa. Estes estados corrigidos sio
denominados "estimativas" « posteriori. Deste modo, o Filtro de Kalman nos indica a posi¢do atual
da rede neural. Sendo assim, mesmo que os neurdnios rastreadores de dois objetos que cruzam as
trajetorias se enganem, o filtro identifica a trajetoria do objeto. Esta é a forma como um
rastreamento ¢ realizado quando combinadas as ferramentas: Redes Neurais Kohonen ¢ Filtro de

Kalman.



3.1 - Aplicando as Redes Neurais Kohonen ¢ o Filtro de Kalman

Como dito anteriormente, as redes neurais Kohonen realizam um agrupamento dos padrdes de

entrada em classes, sendo assim, denominada uma rede Classificadora. Quando um padrio de

entrada ¢ apresentado 2 rede, esta entrada x* terd uma saida y* da rede neural, sendo que
yf € {—1,+1}, e para essa saida, somente um neurdnio estd ativo, ou seja, estd recebendo
treinamento, entio: ( yjf =+1). Os demais neurbnios sdo treinados de forma a se afastarem do

neurdnio rastreador. O j-ésimo neurdnio ativo indica que a entrada x* pertence a classe j. Deste
modo, a rede neural classifica os padrdes de entrada em classes. Neste projeto, as entradas sio
bidimensionais, entdo: x* =[x/, x;]. Para cada entrada, um neurdnio vencedor w’ ¢ selecionado,

sendo:
Ry

Com estes dados, a rede neural treina o neurdnio vencedor w’ de forma a aproxima-lo das

entradas com a seguinte equagio:

Whovo = Wanterior + 8 (X — Wanterior ) @)

sendo: B o Passo de Treinamento da Rede Neural (Learning Rate)

A funcao do Filtro de Kalman neste projeto ¢ estimar a posig¢do futura da rede neural baseando-se
em estados anteriores ¢ fazer com que o rastreamento seja identificado pela forma do filtro. Visto

que o Filtro de Kalman realiza a estimativa em duas fases, as equagdes do filtro sio:

Predic¢ao ou Propagac¢io no Tempo

Xk +1=PHI* Xx + GAMMA * Uk + Wi )

Px+1=PHI*Pc*PHI" + G*Q*GT “)
Sendo: X, € o vetor de estados anteriores
X' +1 ¢ 0 vetor de estados estimados a priori

P’v+4 € a matriz de covariancia de erro estimado a priori



Atualizacdo ou Correciio da Estimativa

K=Pi+1*C*1/(C*Px+1*C" +R) 5)
Xk+1=Xk+1+K*(Z-C* Xk +1) (6)
Pc+1=(1-K*C)* Py +1 (7)

sendo: K € o ganho de Kalman
Z ¢ o vetor de medida dos estados
Xi+1 € 0 vetor de estados comrigidos ou estimados a posteriori

Py+1 € a matriz covariancia de erro corrigida

As matrizes C, W, G e Q sfo ruidos de processo ¢ de medi¢do, PHI ¢ a matriz que reporta o
estado anterior ao estado futuro da rede neural, ¢ U é uma entrada de controle.
Antes do treinamento e da determinagdo do neurdnio vencedor da rede neural, todas as entradas e

todos os neurdnios devem ser normalizados, ou seja:

B = =Lk ®
Isto ¢ obtido da seguinte forma [13]:

M =max{x* [}, vk ©)

sendo M, o maximo da norma de X,

A normalizacdio de x* é obtida através do aumento da dimensio de x* em uma unidade, com a

introdugio de uma nova componente:

X, =M= ()" (10)
i=1

=142

e 0 uso como entrada do vetor x" =M [x,Jk , x§ ,...,x: , x"+I ], que tem norma unitdria. Os neurdnios

L

também devem ter seus valores normalizados através do mesmo processo.

Para todos os valores dos padrdes de entrada, a rede neural ¢ treinada, sendo que em cada passo
de treinamento, apenas um neurdnio € ativado. O parametro que define o quanto o neurdnio vai se
aproximar do valor de entrada € o Lerning Rate. O Filtro de Kalman ¢ aplicado a cada passo de
treinamento do neurdnio na rede neural. Agora, podemos construir um fluxograma do algoritmo

para um melhor entendimento do processo. O fluxograma é mostrado na Figura 3
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Inicializar w(:) de
maneira aleatéria

v

Inicializar valores das
matrizes do Filtro de
Kalman

v

M= max{w(f)z,x(k)z} L ¥ik
v
w(i,3) = ‘\/M - {(w(i)xw(i))

[w(i, 1), w(i, 2), w(i, 3)]’

sinapse(i) = | N

v
1=1
!

Estimagio pelo Filtro de Kalman x(1,3) = of M = (xUy X))

Xw+1=PHI*Xx + GAMMA * ¢

A tidacty = LD 2x Y

~
v

u{f) = sinapse(/} xmedida(!}

w
1=1+1 Correciio da estimacao do Filtro de Kalman

Xes1=Xx+t +K*¥(Z -C*Xi+1)

v

Treinamente do neurdnio p/ ;
sinapse{i) = sinapse(i) + B(medida(l) - sinapse(i)}

wii) = '\/;;x sinapse(/)

Figura 3- Fluxegrama do algoritme de Kohonen e Filtro de Kalman.



3.2 -Exemplos da Validagio do Algoritmo

Nesta segdo, sdo mostrados trés exemplos de rastreamento com trajetdrias simuladas por
equagdes matematicas diferentes. Nestes exemplos, o algoritmo foi validado com um conjunto de
pontos se deslocando sobre as seguintes trajetdrias: Reta, Logaritmo Natural e Seno, como um alvo
moével. A geragdo de pontos foi feita ao redor de alguns pontos escolhidos sobre as trajetdrias. Na
tentativa de observar o comportamento da rede neural, estes conjuntos de pontos foram fornecidos
como valores de um padro de entrada para a mesma. Trés neurbnios foram criados em posigdes
aleatorias para disputarem entre si no rastreamento do objeto. A Figura 4 mostra pontos azuis como
os valores dos padrdes de entrada, denominada aqui como nuvem de pontos, o ponto original esta
em ciano e os neurdnios foram representados como pequenas estrelas. A Figura 5 e Figura 6
mostram os padrdes de entrada, ponto sobre a curva e posigdes iniciais dos neurdnios como na

Figura 4, porém com trajetérias simuladas pelas curvas Logaritmo e Seno, respectivamente.
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Figura 4- Nuvem de pontos ¢ posi¢des iniciais dos neurénios na Reta.-
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Figura 5 - Nuvem de pontos e posicdes iniciais dos neurénios no Logaritmo..
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Figura 6- Nuvem de pontos e posi¢ies iniciais dos neurdnios no Seno.

Agora, sera mostrado um exemplo da aplicagio do algoritmo em seqiiéncias de imagens. A
Figura 7 mostra a seqiiéncia de imagens contendo o objeto que sera rastreado pela rede neural. Este
objeto, um avifio, possui uma trajetéria tal que o objeto muda de posigdio em cada uma das dez

imagens.
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Figura 7- Seqiiéncia de imagens mostrando a trajetéria do avido.

O algoritmo foi validado da segninte maneira: As imagens foram dadas uma de cada vez como
padrdes de entrada para a rede neural. Depois de realizadas as normalizagdes dos neurdnios ¢ das
entradas, a rede neural determinou o neurdnio vencedor, ou seja, 0 que estava mais préximo da
posi¢ao inicial do avido. Fazendo uma comparagio com as simulagdes anteriores, os padrdes de
entrada eram um conjunto de pontos gerados em torno de um baricentro, ou seja, um ponto que
estava sobre a curva. Aqui, este conjunto de pontos € dado pelos pontos diferentes da cor branca, ja
que o fundo do plano possui cor branca. Este conjunto de pontos foi apresentado a rede neural como
valores do padrio de entrada, e assim foi realizado o rastreamento. Identificado o neurdnic
vencedor, ¢ mesmo foi treinado de forma a se aproximar do padrio de entrada, deste modo
realizando o rastreamento e identificando a forma da trajetéria do avido. Todos os outros neurénios
foram treinados de forma a serem afastados do neurdnio vencedor. O Filtro de Kalman, aplicado 2
rede neural, realizou a estimagfio da posi¢iio da mesma em cada passo de treinamento.

Independentemente de o algoritmo ser aplicado a trajetdnias simuladas por equagdes matematicas
ou ser aplicado a seqiiéncias de imagens, 0 mesmo sempre possui 08 mesmos passos. Estes passos

sédo descritos a seguir:



1 - Sdo estabelecidas condigdes iniciais para os pesos dos neurdnios w' de forma aleatéria.

2 - E estabelecido um quociente de aprendizado B para os pesos. Inicialmente, foi definido B=0,01.
3 — S#o estabelecidas condigdes iniciais para as matrizes do Filtro de Kalman, baseado nos dados do
sistema dindmico em questio, ou seja, a Rede Neural.

4 - Normaliza-se as entradas e os pesos de forma que, fique como a equagiio (8). Os resultados da
normalizagdo serdio os vetores sinapses {no caso dos pesos dos neurdnios) e os vetores medidas (no
caso dos padrdes de entrada).

5 - Dado uma entrada, ¢ calculado um neurdnio vencedor, o qual possui a maior varidvel interna
u(i), que serd o neurénio que mais se aproxima da posi¢do atual da entrada.

6 - O peso do neurdnio vencedor deverd ser atualizado da seguinte forma:

sinapse(i) = sinapse(i) + B(medida(po) - sinapse(i))

K2y
1

Sendo que representa o indice da sinapse vencedora e “po” a entrada apresentada para a rede,

ambas normalizadas no passo 4.
7 — Realiza-se a corregéo da estimativa do Filtro de Kalman com a equagio (6):

8 - Retorna-se ao passo 4, até que todas as entradas tenham sido apresentadas a rede.



4 — ANALISE DOS RESULTADOS

Na se¢fo anterior o algoritmo foi validado para pontos se movendo sobre trajetdrias diferentes ¢
seqiiencias de imagens, ¢ foram descritos os funcionamentos da rede neural como ferramenta para
realizar o rastreamento € o Filtro de Kalman como estimador da posi¢io da rede neural em cada
passo de treinamento da mesma. Nesta secfio, o algoritmo sera aplicado de forma a nos mostrar o
comportamento das duas ferramentas utilizadas, para podermos analisar a eficiéncia de cada uma
destas. Simulagdes realizadas mostraram a eficiéncia da rede neural no rastreamento e do Filtro de
Kalman como estimador. Enquanto a rede neural realizava o rastreamento do objeto alvo, pode ser
observado que, ao mesmo tempo, o Filtro de Kalman fazia a estimagéio da posigdo da mesma em

cada ponto, convergindo para esta.

4.1 — Validac¢do ¢ Resultado do Algoritmo em Pontos

Na segdo anterior, os baricentros das classes foram gerados a partir de fungdes f(x),

determinando-se funcdes diferentes para cada baricentro, ¢ a partir dai foram gerados pontos
proximos a cada baricentro. Nesta se¢fo, apds cada etapa de treinamento da rede, o x de cada
baricentro sera atualizado, gerando outros conjuntos de pontos que seréio apresentados & rede para
um novo treinamento, €, em cada atualiiag:ﬁo, o conjunto de pontos atual ¢ normalizado. Com o
treinamento, a posi¢do do neurdnio vencedor é informada ao Filtro de Kalman, ¢ qual realiza a
corre¢fio da estimagio da mesma. As condigdes iniciais dos neurdnios nesse novo treinamento serao
iguais as condi¢des finais do treinamento anterior, ou seja, o neurdnio vencedor ¢ inicializado de

forma aleatéria somente antes de qualquer treinamento.

Aqui, o algoritmo sera validado de forma a realizar a identificagio da trajetdria do objeto alvo pela
rede neural e a estimagdo da posi¢io do neurdnio vencedor pelo Filtro de Kalman. Serfio simuladas
trés trajetérias distintas. As frajetorias serfio as da segdo anterior, com as equagdes das seguintes

curvas: Reta, Logaritmo ¢ Seno, como mostrado na Figura 4, Figura 5, e Figura 6, respectivamente.

4.1.1 — Rastreamento do Objeto Sobre a Reta

A primeira simulagio de rastreamento serd a do objeto alvo se movendo com uma trajetdria
segundo uma reta. A Figura 4 mostra a evolugdo dos pontos sobre a trajetéria. Foram plotados os

pontos para cada baricentro sobre a reta, para que fique explicita a trajetdria no qual o objeto alvo se

desloca.
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O baricentro foi inicializado na posigfo (1,0). A cada passo, o x foi incrementado em 1 para que

os pontos pudessem se deslocar sobre a reta em questio, ¢ o baricentro foi atualizado de acordo com

a seguinte fungéo:

F(x)=2*X an

Pela teoria desenvolvida na se¢dio 3, o neurdnio vencedor deve ser capaz de realizar o
rastreamento dos pontos, enquanto os perdedores devem se afastar do neurdnio vencedor. Ja o Filtro

de Kalman deve identificar a forma da rede neural.

A Figura 8 mostra todo o comportamento da rede neural e do Filtro de Kalman. As estrelas pretas
representam as condigdes iniciais das sinapses, os pontos em ciano representam os baricentros ¢ os
tragos azuis representam o treinamento das sinapses. Os pontos em azul representam a nuvem de

pontos ¢ a linha tracejada em vermelho representa a estimagio do Filtro de Kalman.

Pela figura, podemos observar que a rede neural realiza o rastreamento do objeto alvo

corretamente, enquanto o Filtro de Kalman faz a estimativa da mesma, como se havia previsto.

Figura 8— Resultado do Algoritmo com Trajetéria Retilinea
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4.1.2 - Rastreamento do Objeto Sobre o Logaritmo

Nesta simulagéo, o rastreamento serd a do objeto alvo se movendo com uma trajetéria segundo
uma fungio logaritmica. A Figura 5 mostra a evolugao dos pontos sobre a trajetdria. Foram plotados

os pontos para cada baricentro sobre a reta, para que fique explicita a trajetéria no qual o objeto

alvo se desloca, como no caso anterior.

A cada passo, o x fol incrementado em 1 para que os pontos pudessem se deslocar sobre a fungio

logaritmica, € o baricentro foi atualizado de acordo com a seguinte fung#o:

F(x)=LN(X) 12)

A Figura 9 mostra os resultados da validagio do algoritmo, e, a partir da mesma podemos

analisar ¢ comportamento do sistema.
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Figura 9— Resultado do Algoritmno com Trajetéria Logaritmica

Pela figura, vemos que tanto a rede neural quanto o Filtro de Kalman se comportam como

haviamos previsto. Apesar de esta ser uma trajetoria curva, o algoritmo funcionou como esperado.

4.1.3 — Rastreamento do Objeto Sobre o Seno

Nesta simulagido, o rastreamento serd a do objeto alvo se movendo com uma trajetéria segundo

uma funcho senoidal. A Figura 6 mostra a evolugfio dos pontos sobre a trajetoria desta simulagéo.
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Observe que esta figura foi plotada como a anterior, de forma que as mesmas caracteristicas se

aplicam aqui, exceto a forma da trajetoria. A fung@o utilizada foi a seguinte:

F(x)=Sen (X) 13)

A Figura 10 mostra os resultados do sistema. Apesar de esta ter sido uma trajetéria com grandes

mudangas, a rede neural e o Filtro de Kalman obtiveram um desempenho satisfatério.

A intengdo destas trés simulagdes foi verificar o comportamento do sistema para o rastreamento
de um objeto com tipos diferentes de trajetdrias, desde movimentos suaves a movimentos com

grandes variagdes no espago.
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Figura 10— Resultado do Algoritmo com Trajetéria Senoidal

4.1.4 — Rastreamento do Objeto com Mais de Uma Trajetéria

Nas trés segdes anteriores, o algoritmo obteve bons resultados. Mas o que acontece quando
existe mais de um objeto ? Pode acontecer que, durante o cruzamento das trajetérias, os neur8nios
se confundam e ndo realizem um bom rastreamento. Nesta se¢do sdo simuladas trajetérias com mais
de um objeto, dadas por funcdes matemadticas diferentes. Vamos validar o algoritmo em duas

situa¢des diferentes: Uma com duas e outra com trés trajetérias diferentes.

23



Na validagdo com duas trajetorias, as fungdes utilizadas para simuld-las foram as seguintes:

F1(x)=1+(1.7*x-Cos(x}) 14)

F2(x) =4+ (Seno(x)) (15)

A evolugio dos baricentros e das nuvens é mostrada na Figura 11. E mostrada a posi¢io de cada

objeto em todos 0s pontos para que se possa observar a trajetéria descrita pelo mesmo.
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Figura 11 Dois Objetos com Trajetérias Diferentes

O resultado obtido esta na. Figura 12 Analisando-a podemos ver que o rastreamento ndo é bom.
Isto se deve ao fato de os dois neurdnios rastreadores se aproximarem no cruzamento das trajetérias.
Como o objeto se aproxima de outro neurdnio, este passa a ser o neurdnio rastreador deste ponto,

enquantoc o mesmo acontece com o outro, ou s¢ja, hd uma troca no rastreamento.

Na validagdo com trés trajetorias, as fung¢des utilizadas foram as seguintes:

F1(x)=1+(1.4*x - Cos(x)) (16)
F2(x) = 44 (xt"1 .2 - (x/2)"3) 17)
F3(x) =2+ (Seno(x)) (18)
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Figura 12— Rastreamento mal sucedide de deis objetos

A Figura 13 mostra a evolugio dos baricentros e suas respectivas nuvens, como na simulagio

anterior.
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Figura 13— Trés Objetos com Trajetorias Diferentes
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Como pode ser observado na Figura 14, o treinamento dos neurénios vencedores néo foi bom. O
motivo ¢ o mesmo do caso anterior. Ja o Filtro de Kalman consegue estimar a trajetéria de cada

neurdnio.

Assim, percebe-se que a ocorréncia de cruzamento entre os alvos é um fator que pode levar a
falhas no rastreamento. Outro fator importante para determinar o sucesso ne rastreamento € o salto
dado pelas nuvens a cada intervalo de iteragdes. Quanto menor € o deslocamento das nuvens, mais

facil se torna o rastreamento,

Através de diversas simulagdes foi possivel confirmar que a posi¢éo inicial dos neurdnios é
critica para o sucesso do treinamento [13]. Uma forma de minimizar esse problema seria aumentar o
numero de neurdnios a serem treinados, esperando-se que dessa forma sempre exista um deles
proximo o suficiente a uma classe para ser atraido apenas por ela. Desta forma, existe um neurdnio
préximo ao ponto que sera treinado para fazer o rastreamento, enquanto todos os outros serdo

afastados do neurdnio rastreador.
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Figura 14- Rastreamente mal sucedido de trés objetos

4.2 — Validagido e Resultados do Algoritmo em Seqiiéncias de Imagens

Nesta segéo, o algoritmo desenvolvido sera aplicado as seqiiéncias de imagens contendo como
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objeto alvo em movimento, um avido. Uma das dificuldades em se rastrear alvos em imagens
digitais consiste na identificagiio dos pontos valides contidos na imagem. Estes pontos validos sdo o

conjunto de pixels na imagem que compde o alvo a ser rastreado.,

A Figura 7 mostra uma seqiiéncia de dez imagens para visualizagdo do movimento do avido. Em
cada imagem, o neurdnio vencedor ¢ treinado para cada um dos pixels que compdem o avido. Desta
forma, o neurdnio se aproxima do avido, realizando o rastreamento do mesmo. O Filtro de Kalman
também foi aplicado a este algoritmo, de forma a estimar a posi¢8o do neurdnio rastreador, a cada
passo de treinamento. Como dito anteriormente, ¢ conjunto de pixels do avido, em cada imagem, é
equivalente ao conjunto de pontos que formam a nuvem nas simulagSes das seg¢des anteriores. Os

resultados da validagfo do algoritmo sdo mostrados na Figura 15.
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Figura 15 — Rastreamento da Imagem com Avido

27



100-

300-

100-

100-
200

300;

Analisando a Figura 15 podemos observar que o neurdnio vencedor realiza o rastreamento do
avidio, e o Filtro de Kalman consegue estimar a posi¢do da mesma, como foi previsto.Aqui, o Filtro
de Kalman ¢ representado por um “x” em preto. Como nos casos das simula¢des realizadas com

pontos representando objetos maoveis, a quantidade de neurbnios disponiveis, as posi¢des iniciais
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Figura 16- - Rastreamento do aviiio na seqiiéncia de imagens.

dos mesmos e seus respectivos Learning Ratem tém influéncias criticas no rastreamento.
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5 - CONCLUSAO E SUGESTAO PARA TRABALHOS FUTUROS

Nesta se¢fio sera feita uma conclusio, ou seja, uma dissertagdo sobre os resultados obtidos € um

comentdrio sobre o funcionamento das ferramentas utilizadas como rastreador.

5.1 — Conclusao

No inicio da primeira fase do projeto foi feito um estudo sobre redes neurais artificiais através de
livros e artigos apresentados pelo orientador. Logo apds, foi feita uma pesquisa sobre a aplicagéo
das redes neurais artificiais no rastreamento de alvos e no reconhecimento de padrdes, além de um
estudo sobre outras técnicas de inteligéncia artificial utilizadas para resolver o problema em

abordado.

ApoGs a pesquisa, foram feitos o estudo e a implementacdo do algoritmo baseado nas redes
neurais artificiais Kohonen para a identificagio de alvos. Inicialmente, o algoritmo foi validado
através de simulagdes de rastreamento de alvos representados por grupos de pontos fixos € méveis.
A rede foi entdo treinada em diversas condi¢Bes distintas para analisar a influéneia das varidveis
envolvidas no sucesso do treinamento. Estas varidveis sdo: Learning Rate da rede neural, numero de
neurdnios na rede, posigdo inicial dos mesmos, numero de objetos e suas respectivas trajetérias.

Segue-se uma pequena conclusio sobre algumas destas varidveis:

Com as simulagdes verificou-se que a posi¢io inicial dos neurdnios é um fator de importancia
para o sucesso do treinamento, pois se existir algum neurdnio préximo ao objeto, mais rdpido o

neurdnio ira convergir para o objeto.

Verificou-se também que a adigdo de neurbnios aumenta a probabilidade de sucesso, apesar de
acarretar maior custo computacional, ou seja, o tempo de resposta do algoritmo é maior, e isto é

prejudicial ao sistemna, ja que o mesmo deve realizar o rastreamento em tempo real.
Além disso, comprovou-se¢ que o cruzamento dos alvos méveis pode dificultar o rastreamento,
pois as distancias entre os alvos e os neurdnios rastreadores podem ser diferentes no cruzamento, o

que gera uma troca de neurdnio rastreador nos alvos.

Apos 1sto, o algoritmo foi implementado com seqiiéncias de imagens digitais, na tentativa de

realizar o rastreamento do objeto que se movia. O algoritmo foi implementado de forma que, a cada
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imagem retirada da seqliéncia, o neurdnio recebia um treinamento para cada pixel que representava
o objeto na imagem. O rastreamento realizado pela rede neural apresentou resultados satisfatdrios

de tal forma que conseguiu identificar a trajetéria do objeto-alvo.

Na segunda fase do trabalho, foi implementado o Filtro de Kalman no algoritmo da rede neural,

na tentativa de estimar a posi¢do da mesma em cada passo de seu treinamento.

Primeiramente, o filtro foi aplicado aos algoritmos com trajetérias simuladas por equac¢des
matematicas e objetos representados por pontos. Simulagdes mostraram que o filtro apresenton uma

boa estimativa da rede neural, conseguindo identificar sua forma.

Posteriormente, o filtro foi aplicado aos algoritmos com seqiiéncias de imagens digitais.

Verificou-se que o filtro realizou uma estimativa satisfatéria da rede neural.

Entretanto, outros critérios de validagiio podem ser adotados na implementagdo do algoritmo
rastreador, utilizando para as mesmo outras técnicas existentes, ou simplesmente modificando a

forma como as ferramentas foram utilizadas neste trabalho.

5.2 — Sugesties Para Trabalhos Futuros :

QOutros trabalhos podem ser realizados utilizando as ferramentas ou até mesmo a idéia
empregada aqui. A utilizagdo das mesmas, podem ser feitas com variagBes nas pesquisas e nas
implementagdes, de forma a minimizar alguns erros gerados pela rede neural. Seguem-se aqui
algumas sugestdes:

1. A pesquisa de como minimizar a chance de um neurdnio rastrear dois alvos diferentes, no

caso do treinamento de apenas um neurdnio envolvendo mais de um alvo.

2. O estudo e implementagéo de técnicas que evitem que neurdnios troquem de alvos quando
ocorre o cruzamento dos mesmos durante 0 movimento, no caso do treinamento de mais de
um neurdnio.

3. A pesquisa e validagdo de outras formas de implementagdo do Filtro de Kalman como
estimador da rede neural ou como um rastreador propriamente dito.

4. Estudo tedrico e implementagdo pratica de formas variadas do Filtro de Kalman, como o

Filtro de Kalman Estendido, Filtro de Kalman-Bucy e outras variagdes.
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5. Implementagdio de um algoritmo que simule trajetérias tridimensionais para realizar o
rastreamento do mesmo, ou generalizar o caso, desenvolvendo um sistema que rastreie o

objeto alvo, qualquer que seja sua trajetéria ou dimensio..
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