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RESUMO

A regiao central da Bacia Amazodnica é caracterizada por ter uma vegetacao densa
e condigoes atmosféricas favoraveis para o desenvolvimento de tempestades severas
e com alta incidéncia de raios. Diante disso, foi desenvolvido neste trabalho um es-
tudo de algumas parametrizagoes através de técnicas de aprendizado de maquina
para prover subsidios para o desenvolvimento de sistemas de previsao de descargas
elétricas a curto prazo, levando em consideracao as condigoes locais dessa regiao.
Essas parametrizagoes partiram de conclusoes obtidas na andlise exploratoéria dos
dados de radar meteoroldgico e da selecao de variaveis por meio de classificagdoes com
a arvore de decisdo. Além disso, foram criados modelos baseados na rede neural per-
ceptron multicamadas (MLP) com diversas configuragoes de entrada e variagoes dos
seus principais hiper-parametros, que tiveram como intuito avaliar a sensibilidade
das variaveis em diferentes intervalos de tempos anteriores a previsao. As previsoes
foram feitas para 12 minutos a frente, utilizando os valores das variaveis em instantes
anteriores a previsao: t-1 (12 minutos); ¢-2 (24 minutos); e ¢-3 (36 minutos). Embora
a maioria das variaveis meteorologicas utilizadas possuam dependéncias temporais
mais restritas, os modelos que utilizaram os trés instantes de tempo, tiveram me-
lhor desempenho. Junto com a degradacao dos dados de entrada e informacgoes sobre
as caracteristicas dos perfis de refletividade radar foi possivel definir critérios que
podem ajudar na melhorias das previsoes de raios via redes neurais.

Palavras-chave: Tempestades severas. Raios. RADAR. Anélise exploratéria de da-
dos. Inteligéncia artificial.
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USE OF NEURAL NETWORKS TO PREDICT
CLOUD-TO-GROUND LIGHTNING FROM RADAR DATA: A CASE
STUDY IN THE AMAZON

ABSTRACT

Lightning associated with severe storms can cause several socio-economic problems.
Due to its high convective activity, predominantly equatorial location, and large
territorial extension, Brazil is one of the countries where the highest incidence of
lightning strikes occurs globally. Studies show that the most significant cause of
human fatalities related to storms in Brazil is associated with lightning and that
a large part of them appear in rural areas. The material damages caused by these
events are also very recurrent. Therefore, the interest in creating forecasting systems
for this natural event is of paramount importance. However, several challenges are
associated with the creation of lightning forecasting systems. Sometimes these chal-
lenges are related to the characteristics of the event itself, such as its high variability
and its relationship with complex physical processes that are difficult to model com-
putationally. The local factors that can influence the development of electrically
active storms should also be considered. The central region of the Amazon Basin
is characterized by dense vegetation and favorable atmospheric conditions for the
development of severe storms and a high incidence of lightning. Therefore, a study
of some parameterizations through machine learning techniques was developed in
this work to provide subsidies for the development of lightning forecasting lightning
in the short-term systems, considering the local conditions of the central region of
the Amazon Basin. These parameterizations started from conclusions obtained in
the exploratory analysis of meteorological radar data and the selection of variables
through classifications with the decision tree. In addition, models based on the neu-
ral network multilayer layer perceptron (MLP) with different input configurations
were created to evaluate the sensitivity of the variables at different time intervals be-
fore the forecast. The forecasts were made for 12 minutes ahead, using the previous
times values of the variables: ¢-1 (12 minutes); t-2 (24 minutes); and ¢-3 (36 min-
utes). Although most meteorological variables used have more restricted temporal
dependencies, the models that used three previous time instants performed better.
Along with the degradation of the input data and information on the characteristics
of the radar reflectivity profiles, it was possible to define criteria that can help to
improve the lightning forecasts via neural networks.

Keywords: Severe storms. Lightnings. RADAR. Exploratory data analysis. Artificial
intelligence.
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1 INTRODUCAO

As tempestades severas sdo responsaveis por causarem diversos problemas socioe-
conomicos. Esse tipo de fendomeno natural tem as descargas elétricas atmosféricas
como uma de suas principais caracteristicas. O Brasil é um dos paises onde sao regis-
tradas as maiores incidéncias de raios durante o ano, chegando a serem registrados
aproximadamente 77,8 milhdes por ano, de acordo com estimativa feita pelo Grupo
de Eletricidade Atmosférica (ELAT)' do Instituto Nacional de Pesquisas Espaciais
(INPE). A grande incidéncia de raios no pais tem relagdo sobretudo com sua grande
extensao territorial e alta atividade convectiva, devido sua localizagao predominan-
temente em regiao tropical, tornando-o propicio para ser um dos principais pontos
onde acontecem esses eventos (ALBRECHT et al., 2016).

Os raios podem causar grandes riscos e prejuizos a sociedade. As fatalidades humanas
em decorréncia dos raios sao uma das principais preocupacoes quando se trata das
condigoes de severidade. Com base nos dados registrados durante o periodo de 2000
a 2009 pela Secretaria Nacional de Defesa Civil e Ministério da Satde no Brasil,
Cardoso et al. (2014) realizaram um estudo acerca das fatalidades causadas por raios
no pais, identificando uma média de 132 mortes por ano. A maioria das fatalidade
humanas causadas por raios estao relacionadas as atividades rurais, onde as pessoas

ficam mais expostas as tempestades (CARDOSO et al., 2014).

Além do risco direto iminente a vida humana, os raios também sao responsaveis por
uma outra série de problematicas. Alguns setores podem sofrer grandes prejuizos em
consequeéncia da ocorréncia de descargas elétricas, dentre eles o da aviagao, servigos

de transmissdo de energia e comunicacao e agropecudria (CARDOSO, 2017).

As tempestades severas com alta atividade elétrica no Brasil podem ser monitoradas
principalmente por meio das redes de detecgdo de raios, radares e satélites meteo-
rolégicos. Os instrumentos de observacao utilizados para o monitoramento de raios,
complementados por dados de radares, possuem alta resolucao espacial e temporal,
podendo auxiliar em estudos de aspectos importantes relacionados aos processos
fisicos das tempestades elétricas (HUAMAN, 2018). No entanto, embora alguns des-
ses instrumentos de superficie cubram todo o territério brasileiro (e.g. STARNET),
ainda h4 limitagoes de cobertura continua em algumas regides do Brasil (HUAMAN,
2018). Essas limitagoes estao relacionadas principalmente com a falta de cobertura

dos radares meteorologicos.

Thttp://www.inpe.br /webelat /homepage/menu/el.atm /perguntas.e.respostas.php



Os satélites também sao instrumentos que contribuem com grande parte da demanda
de dados meteorologicos no Brasil. A nova geracao de satélites Geostationary Opera-
tional Environmental Satellite (GOES-16), langado pela National Oceanic and At-
mospheric Administration (NOAA) em 2016, possibilitou avangos significativos com
o fornecimento de dados para todo o Hemisfério Ocidental com resolugoes temporais
e espaciais maiores que seus antecessores (NOAA, 2016). Os principais instrumentos
a bordo deste satélite sao o Advanced Baseline Imager (ABI), que fornece imagens
em 16 bandas espectrais da superficie e atmosfera com resolucao espacial de até 500
metros e o Geostationary Lightning Mapper (GLM), detector 6ptico que opera no
infravermelho-proximo detectando eventos de alta velocidade e natureza transiente
na atmosfera que indicam a presenga de descargas elétricas (SCHMIT et al., 2005;
GOODMAN et al., 2012; GOODMAN et al., 2013).

Os raios sdo eventos de natureza aleatéria (LOBODA, 2009; RAKOV, 2009), e que
diante de uma tempestade nao podem ser ignorados, restando a ardua tarefa de mi-
tigar o maximo possivel os danos que eles podem causar. Os sistemas para previsao
de tempestades e raios podem desempenhar um papel importante nesse cenario, aju-
dando as autoridades competentes e defesa civil na tomada de decisoes estratégicas
e alguns setores para o planejamento de suas atividades. O Brasil possui caracteristi-
cas e padroes meteorologicos bastante variados, sendo assim, sistemas para previsao
desenvolvidos para a regiao podem nao funcionar muito bem para outras (SILVA et
al., 2019). A antecipagao de informagoes confidveis a respeito da evolugao de eventos
que podem causar danos, como as tempestades severas, é de suma importancia para
a fundamentacao de tomadas de decisao das entidades competentes e alertar a popu-
lacao sobre os possiveis riscos. A antecipacao dessas informacgoes a curtissimo prazo
¢ denominada nowcasting, escala temporal utilizada para previsoes meteorologicas
em até 6 horas (BROWNING, 1980; CALHEIROS et al., 2016).

Durante os anos de 2014 e 2015 aconteceram os experimentos da campanha GoA-
mazon na regiao central da Bacia Amazdnia (MACHADO et al., 2018). Durante os
experimentos foram utilizados diversos instrumentos com o intuito de estudar as
caracteristicas meteoroldgicas do ponto de vista natural e sob a influéncia humana
na regiao nos periodos chuvosos, seco e de transicdo (MARTIN et al., 2015). Os dados
obtidos pela campanha GoAmazon serviram como base para diversos estudos para
um melhor entendimento dos regimes precipitantes e sua influéncia na formagao e

intensificagao das atividades elétricas (PEREIRA, 2019).



O uso de técnicas de inteligéncia artificial na previsao de tempestades severas tem
mostrado resultados promissores. Além das tarefas de previsoes de tempestades, as
abordagens baseadas em inteligéncia artificial sao amplamente utilizadas em diver-
sas outras aplicagoes associadas a eventos meteorologicos: previsao de chuva (AL-
LEN; MARSHALL, 1994; DESHPANDE, 2012; ESTEVES et al., 2019; VELASCO et al.,
2019), previsao de descargas elétricas (FRANKEL; DRAPER, 1992; MINIERE et al.,
1996; EMAMGHOREISHI et al., 2001; ABDULLAH et al., 2018; RAMZI et al., 2018), pre-
visao de tempo severo (MARZBAN; WITT, 2001; CHAUDHURI, 2010; SILVA et al., 2017;
CHAKRABARTY et al., 2018), dentre outras. A partir de dados obtidos através de ins-
trumentos de observacao, os algoritmos de aprendizado de maquina, que entre eles
se destacam as redes neurais artificiais, podem encontrar padroes, que com a in-
terpretacao dos especialistas, podem prover novas informacgoes que sao importantes
para a melhoria de sistemas de previsao. Que por sua vez podem ser tao robus-
tas quanto os métodos tradicionais de previsao baseado em modelos matematicos e
fisicos (COLLINS; TISSOT, 2016).

Redes neurais sao técnicas muitas vezes consideradas "caixas pretas'. Contudo, em
ciéncia exatas esta é uma abordagem que apresenta uma certo grau de resisténcia
pela comunidade, que visa entender os processos fisicos e assim modela-los. Neste
estudo, a ideia de realizar testes de sensibilidade é justamente para entender os
impactos de diferentes configuragoes nos resultados da rede neurais escolhida. Logo,
espera-se que os modelos aqui criados nao sejam os melhores a serem implementados
com o proposito de realizar previsoes de raios satisfatorias. Este estudo visa apenas
definir os desafios e estratégias para as proximas geragoes de modelos de previsao

de raios usando dados de radares meteorologicos.

Diante do exposto, este trabalho visou caracterizar a distribui¢do dos raios nuvem-
solo na regiao da Bacia Amazonica e apresentar subsidios para o desenvolvimento de
sistemas de previsao a curto prazo utilizando técnicas de aprendizado de maquina.
Visto que existem diversos aspectos que devem ser considerados do ponto de vista
de ciéncias de dados e meteorologia, que sao um desafio para a previsao de raios
do tipo nuvem-solo. Uma vez que esses sistemas nao sdo tao frequentes quanto os
outros tipos e ainda precisam de maior aprofundamento sobre sua génese. Ainda,
os dados utilizados neste estudo como preditores, ou seja, os dados de radar, sao
frequentemente afetados por problemas sistematicos e méa representatividade de al-
gumas de suas medidas. A juncdo de ambos os dados, sensores de raios e radar,
apresentam certas limitacoes que precisam ser contabilizadas e ajustadas para sua

melhor co-localizacdo. Em suma, nao é uma tarefa trivial. Contudo, este trabalho



focou na melhor descricao dos aspectos técnicos e cientificos necessarios para o uso
de aprendizado de maquina na previsao de raios nuvem-solo, considerando suas li-

mitagoes.
1.1 Objetivos

O nowcasting tem como caracteristica principal levar em consideragao as condigoes
ambientais locais e assimilar a maior quantidade de informac¢des no menor tempo
possivel. Neste sentido, para prever condigoes de ocorréncia ou cessacao de raio
(neste estudo o tipo nuvem-solo) sobre a regiao central da Bacia Amazdnica, o
uso de inteligéncia artificial se mostra uma ferramenta promissora. Principalmente,
devido a sua capacidade de generalizacao e rapidez de decisao. Logo, o objetivo
geral deste trabalho foi analisar os impactos de diferentes abordagens na previsao
de raios nuvem-solo via redes neurais artificiais. Para tanto foi necessario antes
entender as caracteristicas dos padroes espaco-temporal dos raios sobre a regiao
de estudo e sua relacdo com as possiveis variaveis preditoras. Assim, elucidando
questoes importantes no desenvolvimento de um sistema de previsdo de descargas

elétricas. Com base no objetivo geral, os principais objetivos especificos foram:

e Realizar um estudo aprofundado da literatura a respeito das principais
metodologias empregadas no desenvolvimentos de sistemas de previsao de

tempestades a partir de algoritmos de inteligéncia artificial;

o Identificar na literatura as principais técnicas para selecio de varidveis

meteorolbgicas para previsao de raios;

« Explorar a variabilidade dos raios com relacdo a aspectos intrinsecos da

regiao, como caracteristicas de superficie, ciclo diurno e estagoes;

» Analisar o impacto das relagoes sincronas e assincronas entre as variaveis

meteoroldgicas e a atividade/inatividade de raios;

o Avaliar o impacto de diferentes configuracoes de entrada e hiper-
parametros dos modelos de aprendizado de maquina para a previsao da

atividade de raios a curto prazo.



2 REFERENCIAL TEORICO

Ao decorrer deste capitulo serdo apresentados alguns dos conceitos fundamentais
para o pleno entendimento deste trabalho. Na Se¢ao 2.1 sera apresentada uma visao
geral acerca das tempestades, bem como o processo de eletrificagao de suas células e
condigoes favoraveis para a ocorréncia de descargas elétricas atmosféricas. Na Sec¢ao
2.2 serao apresentadas as principais abordagens utilizadas no desenvolvimento de
sistemas de previsao de fendmenos meteoroldgicos, com énfase na previsao de tem-
pestades severas e descargas elétricas em escala de nowcasting. Na Secao 2.3 serdao
expostas as principais variaveis meteorologicas utilizadas para a previsao de tem-
pestades severas. E por fim, na Secao 2.4 serd apresentada a influéncia da superficie

na formacao de tempestades severas.
2.1 Visao geral sobre tempestades

De acordo com o glossario da Sociedade Americana de Meteorologia, as tempestades
sdo caracterizadas por quaisquer perturbacoes ou instabilidade na atmosfera que
podem acarretar na ocorréncia de raios, granizos e fortes chuvas e ventos (AMS,
2012). As tempestades severas, também conhecidas como células convectivas, sao
caracterizadas por possuirem um ciclo de vida curto, alcance pequeno e forte poder
destrutivo (WANG et al., 2020).

Segundo Ravi et al. (1999), todo o ciclo de vida de uma tempestade isolada dura
em média entre 30 minutos e uma hora, salvo em casos excepcionais. Geralmente
o raio de agdo dos radares meteorologicos possuem cobertura suficiente para iden-
tificar e monitorar todo o ciclo de vida das células de tempestades (WANG et al.,
2020), pois sua extensao horizontal pode variar entre 8 e 16 km quando encontra-se
plenamente desenvolvida (YU et al., 2006 apud WANG et al., 2020). O poder destru-
tivo das tempestades pode causar diversos problemas sécio-econdémicos oriundo dos
seguintes eventos: enchentes (proveniente das fortes chuvas), fortes ventos, granizo

e descargas elétricas atmosféricas (MOLLER et al., 1994).

As tempestades convectivas sdo desenvolvidas principalmente em nuvens do tipo
cumulonimbus, a qual possui grande extensao vertical que se desenvolve a partir das
fortes correntes de ar ascendentes, componente vertical de transferéncia de calor por
convecgao e outros processos termodindmicos (COLLINS; TISSOT, 2016). Geralmente,
as células de tempestades possuem um ciclo de vida bem definido (BYERS; BRAHAM,
1948; WALLACE; HOBBS, 2006; WANG et al., 2020).



Figura 2.1 - Esquema do ciclo de vida da célula de tempestade.
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Esquema dos estagios durante o ciclo de vida de uma tempestade, onde (a) estagio cumulus,
(b) estdgio maduro e (c) estdgio de dissipagdo. A escala horizontal da figura estd reduzida
em cerca de 30% em relagao a escala vertical.

Fonte: Wallace e Hobbs (2006).

Segundo Byers e Braham (1948), o ciclo de vida das tempestades ¢ dividido em trés
estagios: cumulus, maduro e dissipacao, conforme mostrado na Figura 2.1. O estagio
cumulus (Figura 2.1a) marca o inicio do desenvolvimento das células de tempes-
tades. Esse estagio é caracterizado principalmente pelas correntes ascendentes, que
sao oriundas do ar quente e imido vindo de niveis inferiores, fortalecendo assim a
sua intensificagdo e crescimento vertical (BYERS; BRAHAM, 1948). O estagio maduro
(Figura 2.1b) é marcado pelo inicio da precipita¢ao e geragao do fluxo de ar descen-
dente que acontece em paralelo com as fortes correntes de ar ascendentes (WANG et
al., 2020). No estagio de dissipagao (Figura 2.1c) o topo da nuvem se aproxima da
tropopausa e comecga a se espalhar horizontalmente (WALLACE; HOBBS, 2006). De
acordo com Wallace e Hobbs (2006), a medida que a precipitagao se desenvolve nessa
ultima fase, o fluxo de ar descendente gradativamente se torna mais intenso que as
correntes ascendentes, impedindo que as goticulas de nuvem continuem crescendo
por consequéncia da falta da corrente de ar supersaturada que nao é mais gerada

devido ao processo de dissipacao que ja contempla toda a nuvem.



Na subsecao a seguir serao apresentados alguns dos processos que levam a eletrifi-

cacao de nuvens e ao possivel surgimento de descargas elétricas nas tempestades.
2.1.1 Processo de eletrificagao das nuvens

A eletrificacdo das nuvens é um processo caracteristico no desenvolvimento das tem-
pestades. Esse processo acontece em consequéncia da separacao das cargas elétricas
resultantes dos movimentos verticais do ar e das particulas que compoem as nuvens
(LHERMITTE; WILLIAMS, 1983). Ainda segundo os autores, as teoria da convec¢ao e
precipitacao sao as principais hipoteses que buscam descrever o processo de criagao

e desenvolvimento da estrutura elétrica das nuvens.

Uma das hipoteses para o processo de eletrificacao das nuvens se baseia no trans-
porte de cargas por convecgdao, acumulando-as em regioes especificas das nuvens
(LHERMITTE; WILLIAMS, 1983). Esse processo faz parte das teorias propostas por
Grenet (1947) e Vonnegut (1955), em que os hidrometeoros capturam os fons livres
presentes na atmosfera. Os ions positivos sao conduzidos pelas correntes ascendentes
até a parte superior da nuvem, que por interagao eletrostatica acabam conduzindo
os ions negativos, aprisionando-se em estreitas camadas das nuvens, denominadas de
camadas de blindagem (GRENET, 1947; VONNEGUT, 1955; FAZOLO, 2019; PEREIRA,
2019). As eventuais correntes descendentes de ar que se originam durante o desen-
volvimento da nuvem, comegam a coexistir com as correntes ascendentes, fazendo
com que a camada de blindagem se desloque para a base da nuvem, originando
novos centros de cargas, que realimentam o processo (VONNEGUT, 1955; FAZOLO,
2019; PEREIRA, 2019). Embora essa hipétese seja eficiente para explicar o carre-
gamento elétrico das nuvens, principalmente em niveis mais altos da atmosfera, o
processo de eletrificagdo baseado na precipitacao é a principal hipétese que descreve

esse procedimento.

A teoria da precipitacdo é a mais utilizada para descrever o processo de eletrifi-
cacdo das nuvens, e baseia-se principalmente na concentracao de cargas negativas
e positivas acumuladas em niveis diferentes da atmosfera por influéncia dos movi-
mentos verticais dos hidrometeoros, que acontecem em decorréncia das correntes de
ar ascendentes e for¢a da gravidade (LHERMITTE; WILLIAMS, 1983). A eletrificagao
das nuvens baseia-se principalmente na teoria da precipitagdo, e pode ser explicada

pelos processos denominados de nao-indutivo e indutivo.



O processo nao-indutivo nao depende de um campo elétrico e é caracterizado pela
separacao de cargas através das colisoes entre as particulas de gelo em acregao (ri-
mers) e outras particulas de gelo menores, como os cristais de gelo (REYNOLDS et
al., 1957; CARANTI, 1980). A colisdo faz com que as particulas de gelo em acregao
tornem-se carregadas negativamente e concentrem-se no meio da nuvem, enquanto as
particulas mais leves adquirem sinais opostos e sao conduzidos através das correntes
ascendentes para os niveis mais altos do sistema (REYNOLDS et al., 1957; CARANTI,
1980; PEREIRA; ALBRECHT, 2016). O processo indutivo é baseado nos mecanismos
de carregamentos microfisicos propostos por Sartor (1963) e Latham (1981). Di-
ferente do processo nao-indutivo, o processo indutivo depende da presenca de um
campo elétrico. Este campo elétrico induz a polarizacao dos hidrometeoros que estao
em movimentos verticais no interior das nuvens, concentrando as cargas negativas
na parte superior e as cargas positivas na parte inferior da particula. Ao colidirem,
as particulas transferem cargas entre si, deixando as maiores carregadas negati-
vamente no centro da nuvem ou na base da nuvem e as menores ficam carregadas
positivamente e sobem com as correntes ascendentes (SARTOR, 1963; LATHAM, 1981;
FAZOLO, 2019; PEREIRA, 2019).

O processo de eletrificacao acontece, geralmente, em nuvens convectivas a partir de
uma extensao vertical apropriada, indicando um certo grau de desenvolvimento da
tempestade. Tal processo, é o principal fator para o favorecimento da ocorréncia de
descargas elétricas, que acontecem quando é estabelecido um campo elétrico em um
intervalo que separam as cargas elétricas de sinais opostos e sua rigidez dielétrica é

quebrada. A subsecao seguinte discute sobre a definicdo de uma descarga elétrica.
2.1.2 Descargas elétricas atmosféricas

As descargas elétricas atmosféricas tém sido alvo de estudos desde os tempos de
Benjamin Franklin (1706-1790), quando o préprio cientista, em 1752, realizou um
dos primeiros experimentos com este fenémeno da natureza. O experimento consis-
tia em soltar durante uma tempestade uma pipa manipulada por um fio de seda,
o instrumento recebia cargas elétricas advindas de raios e descia até uma chave de
metal onde o fio estava preso. Com isso, Franklin acaba descobrindo de forma con-
cisa a natureza elétrica das descargas, dando origem ao primeiro tipo de para-raios
(KRIDER, 2006).



Segundo uma definigdo dada em Rakov (2016, p. 1), o raio é uma descarga elétrica
transitoria de alta corrente no ar composta por gas ionizado, cuja a temperatura
pode chegar até 30000 K, cinco vezes a temperatura da superficie do sol. O rompi-
mento da resisténcia do ar pelo canal ionizado por onde o raio se desenvolve, que
acontece entre dois centros de cargas de polaridade oposta, faz com que seja gerado
um aquecimento intenso acompanhado de efeitos luminosos (conhecidos como relam-
pagos) e sonoros (conhecidos como trovoes) (VISACRO, 2005, p. 40). Embora os raios
se desenvolvam tipicamente a partir de tempestades convectivas, outros processos
também podem provocar esse evento como as tempestades de neves (MARKET; BEC-
KER, 2009), tempestades de areia (SISSAKIAN et al., 2013) e a fumaga das erupgoes
vulcanicas (BENNETT et al., 2010). Este trabalho esta delimitado dentro do escopo

dos raios presentes nas tempestades convectivas.

De acordo com as defini¢oes e terminologias definidas nos estudos de Schonland
(1956) e Uman e McLain (1969), as descargas elétricas mais comuns podem ser
classificadas em nuvem-solo (CG - sigla do inglés, cloud-to-ground) e intra-nuvem
(IC - sigla do inglés, intra-cloud). O raios CG sdo aqueles que interagem entre as
nuvens e a superficie da terra ou com objetos sobre ela (e.g. construgoes, arvores,
etc), podendo estes serem positivos (CG+), quando cargas de prétons trilham em
dire¢do ao solo, ou negativos (CG-), quando particulas de elétrons vao de encontro
ao solo a partir das nuvens (SHAFER et al., 2000; LYNN et al., 2012). Os raios IC
sao considerados as descargas elétricas que nao interagem com a superficie da terra,
podendo acontecer tanto dentro no interior de uma nuvem, como também interagir

com outras nuvem ou com o ar (WILLIAMS, 2001, p. 550-552).

O interesse em compreender a frequéncia de raios sobre a Terra tem sido objeto de
estudo desde muito tempo, sendo o trabalho de Brooks (1925) um dos precursores.
Conforme estimativa feita por Rakov (2016, p. 1), a taxa global de raios varia entre
algumas dezenas até 100 por segundo. Segundo extrapolagao feita a partir do tra-
balho de Stano (2012), no qual estuda as tempestades do verao de 2010 na Flérida,
estima-se que a taxa global de raios intra-nuvem ¢ muito superior ao tipo nuvem-solo,

variando de 75% para até 99% das ocorréncias, dependendo da tempestade.

As descargas atmosféricas sao utilizadas como importantes indicadores para o moni-
toramento estratégico de tempestades, pois estao diretamente associados a condig¢oes
de tempo severo, como as fortes correntes de ar ascendente (DEIERLING; PETERSEN,
2008). Trabalhos como o de MacGorman e Nielsen (1991), Williams et al. (1999),

Gatlin e Goodman (2008) mostram que existe uma forte correla¢ao entre a ocor-



réncia de descargas elétricas e condi¢des de tempo severo. Sendo assim, a maioria
dos sistemas de previsao de descargas atmosféricas, segundo Wu et al. (2018), sdo
construido sob sistemas de previsao imediata de tempestades, também conhecidos

como sistemas de nowcasting, conceito proposto por Browning (1980), e susodito.
2.2 Sistemas para previsao e monitoramento de tempestades

O nowcasting, conceito introduzido por Browning (1980), é a previsao do tempo em
um periodo curto de até 6 horas, com a utilizagdo de diversas técnicas e fontes de
dados. Segundo Browning, as técnicas de nowcasting proporcionam uma alta taxa de
acerto nos instantes imediatamente apos o atual, e decaem a medida que a previsao
se estende para tempos muito a frente, uma vez que a maior parte das técnicas parte

de metodologias de extrapolagao espacial e temporal.

Neste sentido, esta secao foi dividida em sistemas tradicionais e aqueles que usam

técnicas de TA.
2.2.1 Sistemas tradicionais

Uma das primeiras abordagens com o intuito de realizar a previsao do tempo foi
proposta por Richardson (1922), e tinha como objetivo prever para um determinado
local a pressao atmosférica com a antecedéncia de 6 horas. Devido as limitagoes
computacionais da época, a previsao nao foi tao eficiente, porém abriu-se as possibi-
lidades para que a ideia fosse progredida até chegarmos nos complexos sistemas de
previsao do tempo que temos nos dias atuais (FREITAS et al., 2017; NCAR, 2019). Com
0s avancos computacionais que ocorreram na década de 1950, os mapas com previsao
do tempo comegaram a serem produzidos de forma rotineira, tendo maquinas com
dedicagao exclusiva para tal aplicacio (MOURA, 1996). Embora as abordagens de
previsao do tempo atuais tenham tido uma grande evolucao, ainda continua sendo
um processo continuo, com muitos dados multidimensionais dinamicos e cadticos,

fazendo com que essa tarefa ainda seja um grande desafio (FATHI et al., 2021).

A maioria dos sistemas de previsao atualmente sdo baseados em modelos mate-
méticos conhecidos como modelos de previsdo numérica de tempo (NWP - sigla
do inglés, numerical weather prediction), introduzidos por Richardson (1922) e que
usam o processo de assimilacao de dados para melhorar os resultados das previsoes
(FREITAS et al., 2017; NCAR, 2019). O processo de assimilagao de dados usa o NWP
como problema de valor inicial e as condi¢oes atuais da atmosfera para prever a sua

evolugao no futuro com a maior precisao a possivel (NAVON, 2009, p. 22). Além de
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previsoes a curto prazo, os modelos de previsao baseados em NWP, também, podem

realizar previsdes para escalas climéticas a longo prazo.

Ao longo dos anos diversos algoritmos foram desenvolvidos a partir de técnicas de
extrapolacao para a previsao de tempestades. Entre eles podemos citar o The Fo-
recasting and Tracking the Evolution of Cloud Clusters (ForTraCC) (VILA et al.,
2008) que tem como propdsito fazer o rastreio e previsdo das estruturas morfoldgi-
cas das nuvens associadas com sistemas convectivos de mesoescala (SCM) a partir
de imagens do satélite meteorologico GOES. Com base na utilizagdo conjunta das
ferramentas ForTraCC e do Hydro-Estimator (VICENTE et al., 1998), do qual trata-se
um estimador de precipitacao global a partir de informagoes de satélite e modelos
meteoroldgicos, Calheiros (2008) desenvolveu o HydroTrack, uma ferramenta na qual
realiza a previsao a curto prazo da precipitagao nas regioes sul e sudeste do Brasil
com base em analises estatisticas do ciclo de vida das estruturas de precipitacao em
SCM. Também com base em técnicas estatisticas e de extrapolagao, Dixon e Wiener
(1993) propuseram o Thunderstorm Identification, Tracking, Analysis, and Nowcas-
ting (TITAN), algoritmo que realiza a identifica¢do, monitoramento e previsao de

tempestades em tempo real a partir de dados de radares meteorologicos.

Embora as abordagens pontuadas até agora sejam tradicionalmente mais utilizadas
em sistemas de previsao, os algoritmos baseados em IA e aprendizado de maquina
(ML - sigla do inglés, machine learning) tem mostrado uma grande eficiéncia nos 1l-
timos anos. A robustez desses modelos fazem com que tarefas complexas de previsao
sejam executadas em um tempo curto e de forma robusta. Isso acontece pois, uma
vez que os modelos de ML estao treinados (tarefa que que pode exigir um tempo
e custo computacional maior), a previsdo acontece através da sua ativagdo com os

novos dados de entrada.

As se¢oes seguintes descrevem algumas técnicas aplicadas a meteorologia que utili-

zam inteligéncia artificial.
2.2.2 Sistemas baseados em inteligéncia artificial

Em 1990, durante a 16th conference on Severe Local Storms que aconteceu no Ca-
nadé, foi apresentado por Moninger (1990) uma visao geral do cenario da IA aplicada
na previsao de tempestades, o que acabou encorajando o desenvolvimento de novas
pesquisas usando essa abordagem, principalmente empregando o uso das redes neu-
rais artificiais (MCCANN, 1992).
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2.2.2.1 Redes neurais artificiais

As redes neurais artificiais (RNA) sdo sistemas motivados pela capacidade que o
cérebro tem em realizar uma computacao de dados massivamente paralela e dis-
tribuida, permitindo a realizacao de tarefas complexas tal como o reconhecimento
de padroes (HAYKIN, 1994, p. 23). Elas sdo representadas através de grafos direcio-
nais ponderados, no qual simulam o processo de sinapse da malha neural bioldgica,
onde os neurdnios sao representados pelos vértices da estrutura e a transferéncia
da informacao é feita com base nos pesos atribuidos as arestas apods aplicar uma
funcdo matematica de ativacao ou nao do neurénio. A informacao que chega ao final
do grafo é comparada com a informagao real, e entao tem os seus pesos atualizados
com base na propagagao do erro (HAYKIN, 1994; HASSOUN, 1995; NUSSBAUM; CHAF-
FIN, 1996). Baseado no padrao de conexao do grafo (arquitetura), as RNA podem
ser classificadas em dois grupos (JAIN et al., 1996): feedforward e feedback. A Figura
2.2 mostra os dois principais grupos de conexao da RNA, bem como algumas de
suas respectivas redes. De forma geral, esses dois grupos se distinguem pela forma
que ¢é feito o fluxo de informagoes entre os neurénios. Enquanto que, nas redes do
tipo feedforward os neurdnios transmitem as informacoes somente para as camadas
subsequentes, as redes feedback podem conter loops em seus neuronios, ou seja, as
informagoes podem ser ativadas e utilizadas pelos mesmos neurdnios. Além disso,
as redes feedfoward possuem uma topologia direcionada, ja as redes feedback podem
ter topologias ciclicas, em que todos os neurdnios sdo inter-conectados (JAIN et al.,
1996).

Figura 2.2 - Ramificacdo das principais redes neurais artificiais.

Redes Redes Redes de
> L — — N — , ,
; Feedback e Recorrentes Competitivas Redes ART Hopfield LSTM. GRU, ETC
|
Redes Neurais
Artificiais
I
éé E Redes _ Perceptron || Perceptron | | Redes de Funcdo | | Rede
Feedforward Unica Camada Multicamada Base Radial Convolucionais

Fonte: Adaptado Jain et al. (1996).
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Uma das principais caracteristicas das RNA é a sua nao linearidade intrinseca, o
que pode proporcionar uma vantagem em relagdo aos métodos lineares na descri¢ao
de eventos meteorologicos complexos (MANZATO, 2007). Um dos modelos de RNA
mais utilizado é multilayer perceptron (MLP). Com o intuito de prever tempestades
a curto prazo, McCann (1992) propos a implementacao de duas MLPs para prever os
valores de alguns indices de instabilidade atmosférica em regioes diferentes. As RNAs
foram treinadas com configuracoes distintas, variando seu niimero de neur6nios nas
camadas ocultas e sua fungao de ativagao, tendo como entrada a sensibilidade aos
padroes que os especialistas em previsoes reconheciam como fatores que indicavam
a ocorréncia de fortes tempestades, como os valores dos indices de levantamento e

convergéncia da umidade na superficie.

As redes MLP pertencem ao grupo das arquiteturas do tipo feedforward, ou seja, as
informacgoes processadas pelos neurdnios sao transmitidas somente para as camadas
subsequentes. O outro grupo possui arquiteturas que incluem também loops os quais
permitem armazenar as informacgoes processadas pelo proprio neuronio. Nesse grupo
estao as redes neurais recorrentes (RNN, sigla do inglés, recurrent neural network).
O método de funcionamento das RNN tradicionais usam suas conexoes de feedback
para armazenar as representacoes de eventos de entradas recentes, agindo como uma
memoéria de curto prazo. A partir desse modelo surgiram outras variantes de redes
recorrentes como a Long Short-Term Memory (LSTM) (HOCHREITER; SCHMIDHU-
BER, 1997) e Gated Recurrent Unit (GRU) (CHUNG et al., 2014).

As RNN sdo comumente utilizadas para previsao e imputacao de dados em séries
temporais, e devido a sua memoéria as informacoes do passado persistem durante
algumas interagoes do processo de treinamento, influenciando diretamente na pre-
visao. As redes LSTM podem aprender a unir intervalos de tempo acima de 1000
etapas, permitindo que sequéncias com eventuais ruidos nao afetem o desempenho
das previsoes (HOCHREITER; SCHMIDHUBER, 1997). As RNN vem sendo ampla-
mente utilizadas em tarefas de previsdoes meteoroldgicas, por exemplo, no trabalho
de Stenso (2018) foi utilizada a LSTM para prever trajetéria de tempestades tro-
picais a partir de dados de raios. No trabalho de Qing e Niu (2018) foi proposta
uma abordagem para prever a curto prazo a irradiancia solar a partir de variaveis

meteorolégicas.

Devido a sua nao linearidade e as vezes a presenca de uma quantidade muito grande
de neurdnios e camadas ocultas para o processamento de uma significativa quanti-

dade de dados, as denominadas redes neurais profundas podem prover resultados
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satisfatérios, porém, de forma as vezes incompreensiveis, comportamento conhecido
como “black box” (HUSSAIN, 2019). Diante disso, algumas outras abordagens podem
ser utilizadas com o intuito de acompanhar a execugdo do algoritmo e a intera-
¢ao dos dados com maior clareza, como os algoritmos de aprendizado de maquina

supervisionado apresentado na préxima subsecao.
2.2.2.2 Arvore de decisao e similares

As arvores de decisdo (DT - sigla do inglés, decision tree) tiveram sua origem a
partir da teoria de aprendizado de maquina no trabalhos introduzidos por Quinlan
(1986), sendo uma ferramenta extremamente eficiente para solugao de problemas de
classificagao e regressao. As DTs sao baseadas em um esquema de decisao por etapas
ou de forma hierdrquica, diferente de outras abordagens de classificacao, que utilizam
faixas de valores para executar a classificacdo em uma unica etapa de decisao (XU et
al., 2005). Essa abordagem tem sido frequentemente utilizada na previsao de eventos
meteorolégicos por ser simples de entender o seu funcionamento e interpretar seus

resultados (PETRE, 2009).

Pouco tempo apos sua introducgao, as D'Ts comecaram a ser utilizadas em previsoes
meteorolégicas. Por exemplo, no trabalho de Colquhoun (1987) foram utilizados
classificadores baseados em arvores de decisdes para realizar previsdes de tempesta-
des severas e tornados, utilizando regras baseadas em limiares de algumas variaveis
termodinamicas de instabilidade atmosférica. Dubrovsky (1995) também utilizou as
DTs para obter a probabilidade da ocorréncia de tempestades em curto espaco de
tempo. J4 no trabalho de (GUILLOT et al., 2008) as arvores de decisdo foram utili-
zadas para classificar tempestades, quanto a sua severidade e seu potencial risco de
desenvolver tornados. Essa técnica também foi utilizada para o desenvolvimento de
um importante modulo de nowcasting de raios do sistema de identificagao, rastreio

e previsao de tempestades proposto no trabalho de Meng et al. (2019).

A floresta aleatoria (RF - sigla do inglés, random forest) é um algoritmo de ML para
classificacao e regressao baseados em uma sintese dos resultados da combinagao
de drvores de decisao (BREIMAN, 2001). A constru¢do do conjunto de preditores
depende de uma amostra aleatéria retirada de um vetor de aprendizagem, no qual é
utilizado para a criagao dos nés de cada drvore de decisdao (BREIMAN, 2001; GENUER
et al., 2010). Segundo Breiman (2001), o erro de generalizac¢ao, que depende da forga
individual das arvores e das correlagoes entre si, converge para o minimo quando o

numero de preditores do conjunto se torna grande.
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O algoritmo RF foi utilizado no trabalho de Ruiz e Villa (2008) para previsao de
tempestades, onde apresentou melhor desempenho em relagao a abordagem utili-
zando regressao logistica, tendo uma maior taxa de acerto e uma menor quantidade
de falsos alarmes. O RF também foi utilizado no trabalho de Bates et al. (2018) para
previsao de descargas elétricas na Australia. J& no trabalho de Hill et al. (2020) o
RF foi utilizado para prever eventos meteoroldgicos severos com antecedéncia de 1
a 3 dias no Estados Unidos da América (EUA).

A Spatiotemporal Relational Random Forest (SRRF) é uma técnica proposta por
Supinie et al. (2009) que inclui recursos espago-temporais no algoritmo de RF. Essa
técnica foi inicialmente validada com dados simulados e dados reais de turbulén-
cia induzidos por convecgao. Tal técnica foi aplicada no trabalho de Mcgovern et
al. (2010), e teve trés propositos principais. Em um primeiro momento, o objetivo
foi prever turbuléncias induzidas por tempestades que podem afetar aeronaves. O
segundo dominio da aplicacao da técnica teve como o objetivo prever tornados e
ter um melhor entendimento a respeito do seu ciclo de vida. E por fim, foi possivel
realizar um estudo em escala climatologica a respeito da progressao das secas du-
rante um periodo de 134 anos e a influéncia dos tornados e turbuléncias. Além de
redes neurais e arvores de decisao, existem outras técnicas que ja foram usadas em

meteorologia e que serao citadas na subsecao seguinte.

2.2.2.3 Outras técnicas

O support vector machine (SVM) (CORTES; VAPNIK, 1995) é um algoritmo de apren-
dizado de maquina amplamente utilizado em tarefas de classificacdo e também re-
gressao. Essa técnica foi utilizada por Radhika e Shashi (2009) para previsao da
temperatura atmosférica, onde apresentou melhor performance em comparagao a
MLP. O SVM foi utilizado no trabalho de Han et al. (2017) como complemento de
um sistema de previsao espago-temporal de tempestades convectivas a partir dos va-
lores de algumas variaveis meteorolégicas, que foram obtidas a partir do produto de
assimilagao de dados de radar denominado The variational Doppler radar analysis
system (VDRAS). O sistema de nowcasting de Han et al. (2017) foi capaz de prever,
com precisao superior a 60%, o local e intensidade de tempestades convectivas com
antecedéncia de 30 minutos apds serem detectados pelo radar os primeiros ecos de
> 30 dBZ. O SVM também foi utilizado para prever o acumulado de precipitacao
e potenciais tempestades em curto intervalo de tempo em diversas localidades (FAN
et al., 2009; QIU et al., 2010; WANG et al., 2013; MAT et al., 2019).
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Muitas abordagens, em busca de um melhor resultado na previsao, tentam combi-
nar técnicas (RAVI et al., 1999; TAYLOR; BUIZZA, 2002; MAQSOOD et al., 2004). No
trabalho proposto por Ravi et al. (1999), foram combinadas as técnicas de método
grafico e multiplas regressoes para prever tempestades na cidade de Delhi (capital
da India) durante alguns periodos entre os anos de 1985 e 1994 a partir dos dados
de indices de estabilidade, ventos e temperatura. Nesta mesma linha, Maqsood et
al. (2004) criaram um modelo combinando as redes MLP, RNN| redes de fungao de
base radial (RBFN - sigla do inglés, radial basis function network), modelo de Hop-
field (HFM - sigla do inglés, Hopfield model) e algumas técnicas de regressao, para
prever a temperatura, velocidade do vento e umidade durante as quatro estacoes
dos anos de 2000 e 2001 na provincia de Saskatchewan, no Canada. Wang (2011)
combinou uma variagdo da arvore de decisao e as SVM para construir um modelo
de previsao da capacidade aeroportuaria em relacao as condigoes meteoroldgicas de

alguns aeroportos dos EUA.

As técnicas e recursos computacionais cada vez mais robustos, munidos da vasta
gama de recursos disponiveis para a aquisi¢ao de dados meteorologicos, faz com que
sejam construidos sistemas de previsao cada vez mais eficientes. Porém, como parte
da construcao desses sistemas, é de suma importancia a escolha das variaveis que
melhor representam o evento que se deseja observar. A literatura possui uma sélida
base acerca das principais variaveis meteoroldgicas relacionadas com condic¢oes de
tempo severo, as quais as descargas elétricas atmosféricas estao associadas, essas

serao abordados na proxima secao.
2.3 Principais variaveis meteoroldgicas para previsao

Este trabalho, como pode ser observado, tem como foco apresentar subsidios para
o desenvolvimento de um sistema de previsao da ocorréncia ou nao dos raios CG
sobre uma regiao em especifico, neste caso, a regiao amazonica. As descargas elétricas
atmosféricas sao fendmenos cadticos, sinuosos e instaveis, o que acaba tornando a sua
previsao um grande desafio (WILLIAMS, 2008). As informagoes acerca da ocorréncia
de raios é de suma importancia para varias tomadas de decisoes. Por exemplo, a
Estagdo da Forga Aérea de Cabo Canaveral (EUA), utilizam em larga escala as
informagoes de sistemas previsores de descargas elétricas para o planejamento de
suas missoes (LAMBERT et al., 2005), no futuro o INPE pode auxiliar a For¢a Aérea

Brasileira em missoes similares ja existentes no Centro de Lancamento de Alcantara.
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De acordo com Huamén (2018), o monitoramento de descargas elétricas no Brasil
¢ feito principalmente através das redes de deteccdo, informagoes de radares e sa-
télites meteorologicos. As redes de deteccao de raios sao instrumentos importantes
para o estudo desse fendmeno, e no Brasil algumas delas sao aplicadas tanto em
pesquisa como operacionalmente, e entres elas estdo por exemplo: BrasilDat (NAC-
CARATO; PINTO, 2012), STARNET (MORALES et al., 2014), LINET (BETZ et al.,
2009) e GLD360 (DEMETRIADES et al., 2010). Posteriormente, no Capitulo 3, serdo
descritas as principais caracteristicas da STARNET, rede de deteccao que origina-

ram os dados de descargas elétricas utilizado neste trabalho.

Atualmente, além dos sensores de superficie, uma das principais fontes de dados de
descargas elétricas para o Brasil sao oriundas da nova geracao de satélites geoesta-
cionarios GOES-16. O GOES-16 foi lancado em novembro de 2016 em uma missao’
liderada pela National Oceanic and Atmospheric Administration (NOAA) e Natio-
nal Aeronautics and Space Administration (NASA), fornecendo os primeiros dados
em 2017. Goodman et al. (2012) destaca que as tecnologias a bordo do novo GOES
apoia “a deteccao expandida de fenomenos ambientais, resultando em previsoes e
avisos mais oportunos e precisos”, em relagao as geracoes anteriores do satélite. Dos
instrumentos a bordo do satélite destacam-se o Advanced Baseline Imager (ABI)
(SCHMIT et al., 2018) e Geostationary Lightning Mapper (GLM) (GOODMAN et al.,
2013), ambos com alta resolugao temporal e espacial. Este ultimo, o GLM, fornece
informagoes sobre a ocorréncia de descargas elétricas sobre todo o territério brasi-

leiro de forma continua e em tempo quase real.

Como visto na sec¢ao anterior, diversas técnicas precisam dessa informagao sobre raios
para definir modelos matematico de modo a realizar a previsao do mesmo e validar
seus resultados. Prever raios utilizando somente dados de raios, é extremamente
dificil e requer modelos que representem a alta variabilidade espaco-temporal deste
fendomeno (FAZOLO, 2019). A partir desses dados de descargas elétricas é possivel
definir outras variaveis que sao correlacionadas no espaco e no tempo com outros
parametros e variaveis meteorologicas, e estes podem ser usados para criar indices
que auxiliam na previsao de raios. A seguir vamos listar algumas variaveis que estao

relacionadas com tempestades e que podem ser usadas na previsao de raios.

Uma das principais fontes de dados em meteorologia para definicao das tempestades
sao os radares meteorolégicos. Esses instrumentos desempenham um papel impor-

tante nas tarefas de identificacdo, monitoramento e previsao de tempestades, devido

Thttps://www.goes-r.gov/mission /mission.html
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a grande quantidade de variaveis altamente correlacionadas com a microfisica das
nuvens que podem ser obtidas a partir de seus dados (KLEINA et al., 2016). De acordo
com Voormansik et al. (2017) a eletrificacdo das tempestades e outras caracteristicas
de severidade estao fortemente associadas com o desenvolvimento das nuvens e suas
células convectivas. As interagoes ativas das ondas eletromagnéticas emitidas nos
escaneamentos dos radares meteorologicos podem tracar os perfis verticais das nu-
vens, sendo possivel acompanhar o seu desenvolvimento quase que instantaneamente

(ZIPSER; LUTZ, 1994; STEINER et al., 1995).

O principio do funcionamento dos radares meteorolégicos consiste em emitir uma
onda eletromagnética que se propaga pelo ar na velocidade da luz e ao colidir com
algum alvo (e.g. hidrometeoros suspensos nas nuvens) é retro-espalhada uma fragao
da energia enviada, ao qual é denominada como refletividade (Z) (MORELL, 2018).
A refletividade é definida pela Equacao 2.1, onde N,(D)dD representa o niimero
médio das gotas de chuva (ou qualquer outro hidrometeoro) com didmetros esféricos
equivalentes entre D+ dD mm presentes por unidade de volume de ar. Os valores de
refletividade ¢ medido em mm®/m3, e quando normalizados por faixa podem variar
em diversas ordens de magnitude, entao com o intuito de simplificar os valores para
o uso operacional, Z é exibido em em escala logaritmica (dBZ) (ROGERS; YAU, 1989,
p. 190). A transformagao de Z para o fator de refletividade em decibéis é dada pela

Equagao 2.2.

Z = /OOO DSN,(D)dD (2.1)

dBZ =10 loggZ (2.2)

Os radares meteorolégicos realizam varreduras completas (em 360°) estratificadas
em diferentes altitudes. Esses dados volumétricos sao transformados em um produto
representado por uma grade cartesiana tridimensional, denominado Constant Alti-
tude Plan Position Indicator (CAPPI). Tal distribuigdo permite o levantamento de
todo o perfil vertical de refletividade do radar dentro da area de cobertura do sensor
(ATLAS, 2015). O perfil vertical de refletividade do radar (VPRR - sigla do inglés,
vertical profile of radar reflectivity) permite o acompanhamento da evolugao dos
ntucleos convectivos durante todo o seu ciclo de vida, uma vez que, a variacao tem-
poral do topo da nuvem (dh/dt) obtida a partir dele estd associada aos movimentos

verticais, onde os valores negativos e positivos indicam movimentos descendentes
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e ascendentes, respectivamente (MACHADO; LAURENT, 2004). O VPRR também é
utilizado como um importante indicador do aumento do processo de eletrificagao
das nuvens e intensificagdo das células de tempestade (ZIPSER; LUTZ, 1994). Com
o auxilio de dados de satélite, Liu et al. (2012) exploraram a relagao entre as des-
cargas elétricas e a variacado do VPRR sobre diferentes superficies, onde foi possivel
identificar limiares de refletividade em diferentes niveis associados ao total de raios

registrados.

A partir da distribui¢ao dos dados de refletividade do radar é possivel definir outras
variaveis associadas a condi¢oes de tempo severo. A maxima refletividade vertical
indica o maior valor de refletividade (em dBZ) nos niveis escaneados pelo radar,
e é acompanhada de outra varidvel informando a altura (em metros) em que foi
obtido esse valor. A diferenca de altura entre o nivel de 45 dBZ e o nivel de con-
gelamento (0°C) caracterizam células de tempestade com potencial para produzir
granizo (QUEIROZ, 2009), essa variavel é denominada altura de Waldvogel (WALD-
VOGEL et al., 1979). A altura maxima do eco de 35 dBZ também é uma informagao
importante para o acompanhamento da estrutura convectiva vertical das tempesta-
des, uma vez que a essa regiao pode concentrar uma grande quantidade de cargas

negativas, estando associada a presenga de raios (TORACINTA et al., 1996).

A precipitagdo é uma variavel que pode ser calculada a partir dos dados de radar
e que possuem forte relacdo com a ocorréncia de descargas elétricas (SEITY et al.,
2001). A precipitagao acontece a partir de processos microfisicos nas nuvens, em que
hidrometeoros formados a partir do vapor de agua condensado na atmosfera cedem
para a atracao gravitacional e caem na forma de chuva, granizo ou neve (SUI et al.,
2007; ATKINSON, 2019). Varios trabalhos estudaram as relagbes entre os processos
de eletrificagdo das nuvens, associados aos raios e a precipitacao em sistemas convec-
tivos, principalmente aquelas com presenca significativa na composicao das nuvens
(LHERMITTE; WILLIAMS, 1983; GOODMAN et al., 1988; ZIPSER; LUTZ, 1994).

A precipitagdo (R) (medida em mmh') pode ser derivada a partir do valor de re-
fletividade por uma relacao conhecida como ZR (MARSHALL; PALMER, 1948). Essa
relacdo (ZR) pode ser obtida através da lei de poténcia expressa pela Equacao 2.3,
onde a e b sao coeficientes que dependem de alguns fatores locais, sazonais e dos
tamanhos das gotas que variam em func¢ao do tipo de chuva. Algumas complicagoes
podem surgir quando existe erros nas medidas de refletividade, segundo (HUNTER,
1996 apud CALHEIROS et al., 2016) “uma diferenca de 1 dBZ na calibragao dos ins-

trumentos pode causar um erro de 17% na taxa de precipitacao e a existéncia de
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incertezas entre o valor da refletividade e sua relacdo com as condigoes de superficie
(relagdo ZR)”, além da variagdo da distribuigdo de tamanho de gotas. Os valores
de dBZ sdo comumente convertidos para taxa de precipitacio em mmh! usando a

Equacao 2.4, proposta por Marshall e Palmer (1948).

7 =a.R (2.3)
5
10(dBZ/10) 8
= (") 24

O contetdo de dgua integrado verticalmente (VIL - sigla do inglés, vertically inte-
grated liquid water) (GREENE; CLARK, 1972), é outra varidvel importante que esta
associada a ocorréncia de raios devido a sua relacdo com a microfisica de nuvens
(WATSON et al., 1995). Assim como R, o VIL é uma varidvel derivada da refletivi-
dade do radar. Essa variavel transforma a refletividade, através de uma fun¢ao nao
linear, em contetido de dgua liquida ou gelo que esta presente em uma camada ver-
tical atmosférica, em que sua massa em volume unitdrio é dada em kg/m=2. O VIL
¢ definido pela Equacio 2.5, onde Z ¢ a refletividade do radar (em mm®m3), a e b
sao os limites inferior e superior da camada atmosférica e h é a altura do feixe do
radar (em metros). A altura do feixe do radar é expressa pela Equagao 2.6, onde 6
é o angulo de elevacao (em radianos), r é a linha de alcance do radar (em metros)

e a é uma constante representando o raio da terra.

b Zi+ Zia\17
VIL=) 3,14x10"° KB“) N (2.5)
2 2 2
h = % + 7 X sind (2.6)
3 X a

Com o intuito de identificar algumas caracteristicas de tempo severo a partir dos
hidrometeoros, Amburn e Wolf (1997) propuseram uma nova métrica que analisasse
a densidade do VIL dentro da nuvens, o DVIL (Vertically Integrated Liquid Den-
sity). Segundo Lahiff (2005), partindo da hipdtese que tempestades intensas com
altos valores de VIL nem sempre produziam granizos grandes, enquanto que tem-
pestades com valores de VIL poderiam produzir, Amburn e Wolf (1997) propuseram

dividir o valor do VIL de uma tempestade pelo eco do topo do radar, para assim
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ser normalizado, produzindo um valor comum para tempestades com granizos gran-
des, independente das caracteristicas da massa de ar. A varidvel DVIL (em g/m ™)
pode ser expressa pela Equagao 2.7, onde ET' é o topo de uma area de precipitagao

indicado pelo radar.

VIL
IL=""x1 .
DVIL = — x 1000 (2.7)

Notem que todas as variaveis listadas nesta secao estao associadas a uma alta reso-
lucao espacial e temporal, geralmente entregue por sensores remotos, como radares
meteorolégicos. Isso se da pelo fato que o nowcasting de tempestade depende de
um fluxo de dados com baixa laténcia, de modo a detectar variagoes rapidas na
estrutura dindmica e microfisica das tempestades. Outra informacoes sobre a estru-
tura termodinamica do ambiente circunvizinho a tempestades seriam importantes,

contudo, para este estudo, devido a sua resolugdo, nao serao aplicadas.

Outros fatores podem influenciar no processo de formagao e eletrificacdo das tem-
pestades, entre eles estdo o tipo de solo e orografia do local. Na préxima segao
serda abordado como essas caracteristicas podem se relacionar na intensificacao da

ocorréncia de raios.
2.4 Influéncia da superficie na formacao de tempestades

As interagoes entre a atmosfera e as superficies desempenham um importante papel
no desenvolvimento de tempestades, sendo amplamente utilizadas como parametros
para modelos de previsdo (PIELKE, 2001; WANG et al., 2013). Pielke (2001) analisou
a relacao entre a umidade em diferentes superficies e os fluxos de calor no desen-
volvimento das nuvens cumulonimbus. As perturbacoes de temperatura tém alta
influéncia nos processos nao lineares de eletrificacdo das nuvens (WILLIAMS, 2005).
Pielke (2001) observou que as temperaturas de uma regiao tendem a ser influenciadas

pela mudanca na vegetacao.

Na regiao da Bacia Amazonica, os fluxos de calor sofrem grande influéncia do gradi-
ente de temperatura da superficie provocada pelas brisas fluviais, que podem evoluir
com as correntes ascendentes favorecendo a formagao de nuvens (DIAS et al., 2004;
PEREIRA, 2019). Durante a estagao chuvosa dessa regiao Machado et al. (2018) nao
observaram dependéncia entre o tipo de superficie e a taxa de precipitagao, entre-
tanto, na estagao seca foram registrados maiores taxas de chuva em areas urbanas

e taxas médias menores em regides desmatadas. Os autores também notaram que
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as taxas de precipitacao durante o periodo chuvoso nao tiveram grandes variagoes
para diferentes topografias, ja durante a estacao seca, esses valores acompanharam
o aumento da elevacao do relevo. Tais resultados estavam provavelmente associados
a tipo de precipitacdo que ocorre nas diferentes esta¢oes, como a convectiva durante

o periodo mais seco do ano.

As mudancgas no uso do solo também podem influenciar na polaridade da atividade
elétrica das tempestades (ALBRECHT et al., 2011; PEREIRA, 2019). Pereira (2019)
observou que tempestades com maior incidéncia de raios CG+ se formam sobre
regides de pastagem durante o final da estacdo seca no sudeste da Amazodnia, en-
quanto que na estacao chuvosa nao ha predominancia de polaridades dos raios. Na
estagao chuvosa também foi observado a influéncia da poluicao no desenvolvimento
de tempestades, uma vez que em ambientes mais poluidos tendem a acontecer mais

tempestades que ambientes limpos (PEREIRA, 2019; MARTIN et al., 2017).
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3 MATERIAIS E METODOS

Este Capitulo tem como finalidade descrever a area de estudo, dados e a metodologia
que foi aplicada neste trabalho. Na Secao 3.1 sera apresentada uma visdo geral
sobre a area de estudo, dados e instrumentos utilizados em sua coleta. Na Sec¢ao
3.3 serao apresentadas as metodologias que foram aplicadas no trabalho referentes a
andlise espacial das descargas elétricas, abordagem para defini¢ao de classes, sele¢ao
das variaveis meteoroldgicas e os métodos de classificacdo e previsao. Ainda nessa
secao, serao expostas as tecnologias utilizadas para o desenvolvimento do trabalho

e também as abordagens de avaliacao dos modelos de aprendizado de maquina.
3.1 Area de estudo

A Bacia Amazonica possui cerca de 6,8 milhdes de km?, sendo a maior bacia hi-
drografica do mundo (BARTHEM et al., 2005). A Bacia Amazonica estd localizada
predominante no territorio brasileiro, no entanto, ela esta presente também em ou-
tros seis paises da América do Sul, conforme mostrado na Tabela 3.1. De acordo com
Mosmann et al. (1986), a Bacia Amazonica é subdivida em trés regioes, tendo como
referéncia o Rio Amazonas, sao elas: Baixo, Central e Alto Amazonas. A delimitagao
correspondente a area de estudo deste trabalho esta localizada na regiao Central da

Bacia Amazonica.

Tabela 3.1 - Areas da Bacia Amazénica por paises.

PAIS AREA EM KM? %
Brasil 4746479 69,1
Peru 783066 11,4
Bolivia 734983 10,7
Colémbia 405271 59
Equador 137380 2,0
Guayana 6869 0,1
Venezuela 54952 0,8
TOTAL 6869000 100.0

Fonte: Adaptado de Barthem et al. (2005).

A area de estudo esta situada em uma regiao que abrange a capital do Amazonas,
Manaus, e outros 19 municipios aos arredores, totalizando uma area de aproximada-

mente 480 km?. A floresta ¢ o tipo de cobertura do solo predominante nessa regido, e
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na area de estudo representa mais de 85%. A classe que representa os corpos d’aguas
¢ o segundo tipo de cobertura de solo mais presente, essa representatividade se da
principalmente pelo Rio Amazonas e a confluéncia dos rios Negro e Solimdes e al-
guns de seus principais afluentes, como o Rio Madeira. A Figura 3.1(a) mostra o
mapa de cobertura do solo com as quatro classes mais comuns na area de estudo,
enquanto que na Figura 3.1(b) é mostrado o mapa com as classes de orografias cri-
adas a partir do balanceamento feito pelos percentis de 33,33 e 66,66 em relaciao as

alturas do terreno. Ja a 3.1(c) mostra as referéncias hidrograficas.

Figura 3.1 - Classes de coberturas do solo e orografia da area de estudo.

(o) CLASSES DE (b) CLASSES DE () REFERENCIAS
COBERTURA DO SOLO OROGRAFIA HIDROGRAFICAS
Uafu e
QG M\_-—»
ps
f\%vas
coe®® f-’\/
\~/§~ )
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p & .
M Floresta M /irea Urbana W 63299 m & @
I Hidrografia N Ndo Floresta /{ s
62'W B1'W 60°'W 59°'W 58'W

Fonte: Adaptado de Machado et al. (2018).

A area de estudo possui duas principais caracteristicas sazonais ao longo do ano,
sendo elas a estacao chuvosa e a estacao seca. A estagao chuvosa, quando ocorreu o
IOP1 (IOP1 - sigla do inglés, intensive operation period) do experimento GoAmazon,
é caracterizada principalmente pela ocorréncia de sistemas estratiformes, ou seja,
chuvas que se estendem por um longo periodo e acontece de forma distribuida e
uniforme em uma grande area. Enquanto que, na estacdo seca (quando ocorreu o
segundo IOP; IOP2) se destacam as chuvas convectivas, que acontecem de forma
mais intensa e concentrada em regides especificas e normalmente sao acompanhadas
por uma alta incidéncia de raios (MACHADO et al., 2018). Os meses que correspondem
a estacao chuvosa sao janeiro, fevereiro e marco. Ja a estagdo seca acontece nos meses
de agosto, setembro e outubro, sendo o intervalo entre esses periodos as estacoes de
transicdo (MACHADO et al., 2018).
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3.2 Dados

Os dados utilizados neste trabalho sao oriundos de alguns dos principais instrumen-
tos utilizados durante a campanha Green Ocean Amazon (GoAmazon) (ARM, 2018)
que aconteceu nos anos de 2014 e 2015. Os dados da campanha GoAmazon serviram
como base para diversos outros estudos com o intuito de investigar a relagao entre as
particularidades da regiao e algumas caracteristicas de tempo severo. Martin et al.
(2015) buscaram compreender e quantificar as interagoes do ponto de vista natural e
através da intervencao humana entre a vegetacao, quimica da atmosfera, precipita-
¢ao, dentre outros. Pereira (2019) identificou a influéncia de algumas caracteristicas
particulares dessa regiao com a intensificacao da atividade elétrica durante os pe-
riodos chuvosos, seco e transicdo. Sendo assim, a aplicagao desse estudo sobre essa
area podera ser uma contribuicdo importante para a previsao de descargas elétricas

durante os periodos chuvosos e secos na regiao central da Bacia Amazonica.

Nos trabalhos desenvolvidos a partir do GoAmazon, foi observado que nesta regiao
as tempestades apresentam caracteristicas distintas que sao influenciadas por fatores
locais. Alguns desses fatores serao levados em consideragao como possiveis atributos
no treinamento dos modelos de ML, como por exemplo: cobertura de solo, relevo e
sazonalidade. Outros fatores de maior importancia, como distribuicao de aerossois
e algumas propriedades microfisicas associadas a cada tempestades (exceto aquelas
estimadas via radar e satélites) sao dificeis de se definir a uma taxa de assimilacao
necessaria para o nowcasting e por isso nao serao utilizadas inicialmente. Tendo em
vista isso, neste trabalho foram utilizados dados provenientes de um dos radares
meteorolégico da rede SIPAM (Sistema de Protegdo da Amazdnia) (SARAIVA et al.,
2016), a rede de detecgao de raios STARNET (Sferics Timing Ranging Network)
(MORALES et al., 2014), classes de cobertura e uso do solo foram obtidas a partir dos
mapas do produto Furopean Space Agency Climate Change Initiative Land Cover
ESA (2017) e orografia calculada pelo modelo de elevagao digital a partir dos dados
do Shuttle Radar Topographic Mission (SRTM) (JARVIS et al., 2008).

3.2.1 Dados de radar

Os radares meteorolégicos doppler banda S da rede do SIPAM possuem raio de 240
km de alcance em 10 municipios da Amazonia Legal: Boa Vista (RR), Cruzeiro do
Sul (AC), Macapa (AP), Manaus (AM), Porto Velho (RO), Santarém (PA), Sao
Gabriel da Cachoeira (AM), Sao Luis (MA), Tabatinga (AM) e Tefé (AM). Os
dados utilizados neste trabalho pertencem ao radar de banda S (frequéncia 2 - 4

GHz) localizado em Manaus (AM). Esse radar possui um feixe com 2° de abertura,
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realizando varreduras volumétricas em 17 graus de elevagao (de 0,9° para 19,5°) a
cada 12 minutos. Os produtos CAPPI (ARM, 2018) sao constituidos por 40 niveis
de 241 linhas e 241 colunas, formando uma grade cartesiana tridimensional com a
resolugao espacial horizontal de 2 km e vertical de 0,5 km (SARAIVA et al., 2016;
MACHADO et al., 2018).

Embora o alcance do radar possua originalmente um raio de 240 km, em partes
deste trabalho (i.e. na andlise exploratoria, classificagdo e regressao) foi aplicado
uma delimitacao dessa area definida entre a distancia de 10 a 135 km da posicao
do radar, como ilustrado na Figura 3.2. Essa delimitagao foi feita de acordo com o
trabalho de Machado et al. (2018) e tem como propésito reduzir alguns problemas
relacionados ao escaneamento do radar como o cone cego, altura e largura do feixe.
A Figura 3.3 mostra o acumulado da taxa de chuva horaria para cada estagao.
Como pode ser observado nessa figura e conforme descrito descrito por Machado et
al. (2018), a drea a uma distancia entre aproximadamente 10 km 135 km do radar

possui uma melhor representatividade dos dados de chuva.

Figura 3.2 - Area delimitada para extracio das variaveis.

~482 km

Legenda

© rea de estudo [ Area de alcance do radar

O Espagamento de 10 km do radar — Comprimento da drea de estudo

~482 km

. Posicdo do radar ----- Raios dos limites da drea de estudo

Fonte: Producao Autor.
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Os dados de radar utilizados neste trabalho sao disponibilizados originalmente em
decibéis de refletividade (dBZ). A partir desses dados foram extraidas outras va-
riaveis meteorolégicas importantes para realizar analises em cada estacao. Essas
variaveis estao descritas na Tabela 3.2. Os dados de refletividade foram extraidos a
partir do CAPPI para as alturas de 2 a 7 km de modo evitar problemas de "cone
cego", cluter de superficie e a ma representatividade dos feixes do radar fora dessas
alturas (RINEHART, 1991). Esses problemas, assim como a analise da altura do feixe
em relacao a sua distancia para esse radar foram explorados no trabalho de Biscaro
(2019).

Figura 3.3 - Taxa de chuva hordria acumulada nas estagoes chuvosa (a) e seca (b). Os
valores de taxa de chuva computados foram aqueles superiores a 0,5 mm/h e
inferiores a 160 mm/h (machado2018overview).

(a) ESTACAO CHUVOSA (b) ESTACAO SECA
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Fonte: Producao Autor.

Contudo, algumas variaveis como méxima refletividade em cada pixel foi obtida a
partir de toda a extensao vertical do escaneamento do radar, ou seja, para os 40
produtos CAPPI presentes nas altura de 0,5 a 20 km. Este tltimo se deu devido ao
fato que alguns niicleos mais intensos poderiam estar em alturas mais altas e nao

poderiam deixar de ser contabilizados. A taxa de chuva foi obtida a partir do produto
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CAPPI de 2,5 km de altura, utilizando a relacdo ZR com os valores dos parametros
a e b definidos de acordo com a documentacao dos dados de RADAR disponiveis
no repositorio do GOAMAZON/ARM: 174,8 e 1,56, respectivamente (ARM, 2018).
O conteido de dgua liquida integrada verticalmente (VIL, em kg/m?) foi calculado
de acordo com a Equacao 2.5, onde os limites da camada atmosférica a e b sdo os
mesmos utilizados para os valores de refletividade, ou seja, entre as alturas de 2 a
7 km. As varidaveis da altura maxima de 35 dBZ, altura de Waldvogel e variacao
do topo da nuvem também foram calculadas entre as alturas de 2 a 7 km. Maiores

detalhes sobre estas varidveis podem ser encontradas na Secao 2.3.

Tabela 3.2 - Varidveis calculadas a partir dos dados do radar meteorolégico.

VARIAVEL UN. MEDIDA DESCRICAO
Refletividade dBZ A refletividade radar dos produ-
tos CAPPI entre 2 e 7 km
Maxima refletividade dBZ A  méaxima refletividade foi

calculada entre os produtos
CAPPI 2 e 7 km.

Taxa de chuva mm /h~! A taxa de chuva foi computada
a partir do produto CAPPI 2,5
km, utilizando a relagao: Z =
174, 8RS,

VIL kg/m? O VIL foi computado a partir
do produtos CAPPI entre as al-
turas de 2 e 7 km.

VILD g/m™3 O VILD foi computado a partir
do VIL, entre 2 e 7 km.

Altura maxima de 35 dBZ km A altura maxima de 35 dBZ foi
computada entre niveis de 2 e 7
km.

Altura de Waldvogel km A altura Waldvogel foi compu-
tada entre niveis de 0,5 e 20 km.

Variacao do topo da nuvem dh/dt A variacao do topo da chuva foi

calculada a partir de duas ima-
gens consecutivas do radar no
produtos CAPPI entre as altu-
ras de 0,5 e 20 km.
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3.2.2 Dados dos sensores de VLF

A ocorréncia ou propagacao das descargas elétricas atmosféricas sao responsaveis por
emitirem radiacao eletromagnética que variam desde frequéncias muito baixas (VLF
- sigla do inglés, very low frequency) até raios gama (MORALES, 2001; RAKOV, 2016).
O ruido natural que acontece na faixa de 3-30 kHz consiste em impulsos eletromag-
néticos causados pela atividade elétrica da atmosfera da terra, esses impulsos podem
ser detectados por alguns sensores e sao denominados sferics, estando geralmente
associados aos raios (LEWIS et al., 1960). A STARNET ¢é uma rede de detecgoes de
raios que possui sensores operando em VLF, capaz de medir continuamente o campo
elétrico vertical na faixa de 7 kHz a 15 kHz, podendo detectar até 130 sferics por
segundo (MORALES et al., 2014).

A STARNET possui antenas receptoras sincronizadas temporalmente por GPS em
diversas regioes brasileiras, paises da América Latina e Africa, sendo mantida desde
2006 pelo Laboratério de Sensoriamento Remoto de Tempestades (STORM-T) da
Universidade de Sao Paulo (USP) e desde 2011 detecta raios sobre toda a América do
Sul, auxiliando na elaboracao de estudos e fornecendo informagoes de alta resolucao
temporal e espacial para as mais diversas aplicacoes associadas as descargas elétricas
(MORALES, 2018). Com a cobertura de até 7000 km, a STARNET pode detectar
essencialmente raios do tipo CG, e sua precisao estimada ¢é entre 1,9 e 5,5 km dentro
do territorio brasileiro e de 5 a 10 km nas extremidades da América do Sul 2 a 2 km
com eficiéncia de deteccao entre 32,2 e 39,2% durante o dia e até 89% no periodo

noturno.

As formas de onda capturadas por diferentes sensores da STARNET, pertencentes
a um mesmo raio, sao comparadas através de pares distintos a fim de calcular a
correlacao temporal cruzada e aquelas superiores a 0,95 sao consideradas como um
raio vélido e, diante disso, é aplicado o método para estimar a sua localizagao (LEE,
1986; MORALES, 2018). O método utilizado pela STARNET para identificar as po-
sigoes dos raios é baseada na diferenca do tempo de chegada (ATD - sigla do inglés
arrival time difference), metodologia proposta por Lee (1986). Esse método utiliza
como referéncia espacial as coordenadas geograficas onde os sensores da rede estao
instalados, e a partir da diferenca do atraso de um sinal valido recebido por dois
sensores sao obtidas fungoes hiperbdlicas, em que o ponto de interseccao entre elas
define a posigdo em que o raio aconteceu (LEE, 1986; MORALES, 2018).
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Os sferics computados pela STARNET sao identificados neste trabalho como stro-
kes. Uma tnica descarga elétrica pode emitir multiplos pulsos elétricos (LEWIS et al.,
1960), podendo ser computado pela STARNET como strokes diferentes, sendo assim,
com o intuito de representar melhor as descargas elétricas distintas, foram criados a
partir desses dados os flashes. Os flashes foram criados a partir de um agrupamento
espago-temporal dos strokes, seguindo os critérios considerados por Cummins et al.
(1998), Murphy e Nag (2015) e Lopes (2019). Na criacao dos flashes, os agrupamen-
tos temporais dos strokes foram realizados com o intervalo de até 500 ms e a partir
desses grupos realizado o agrupamento espacial com o raio de 2,5 km a partir dos

strokes agrupados temporalmente.
3.2.2.1 Agrupamento dos strokes em flashes

O Algoritmo de agrupamento utilizado na criagdo dos flashes foi o Density-Based
Spatial Clustering of Application with Noise (DBSCAN) (ESTER et al., 1996). O
DBSCAN ¢é uma algoritmo de aprendizado de maquina nao supervisionado que tem
como intuito criar agrupamentos a partir de um conjunto de dados de n dimensoes.
Esse algoritmo consiste em realizar agrupamentos a partir da densidade de pontos
em uma vizinhanca, que é definida por uma distancia maxima entre os pontos. O
algoritmo inicia selecionando aleatoriamente um ponto qualquer, calcula sua vizi-
nhanca a partir de um raio predefinido a partir dele e repete esse processo de forma
recursiva com o ponto mais proximo. Os principais parametros desse algoritmo sao
o € e m, indicando, respectivamente, o raio maximo da vizinhanca e a quantidade

minima de pontos para formar um grupo.

Os flashes foram criados de acordo as etapas descritas no exemplo da Figura 3.4.
A Figura 3.4(a) representa um exemplo de um conjunto de strokes computados
pela STARNET. A Figura 3.4(b) mostra o agrupamento temporal unidimensional
dos strokes e a Figura 3.4(c) os dois grupos que foram obtidos a partir deste pro-
cessamento. A Figura 3.4(d) mostra o processo de agrupamento espacial, onde as
circunferéncias possuem raio de 2,5 km. A Figura 3.4(e) mostra a delimitagao es-
pacial do segundo agrupamento e por fim, a Figura 3.4(f) mostra os pontos que
representam os flashes provenientes do centroide do retangulo envolvente ilustrado
na etapa anterior. Ja a Figura 3.5 mostra as distribui¢oes da multiplicidade de stro-
kes por flash para as estagoes chuvosa e seca, ou seja, a distribuicao da quantidade
de strokes que foram agrupados para gerar um flash. A multiplicidade mostra uma
visao geral da conversao de como os dados foram agrupados, e que pode ser utili-

zada para nortear a escolha dos valores dos parametros de agrupamento espacial e
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temporal do algoritmo (CUMMINS et al., 1998), descritos na Figura 3.4.

Figura 3.4 - Etapas para a conversao de strokes em flashes.
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Fonte: Produgao Autor.

Figura 3.5 - Distribui¢do da multiplicidade de strokes por flash nas estagoes (a) chuvosa

e (b) secas.
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Fonte: Produgao Autor.
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3.2.2.2 Indexacgao espacial para o mapeamento do raios

Como mencionado anteriormente, os dados do radar estao dispostos em uma grade
horizontal 241x241 pixeis. Devido a esse formato matricial dos dados, as andlises
de multiplas variaveis para uma mesma area sao feitas a partir de suas referéncias
espaciais representadas pelos indices da grade. Entretanto, originalmente os dados
do sensor VLF sao disponibilizados no formato vetorial, sendo necessario fazer a

indexacao dos strokes e flashes em uma matriz com a mesma dimensao das outras

variaveis.

Devido a grande quantidade de dados, o custo computacional necessario para sua
conversao de vetorial para matricial de forma convencional seria muito alto, sendo
assim, buscou-se a utilizacao de indices espaciais para realizar essa tarefa. Os indices
espaciais sao estruturas de dados que permitem o acesso rapido a dados espaciais, e
sao comumente utilizados em bancos de dados geograficos na realizacao de consultas
e acesso aos dados de forma eficiente (MANOLOPOULOS et al., 2009). O indice espacial

utilizado neste trabalho foi a R-Tree, metodologia desenvolvida por Guttman (1984).

Figura 3.6 - Esquema da R-Tree.
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Fonte: Adaptado de Guttman (1984).

A R-Tree é uma estrutura de dados em arvore que possui altura balanceada e tem
como premissa agrupar objetos proximos através de minimos retangulos envolven-
tes. Os minimos retangulos envolventes sao representados pelos nos da arvore, de
tal forma que o nd raiz seja o mais externo abrangendo mais objetos e nos folhas

o0 mais interno delimitando um tunico objeto. A Figura 3.6 mostra o esquema do
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funcionamento da R-Tree em um exemplo de mapeamento dos raios na matriz. No
lado esquerdo da figura, os pontos azuis representam os raios e as caixas tracejados
em vermelho representam os minimos retangulos envolventes, neste exemplo pode
ser observado que os pixeis que possuem auséncia de raios, nao sao considerados pelo
o algoritmo. J& a estrutura a direita é a representacao parcial em forma de arvore

do enquadramento gerado pela R-Tree.
3.2.3 Mapeamento baseado na degradacao dos dados

Os dados das observacoes do radar e dos sensores VLF foram co-localizados em
uma grade regular, de tal forma que um mesmo pixel possa apresentar informagoes
diferentes, sejam das variaveis obtidas a partir da refletividade ou dos produtos
provenientes da STARNET. Por se tratar de fontes diferentes, a co-localiza¢ao pode,
em alguns casos, perder a sua referéncia espacial, pois além de serem de formatos
espaciais diferentes (matriciais e vetoriais), ainda tem o erro associado a acuracia dos
sensores. Sabendo disso, foram aplicadas algumas degradagdes nas matrizes, para

que os ruidos fossem suavizados com a menor perda de informacgoes possivel.

Figura 3.7 - Esquema do processo de degradacdo da matriz.
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A estratégia de degradacao utilizada é baseada nas camadas de pooling presentes
na arquitetura das redes neurais convolucionais (CNN) (LECUN et al., 1998). Nas
CNN, as camadas de pooling sdo complementares ao processo de convolugao da rede
e sao responsaveis pela extracdo dos mapas de caracteristicas dos dados através do
deslocamento de um kernel associado a uma funcao de agregacao. Sendo assim, a
abordagem utilizada consiste em aplicar kernels de diferentes tamanhos e fungoes
de agregagao nas matrizes originais, conforme mostrado no esquema da Figura 3.7.
Neste trabalho, os kernels sdo abstragoes que agrupam em diferentes tamanhos as
células das matrizes, e entao aplicam alguma funcao de agregacao, que Figura 3.7 sao
representados pela area em vermelho. Para todos os dados foram geradas matrizes
utilizando os kernels de tamanhos 2x2, 3x3, 4x4 e 5x5, consequentemente, tendo
um agrumamento espacial das informacoes de no maximo 100 km?. O kernel é
deslocado por colunas e linhas, respectivamente, saltando um tnico indice. Para os
dados do radar foi aplicada a funcao de agregacao média, entao para cada iteragao
da degradacao é obtida a média dos valores das matrizes correspondente a area do
kernel e adicionada na matriz de saida. Para as matrizes correspondente aos raios,
além da média, também foram aplicadas as fungoes de agregacdo de maximo valor

e soma.
3.2.4 Indices de co-localizacdo e correlacio

O mapeamento espacial dos dados de diferentes sensores deve estar coerente com
as condigoes reais, para que sejam mitigados o maximo possivel os ruidos na etapa
de classificacao e previsao. Entao, para avaliar a qualidade dos mapeamentos fo-
ram aplicados os indices de co-localizagao (ICOL) e correlagdo (ICOR), atributos
que serao de suma importancia para a selecao de atributos utilizados durante o

treinamento dos modelos de ML.

O valor do indice de co-localizacao é baseado nos pixeis coincidentes em que foram
detectados raios e qualquer outra variavel do radar. O indice de co-localizacao é dado
pela Equacao 3.1, em que A é o conjunto das coordenadas dos pixeis onde foram
detectados raios e B e o conjunto das coordenadas dos pixeis onde foram detectados
valores para a variavel do radar. Através do indice de co-localizagao é possivel definir
quais variaveis estao mais presentes na relacdo espacial entre o mapeamento das
observacgoes nos diferentes sensores, de tal forma que o valor 1 representa maxima

relagao e 0 nenhuma.
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|AN B|

ICOL =
|A]

(3.1)

Ja o indice de correlagao é medido pelo coeficiente de Pearson, dado pela Equacao
3.2, em que T e § sao as médias aritméticas de cada uma das variaveis analisadas
e n é a quantidade de observacgoes. O indice de correlagao foi utilizado para avaliar
se ha relacao entre os raios e as variaveis do radar, e caso haja, se essa relacao é
inversa ou nao. O que pode ajudar a identificar possiveis relagoes de intensificagao

ou decaimento.

iy (i —T)(yi — 1)

ICOR =1y =
VI (2 — T)2(yi — )2

3.2.5 Classes de cobertura de solo e orografia

Além das varidaveis meteoroldgicas, também foram utilizadas dados associados &
superficie, dados de cobertura de solo e orografia. O dado de cobertura do solo é uma
matriz bidimensional com rotulos para 16 classes de coberturas e uso do solo que
incluem hidrografia, florestas, areas desmatadas, areas de mineracao, agricultura,
entre outras. As classes de cobertura e uso do solo sdo provenientes do mapa criado
por Almeida et al. (2016) a partir de imagens dos sensor MODIS do satélite Landsat-
5/TM.

Os dados com os efeitos orograficos foram obtidos a partir do modelo de elevacao
digital da missao SRTM e originalmente possuem resolucao espacial de 90 metros
no Equador. Neste trabalho, assim como as demais variaveis, os dados de orografia
e cobertura do solo, foram interpolados e também estao dispostos em uma matriz
bidimensional de 241x241, onde cada pixel possui a estimativa da altura (em metros)

para aquela area e tipo de uso predominante, respectivamente.
3.3 Metodologia

O primeiro passo desta pesquisa foi realizar uma andlise exploratéria dos dados.
Foram levados em consideragdo a distribuicao espacial e temporal (sazonalidade
e ciclo diurno) de todas as varidveis envolvidas, os efeitos de superficie, como a
orografia local, a vegetacao e a rede fluviométrica da regiao. Para complementar essa
analise, foi a aplicada a técnica de arvore de decisao, a fim de identificar as variaveis

mais importantes na separa¢ao dos dados com inatividade e atividade de raios. Os
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resultados dessas analises serviram como subsidios para a definicao das configuragoes
das entradas dos modelos de previsdao baseados em redes neurais artificiais. Uma vez
criado 0 modelo de previsao, validagoes foram realizadas para determinar o grau de
confiabilidade do modelo a partir de seu desempenho. Nas se¢oes seguintes serao

apresentadas as etapas de execucgdo dessas metodologias.
3.3.1 Analise espacial das descargas elétricas

Como susodito, um dos primeiros passos desta pesquisa é a analise da distribuicao
espacial das descargas elétricas e as outras variaveis envolvidas nesta pesquisa so-
bre a regiao de estudo. O intuito desta andlise exploratéria dos dados é verificar a
variabilidade espacial e temporal das descargas elétricas com relacao as diferentes
informagoes disponibilizadas pelo radar meteorolégico e dados de superficie. Como
citado anteriormente, os periodos chuvoso, seco e suas transi¢oes na Amazonia apre-
sentam caracteristicas distintas de regime de chuva (MACHADO et al., 2018). Tais
variagoes sdo em fungao nao s6 da prépria sazonalidade dos eventos de tempestades,
mas também devido aos efeitos locais da propria floresta, rios e da cidade de Ma-
naus na microfisica e termodindmica dessas nuvens e ambiente circundante. Além
disso, identificar e analisar a espacialidade destes eventos em cada municipio, tipo
de superficie e orografia foram de suma importancia para descrever como os efeitos
locais sao assimilados pelos algoritmos de aprendizado de maquina. Estas informa-
¢oes também foram importantes para definir as variagoes sazonais da ocorréncia de
descargas elétricas e definir também os limiares que utilizados para determinar a

classificacdo da densidade de raios, como sera discutido posteriormente.

Inicialmente, foram criados graficos e mapas tematicos com a densidade de raios em
cada ponto de grade em funcao de diferentes shapefiles, como os de municipios, tipo
de vegetacao e orografia para verificar sua distribuicao. Além disso, foram analisadas
também as variaveis do radar que serao utilizadas como preditoras de eventos de
raios de modo a determinar sua relagdo. Além da analise visual dos histogramas e
bozplots, foram também consideradas algumas informacoes estatisticas, como média,
mediana, desvio padrao, variancia, assimetria e curtose, algumas delas apenas para

consulta no apéndice.

Esperou-se que, apds a analise exploratoria, o uso de técnicas de aprendizado de
maquina (segdes posteriores), junto as essas variaveis escolhidas, nos fornegam uma
base estatistica para definir alguns processos fisicos que estejam associados a esta
associacao de variaveis, de modo a extrairmos ajustes locais e novas relagoes fisico-

empiricas que represente a natureza do sistemas geradores de descargas elétricas.
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3.3.2 Classificagao dicotomica dos raios

Uma vez realizada a andlise exploratéria dos dados, foi possivel definir algumas
variaveis que apresentam certa discriminagao sobre a ocorréncia ou nao de descargas
elétricas nuvem solo. A classificacao da ocorréncia de raios serd simples e dependera
da relagado entre as varidveis do radar e a propria descarga. Apenas duas classes

foram criadas inicialmente:

« Classe 1 (Sem atividade) - Essa classe representa os registros em que nao
foram detectadas descargas elétricas em seu intervalo de tempo. Essa classe
¢ importante porque nao s6 o aumento de raios é considerado na previsao,

mas também a cessacao deles.

« Classe 2 (Com atividade) - Essa classe representa os registros em que
ocorreram pelo menos 1 raio, indicando a atividade de descargas elétricas

no pixel.

Devido a natureza dos dados, existe de ante mao um grande desbalanceamento en-
tre classes (cerca de 80%), haja vista que a quantidade de registros sem detecgao
de raios é muito superior que a quantidade de registros com deteccao. Além disso,
o numero de eventos nuvem-solo sdo ainda menos frequentes se comparados ao tipo
intra-nuvem, o que muitas vezes impede sua ampla classificacdo em diferentes classes,
o que ajudaria na definicdo da intensidade de raios em diferentes faixas de intensi-
dade. As classes acima descritas serdao o alvo dos modelos de classificagao e previsao
aqui desenvolvidos. Contudo, antes de entrar nas questdes associadas as técnicas
de aprendizado de méaquina, é preciso apresentar quais variaveis serao inicialmente

utilizadas para determinar a classificacdo dessas classes de raios.
3.3.3 Selecao das variaveis meteorolégicas

Para que seja possivel avaliar a criagao de um sistemas de previsao de raios é neces-
sario selecionar as variaveis inferidas a partir dos dados de radares meteorologicos
que podem ser associadas as tempestades severas e indiquem a tendéncia de ocor-
réncia das descargas elétricas. A Tabela 3.2 apresenta todas as variaveis que foram
utilizadas ao longo deste estudo, e supracitadas no capitulo anterior. A selecao des-
sas variaveis foi feita através de uma das abordagens de aprendizado de maquina e
da analise exploratoria dos dados. A arvore de decisao foi um dos métodos de apren-
dizado de méaquina aplicado para a selecao de varidveis, como veremos em maiores

detalhes na secao seguinte.
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A selecao das varidveis na arvore de decisao é feita por consequéncia da constru-
¢ao dos nds que compoe sua estrutura. Esses nés sao criados a partir da defini¢do
automatica de limiares nos valores das variaveis que proporcionam o maior ganho
de informacao com base em alguma funcao. Esse processo é feito de forma recur-
siva até atingir alguma condicdo de parada definida previamente ou até que nao
seja mais possivel fazer a separacao dos dados (QUINLAN, 1986). Nessa abordagem
¢ atribuido um grau de importancia para aquelas variaveis que proporcionam os
melhores ganhos de informagao, ao fazer a separacao dos dados na construgao dos

’

nos.

Um dos métodos de selecao dos dados de entrada das configuragoes de RNAs tes-
tadas, foi feito de acordo com os graus de importancia atribuidos as variaveis pelas
arvores de decisao construidas para classificacao de inatividade e atividade de raios.
Outros critérios utilizados para a selecdo de variaveis foram com base na analise ex-
ploratoria dos dados. Através das analises de graficos e da extracao de informagoes
estatisticas, foram identificadas as variaveis de radar que possuem melhor relagao
com os dados de raios. Todos esses aspectos foram considerados na definicao de
algumas configuragoes dos modelos de previsao testados. Além disso, foram reali-
zados também testes de sensibilidades com todas as varidveis, a fim de encontrar
as melhores combinagoes que melhorassem o desempenho dos modelos baseados em
RNAs. Ou seja, as configuragoes com as diversas combinacoes dos dados de entrada
foram executadas, de modo a encontrar a melhor combinacao baseada nos indices de
validagao listados em segao posterior. O método de classificacao sera melhor descrito

na se¢ao que segue.
3.3.4 Meétodo de classificacao

Como dito anteriormente, o método de classificacao teve como finalidade definir au-
tomaticamente a ocorréncia de descargas elétricas com base nos valores das variaveis
meteorolégicas obtidas a partir dos dados de radar. Essa classificacao foi aplicada
para contribuir a selecdo de variaveis, para isso foi utilizado o algoritmo de apren-
dizado de maquina arvore de decisdo. Sua escolha se deu pela facil interpretacao de
seus resultados, e um modo mais intuitivo de entender a fisica envolvida nas escolhas

automaticas através das suas representagoes.
3.3.4.1 Arvores de decisao

As arvores de decisao sao algoritmos de aprendizado de maquina supervisionado,

ou seja, necessitam que seu treinamento seja feito com dados rotulados. Os primei-
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ros conceitos acerca desta abordagem, foram propostos principalmente por Quinlan
(1986). Embora possam ser utilizadas também para tarefas de regressao, as arvo-
res de decis@o sao comumente utilizadas para classificagdo, sendo essa, a aplicagao
desse algoritmo neste trabalho. A Figura 3.8 mostra o esquema do funcionamento

da arvore de decisao para a tarefa de classificagao.

Figura 3.8 - Esquema do funcionamento da arvore de decisdo.
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teste

Fonte: Producao Autor.

O funcionamento base deste algoritmo para a tarefa de classificacao, consiste em
realizar cortes ortogonais em um plano cartesiano através de uma estrutura de dados
modelada como arvore. Os cortes ortogonais definidos pelo o algoritmo, indicam a
criacdo de um novo nd na arvore de decisdo e, consequentemente, a relevancia das
variaveis para o modelo. Nos casos em que a arvore é utilizada para classificagao, os
critérios mais utilizados para realizar as partigoes sao baseados na entropia e indice
Gini (ONODA; EBECKEN, 2001).

A entropia baseia-se em uma medida utilizada na teoria da informacao que tem
como finalidade calcular o ganho de informagdo na separacao de dados heterogeé-
neos (SILVA, 2005). Sendo assim, esse critério mede a falta de homogeneidade dos
dados em relagdo a sua classe. O melhor ganho de informagao para esse critério
acontece quando o valor de entropia se aproxima de zero, o que acontece quando a
probabilidade de um elemento escolhido aleatoriamente pertencer a uma classe for
proximo de 0% ou 100%, conforme mostrado na Figura 3.9(a). A entropia é definida

pela Equagao 3.3, onde ¢ é o total de classes e pj é a probabilidade do elemento p
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pertencer a classe j.

Entropia = _ p; logs p; (3.3)
J

Figura 3.9 - Variacao da entropia e indice Gini em relagao a probabilidade de um elemento
pertencer a uma classe do total de duas.
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Fonte: Producao Autor.

O ganho de informagao baseado no indice Gini indica o grau de pureza das classes
em relacao a frequéncia em que um elemento escolhido aleatoriamente é classificado
incorretamente (ONODA; EBECKEN, 2001). O indice Gini é definido pela Equagao
3.4, onde ¢ ¢é o total de classes e pj é a probabilidade do elemento p pertencer a
classe j. Nessa abordagem, quanto mais préximo de zero o valor estiver, melhor
serda o ganho de informagao, enquanto que, quando a probabilidade de um elemento
pertencer a uma classe é balanceada com as demais, pior serda o valor do indice, ou

seja, menos pura serd a separagao dos dados, conforme mostrado na Figura 3.9(b).

Gini=1->p; (3.4)
J

Segundo Silva (2005), quando as arvores de classificacio com parti¢oes bindrias

utilizam o critério do indice Gini, os registros da classe mais frequente tende-se a se
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isolar em um ramo da arvore, enquanto que, quando se utiliza o critério de entropia

para esse cenario, o numero de registros sao balanceados em cada ramo.

Uma vez classificadas as atividades de raios e definidas as varidveis que podem ser
utilizadas para determinar o surgimento/manutengao e a cessagao de raios (conforme

serao apresentados no préximo capitulo), o proximo passo foi a previsao.
3.3.5 Previsao de raios a curto prazo

As previsoes das descargas elétricas foram feitas com a utilizacao de redes neurais
artificiais. A escolha das RNAs se da pela sua capacidade generaliza¢ao na criagao de
relagoes complexas entre varidveis preditoras e variaveis alvos. Como a variabilidade
dos raios ¢ alta, tanto espacial como temporal, as técnicas classicas muitas vezes
nao conseguem ter representacao bem definida de eventos menos frequentes, como
o raios nuvem-solo. Diante disso, as redes neurais se tornam uma alternativa viavel

para a realizacao de tais tarefas.

A rede neural utilizada neste trabalho é a perceptron multicamadas (MLP) (GARD-
NER; DORLING, 1998). A escolha dessa arquitetura se deu devido a sua alta capaci-
dade de generalizagdo na criacao de relagdes complexas em tempo habil. As diversas
configuragoes de entrada testadas neste trabalho variam de acordo com a quanti-
dade de varidveis e instantes de tempos que serao fornecidos. Os testes feitos com
as diferentes configuragoes de entrada foram padronizados, de tal forma que fossem
executados com os mesmos dados e arquitetura, mudando apenas a camada de en-
trada da MLP apds o ajuste dos hiper-parametros. As previsoes obtidas a partir
desses modelos se deram pelos valores probabilisticos fornecidos pela camada de

saida. As variaveis utilizadas para treinar a rede estao descritas na Tabela 3.2.
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Figura 3.10 - Esquema do processo de previsao das descargas elétricas.
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Fonte: Producado Autor.

A Figura 3.10 mostra o esquema do processo para realizar as previsoes com as
diferentes configuragoes de entrada da MLP. Uma estrutura de dados foi criada para
agrupar os conjuntos de treinamento, validacgao e teste. Cada estrutura possui todas
as informacoes nos diferentes instantes de tempo. Todas as configuragoes passam por
um etapa de pré-processamento antes da execugao da rede. Esse pré-processamento
tem como intuito preparar os dados de acordo com as parametrizagoes da camada
de entrada do modelo. Inicialmente é feita a co-localizagdo dos dados, em que cada
indice da estrutura de dados fique associado com as diferentes informacoes de seus
respectivos pixeis. Em seguida é feita a selecao dos indices da estrutura de dados
em que estao alocadas os valores das variaveis e instantes de tempo referentes as
parametrizagoes de entrada da rede. Caso se aplique, é feita a degradagdo (um teste
especifico) dos dados de acordo com as configuragoes do kernel indicado, e entao
feita a extracdo dos pixeis da drea delimitada. Por fim, é feita a transformacao dos
dados para unidimensional e apresentados a camada de entrada da rede. Para a
conclusao da previsao, a saida da rede é submetida a um pds-processamento. A
classificacdo dicotomica da atividade de raios é feita de acordo com a superacao do

limiar de probabilidade definido na parametrizagao da configuragdo. Em seguida os
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dados sao revertidos estruturas bi-dimensionais georreferenciadas.

A seguir o funcionamento das redes perceptron multicamadas serdo descritas com
mais detalhes, assim como as principais configuracdes de hiper-parametros utilizadas

neste trabalho.
3.3.5.1 Perceptron multicamadas

As redes neurais utilizadas neste trabalho terdo como finalidade avaliar parametri-
zagoes associadas as variaveis meteoroldgicas para previsao de raios a curto prazo.
As redes utilizadas sao baseadas na arquitetura perceptron multicamadas. Como ja
introduzido em se¢oes anteriores, a MLP é uma rede neural artificial que pode ser
utilizada para tarefas de classificacdo e regressdo. Essa rede pertence a classe de
redes neurais artificiais do tipo feedforward, ou seja, as conexoes entre os seus nos
nao formam ciclos (JAIN et al., 1996). Essa rede surgiu com a proposta de superar
a limitacao de seu antecessor, o perceptron de Unica camada, que era capaz de re-
solver somente problemas linearmente separaveis. A MLP é constituida por uma
camada de entrada, uma camada de saida e entre essas duas um ntmero arbitrario

de camadas ocultas, conforme mostrada na Figura 3.11.

Figura 3.11 - Esquema da arquitetura da rede perceptron multicamadas.
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A camada de entrada recebe os atributos previsores (X;) e passa para as camadas
ocultas. As camadas ocultas sao compostas por neurdnios artificiais (Figura 3.12),
que realizam um processo dividido em trés etapas: pesagem, resumo e ativagao
(OBERNDORFER, 2017). Na etapa de pesagem, cada sinal é multiplicado pelo seu
respectivo peso da aresta. Na etapa de resumo, é realizado o somatorio dos pesos e
acrescido um bias. Por fim, o valor obtido é submetido a uma fun¢ao de ativagao,
e o resultado é transferido para os neurdnios da proxima camada. Os graficos das

funcoes de ativacao mais utilizadas estao apresentados na Figura 3.13.

Figura 3.12 - Esquema do neur6nio artificial.

Pesagem Resumo Ativacao

Fonte: Producao Autor.

Figura 3.13 - Grafico das principais fungoes de ativacoes.
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Fonte: Adaptado de Oberndorfer (2017).

O treinamento da MLP é feito de forma supervisionada. Sendo assim, as informagoes

apresentadas pelo modelo na camada de saida s@o comparadas com o valor real a
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cada iteracao. Essas iteracoes sao chamadas de épocas, em que pode ser executas
com lotes de dados. Para cada época é calculado o erro entre o valor real e o valor
apresentado pelo modelo. Esse erro é calculado com base em alguma funcao que
depende do tipo de tarefa que estd sendo executada (e.g. regressao ou classificagao).
Para isso existem funcoes que calculam o erro que sao mais apropriadas para cada
caso. Tipicamente o erro calculado por essa fungao ¢é utilizado para a atualizagao
dos pesos das arestas em um processo denominado backpropagation (WERBOS, 1974;
RUMELHART et al., 1986). Embora hajam outras formas de atualizagbes dos pesos
das MLPs, o backpropagation é uma das técnicas mais difundida (JAIN et al., 1996).

Embora hajam grandes esforgos para auxiliar na defini¢ao de hiper-parametros mais
apropriados para a criacao de modelos de aprendizado de maquina (BENGIO, 2000;
SMITH, 2018; RENDA et al., 2020), a sua escolha as vezes estd diretamente associada
com o tipo de problema e dados que estao sendo utilizados. Diante disso, a configu-
racao dos hiper-parametros foram definidas partir de testes de sensibilidade. Com
relacao aos parametros da arquitetura da rede, foram testadas diferentes funcoes de
ativagao, parametros de otimizagao, nimero de camadas ocultas e neurénios. Para
o treinamento os parametros testados foram a fun¢ao de erro, niimero de épocas e
tamanho do lote. Os parametros definidos para as MLPs estao apresentados na Ta-
bela 3.3. As combinacoes foram escolhidas de acordo com as avaliacao das métricas

de validagao descritas na Subsecao 3.3.7.

Tabela 3.3 - Hiper-pardmetros definidos para as configuracoes das MLPs.

HIPER-PARAMETRO ESCOLHIDO
N° camadas ocultas 2

N° neurénios na 1* camada oculta 22

N° neurénios na 2% camada oculta 44
Funcao de ativacao na 1* camada oculta Sigmoid
Funcao de ativacao na 2* camada oculta ReLu
Funcdo de ativagdo na camada de saida Softmax
Otimizador adam
N° de épocas 150
Tamanho do lote 32
Funcao de erro Focal Loss
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Os testes de sensibilidade partiram da execugdao com o nimero de camadas ocultas
variando entre 1 e 10. A quantidade de neurdnios nessas camadas, inicialmente foi
variada entre 1 e 100, com base nas melhores combinagoes, foram testados algumas
configuragoes de forma subjetiva, resultando nos valores apresentados na Tabela 3.3.
As fungoes de ativacgao testadas nas camadas ocultas foi a sigmoide, tangente hiper-
bolica e ReLu. Na camada de saida foram testadas a sigmoide, tangente hiperbodlica
e softmaz. Os otimizadores testados foram o gradiente descendente estocastico e
Adam. O ntmero de épocas foi definido de com a convergéncia do modelo moni-
torada por fungoes auxiliares (callbacks). O tamanho do lote foi escolhido entre as
opgoes 8, 16, 32, 64, 128, 256 e 512. E por fim, as func¢oes de erro testadas foram
binary-cross entropy e focal loss. A focal loss é uma func¢ao concebida com o intuito
de reduzir a especializagdo de modelos de classificagdo em dados desbalanceados
(LIN et al., 2018).

3.3.6 Tecnologias utilizadas

Todas as ferramentas utilizadas no desenvolvimento deste trabalho sao OpenSource.
O trabalho foi desenvolvido majoritariamente utilizando a linguagem de programa-
¢ao Python (versao 3.7.3). A produgao dos mapas temaéticos foi feita com o software
QGIS (versao 3.4.6). A leitura e processamento dos dados foi feita através das bi-
bliotecas Pandas' (versdo 0.24.2) e NumPy? (versdo 1.16.4). O gréficos foram cons-
trufdos com base na bibliotecas Matplotlib® (versio 3.1.0) e Plotly* (versao 4.1.0).
Para a utilizagdo dos modelos de machine learning e redes neurais foram utilizadas
as bibliotecas Scikit-learning® (versao 0.21.2) e Keras® (versao 2.0.8). A execugdo
do codigo para realizar os calculos das variaveis meteorologicas e algumas etapas
de preprocessamento foram realizadas com alguns scripts auxiliares em Shell Script.
Esses scripts contém o pipeline de execucao dos processos em cluster, gerenciado

pelo Slurm Workload Manager 7.

Os cédigos-fonte desenvolvidos neste trabalho, em sua maioria, foram executados de
forma paralela em cluster. As especificagbes do cluster e do computador utilizado

para a execucao dos codigos estao descritas na Tabela 3.4.

Thttps://pandas.pydata.org/
Zhttps://numpy.org/
3https://matplotlib.org/
4https://plotly.com/python/
Shttps://scikit-learn.org/
Shttps://keras.io/
"https://slurm.schedmd.com/
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Tabela 3.4 - Hiper-pardmetros definidos para as configuracoes das MLPs.

PROCESSADOR MEMORIA RAM PARTE DO CLUSTER N° NOS
Intel(R) Xeon(R) CPU E5- 64GB sim 8
2620 0 @ 2.00GHz (24 cores)

Intel(R) Xeon(R) CPU E5- 128GB sim 8
2620 v4 @ 2.10GHz (32 cores)

Intel(R) Xeon(R) CPU E3- 32GB sim 1
1230 V2 @ 3.30GHz (32 co-

res)

Intel(R) Core i7-8700T CPU 32GB nao -

@ 2.40GHz (12 cores)

3.3.7 Meétricas de avaliacao dos modelos

A primeira etapa do processo de validagao dos modelos foi feita através da validagao
cruzada. A validacao cruzada é uma técnica que busca avaliar a capacidade de gene-
ralizacdo de um modelo a partir de um conjunto de dados. A técnica utilizada nesse
processo serd o k-fold cross wvalidation, introduzido por Kohavi et al. (1995). Essa
técnica consiste particionar o conjunto de treinamento em estruturas denominadas
folds. Para cada fold os dados sdo divididos em conjunto de treinamento e validacao,
conforme mostrado na Figura 3.14. O principal parametro a ser definido nesse tipo
de validagdo é quantidade de folds (k). Segundo Ashfaque (2019), 10 é um valor
ideal para definir a quantidade de folds, permitindo uma observac¢ao melhor do viés
e variancia do modelo, sendo esse o valor definido no processo de validagao cruzada
deste trabalho.

A segunda etapa de validacao dos modelos foi feita com parcelas de dados separa-
dos previamente. Os dados foram divididos em trés conjuntos: treinamento (75%),
validagao (15%) e teste (10%). O conjunto de treinamento foi utilizado para trei-
nar os modelos. O segundo conjunto foi utilizado para validar os modelos durante
seu treinamento, a fim de acompanhar sua convergéncia ao longo das épocas. E o
terceiro conjunto é utilizado apenas para checar as performances dos modelos trei-
nados. As métricas de avaliagdo dos modelos (skills) sdo obtidas a partir da tabela

de contingéncia (WILKS, 2011), descritas a seguir.
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Figura 3.14 - Esquema do k-fold cross validation.
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Fonte: Adaptado de Ashfaque (2019).

Figura 3.15 - Esquema da tabela de contingéncia.
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Fonte: Adaptado de Wilks (2011).
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A Figura 3.15 mostra o esquema da tabela de contingéncia. O valor de a é quantidade
de eventos observados que foram previstos pelo modelo. O valor de b é quantidade
de eventos que nao foram observados, mas que o modelo previu. O valor de ¢ trata-se
da quantidade de observagoes que o modelo ndo previu. E por fim, d é a quantidade
de registro que o modelo nao previu e que também nao foram observados. Através
desses valores é possivel obter métricas para avaliar as skills dos modelos de previsao.
As principais métricas extraidas da tabela de contingéncia sao a Probabilidade de
detecgao (POD) e o Falso Alarme (FAR).

O POD avalia a qualidade do modelo em relacao a previsao de quando acontece o
evento que esta sendo observado. Neste caso, o total de raios que ocorreram e que
o modelo previu. O valor de POD, descrito pela Equacao 3.5, pode variar entre 0

(pior) e 1 (melhor).

a
a-+c

POD = (3.5)

O FAR avalia a sensibilidade do modelo em prever eventos que nao aconteceram.
Neste trabalho, essa métrica computa o total de raios previstos pelas diferentes

configuragoes de RNA, mas que nao foram observados pela STARNET. O valor de
FAR pode variar entre 0 (melhor) e 1 (pior), e é definido pela Equagao 3.6.

b

FAR =
a+b

(3.6)

A qualidade das configuragoes de RNAs testadas dependem do balanceamento entre
POD e FAR. Entao para avaliar os modelos segundo esse critério, foi considerado
a diferenca POD — FAR. Para essa skill, os valores mais préximos de 1 tem o

balanceamento mais vantajoso.

Além dessas métricas, também foi considerado o Erro da Densidade (ED), descrito
pela Equagao 3.7, para a avaliacao das configuragoes de alguns modelos. Trata-se da
diferenca entre o total de raios previsto e observados. Essa skill busca identificar a
superestimagao (valores positivos) ou subestimacao (valores negativos) do modelo.
O valor de ED pode variar entre —oo e +00, em que o valor ideal é 0, indicando que

a quantidade de raios previstas, foi a mesma observada.

ED = (a+b) — (a+c) (3.7)
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Cabe ressaltar que, analises sobre a influéncia da vegetacao, ciclo diurno, degradacao
e combinagbes de entrada da RNA serao avaliadas. O intuito é definir os impactos
dos dados de entrada na criacdo da RNA para a previsao de ocorréncia de raios na

Bacia Amazonica Central.
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4 RESULTADOS

Neste Capitulo serdo mostrados os resultado encontrados ao longo desta pesquisa.
O primeiro passo foi definir o comportamento espacial e temporal da varidvel a
qual espera-se prever, as descargas elétricas. Seguindo os conceitos de ciéncias dos
dados, o segundo passo realizar uma analise exploratéria dos dados, cujo objetivo
apresentar as relacoes sincronas entre os possiveis preditores e o que sera previsto.
Em seguida, a aplicacao de técnicas de aprendizado de maquina foi realizada para
entender os aspectos que influenciam na previsao das descargas elétricas na regiao

da bacia amazonica central.
4.1 Analises da distribuicao espacial e sazonal dos raios

A fim de identificar padroes espaciais e sazonais das descargas elétricas, os resultados
iniciais partiram de analises mais gerais dos dados. Foram analisadas as densidades
de descargas elétricas durante as estacoes chuvosa, seca e suas transicoes. Essas
densidades foram computadas a partir das dreas dos pixeis da grade criada e dos
municipios. Foram realizadas também andalises em busca de padroes das descargas

elétricas em relagdo a cobertura de solo e topografia.

Figura 4.1 - Mapas de densidades dos flashes nas estacoes chuvosa, seca e suas transicoes.
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Fonte: Producao Autor.
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Figura 4.2 - Densidade dos strokes por estagdes nos municipios da area de estudo.
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Fonte: Producao Autor.

O mapa apresentado na Figura 4.1 mostra o acumulado de flashes detectados por
pixeis na area de estudo durante as estagoes para os anos de 2014 e 2015, juntos. Na
primeira sub-figura nota-se que para estagdo chuvosa observa-se uma distribuicao
uniforme e intensidade baixa das descargas elétricas. Embora a uniformidade es-
pacial seja uma caracteristica predominante no mapa da estacdo chuvosa, algumas
areas possuem leves padroes de intensificagao, essas areas estao principalmente as
margens do rio Solimoes, sobre as areas de sua confluéncia com o rio Negro para o
rio Amazonas e em regioes proximas as margens do rio Madeira. Tal resultado mos-
tra efeitos possiveis de brisas fluviais no desenvolvimento de sistemas eletricamente
ativos. Algumas regides ao norte da area de estudo apresentam baixa densidade de
ocorréncia de raios em relagdo as demais areas, principalmente no nordeste, regiao
esta que tem uma topografia mais elevada (Figura 3.1). Os efeitos topogréaficos no
desenvolvimento de tempestades nesta regiao em especifico nao parece ser eficiente,
provavelmente porque nao sao areas tao elevadas, diferente dos trabalhos de (LUMB,
1970; KATONA et al.,, 2016) que analisaram regidoes montanhosas. A segunda sub-
figura refere-se ao mapa de densidade de raios durante a estacao seca. Nota-se na
Figura que este periodo apresenta maior incidéncias de raios, provavelmente devido
a maior ocorréncia de tempestades em decorréncia de uma condicao termodinamica
mais propicia ((MACHADO et al., 2018)). As areas realgadas no mapa da estagio chu-
vosa ficam ainda mais evidentes durante a estacao seca, expandindo sua cobertura
ao das margens dos rios e com intensificagoes em outras regides sobre o rio Purus.

Fica evidente na figura que a maior parte da ocorréncia de raios CG sdo préximas
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a rios, o que sugere efeitos de brisas fluviais, evapotranspiracao da floresta, contras-
tes térmicos e/ou de umidade sobre o desenvolvimento das tempestades sobre esta
regiao (GRECO et al., 1992; OLIVEIRA; FITZJARRALD, 1993; FISCH et al., 1998). As
outras figuras mostram o que seriam as estacoes de transi¢do, e como tal mostram as
condigoes de aumento na atividade de raios CG da chuvosa para seca e de cessagao

da seca para a chuvosa.

Tabela 4.1 - Strokes e flashes nos municipios durante as estagoes.

ESTACAO MUNICIPIO AREA STROKES FLASHES

MANAQUIRI 4,01 km?  2230/km? 2120/km?

. ANAMA 2,48 km? 2151 /km? 2054 /km?
gflr‘fﬁ/%%OA CAREIRO 6,16 km?  2038/km? 1939 /km?
IRANDUBA 2,23 km?  2010/km? 1927 /km?
MANACAPURU 7,41 km?  1954/km? 1881 /km?

IRANDUBA 2,23 km? 6047 /km? 5659 /km?

CHUVOSA MANAUS 11,51 km? 5796 /km? 5423 /km?
- MANAQUIRI 4,01 km? 5597 /km? 5187 /km?
SECA MANACAPURU 7,41 km? 5554 /km? 5211 /km?
CAREIRO 6,16 km?  5440/km? 4942 [km?

BERURI 17,48 km? 10336 ,/km? 9601 /km?

. MANACAPURU 7,41 km? 9961 /km? 9229 /km?
Esgﬁgﬁo MANAQUIRI 4,01 km®> 9651 /km? 8935 /km?
MANAUS 11,51 km?  9466,/km? 8776 /km?

ANAMA 2,48 km? 9137 /km? 8591 /km?

IRANDUBA 2,23 km?  4866/km? 4441 /km?

SECA MANACAPURU 7,41 km?  4540/km? 4152 /km?

- MANAQUIRI 4,01 km?  4170/km? 3835 /km?
CHUVOSA CAREIRO 6,16 km?  3901/km? 3581 /km?
ANAMA 2,48 km?  3878/km? 3589 /km?

Faz parte das atividades do INPE traduzir as informacoes para os tomadores de
decisao (INPE, 2021). Muitas prefeituras as vezes precisam informar a sua popula-
¢ado sobre a quantidade de raios que caem em seu territorio. A Figura a seguir é
apenas ilustrativa e traz as informacoes mostradas anteriormente, mas a nivel de
municipio. Nota-se na Figura que a incidéncia de raios (representada pelos strokes)
na estacao chuvosa é mais fraca e uniforme, como dito anteriormente, tendo uma
atividade maior nos municipios préximos da confluéncia dos rios Negro e Solimoes.
Na estagao seca a intensificagdo aumenta e atinge mais municipios proximos a outras
areas ao longo das margens dos rios Purus, Amazonas e Madeira. Na transicao entre

as estacoes chuvosa e seca os municipios entre os rios Solimoes e Madeira tem uma
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taxa elevada de ocorréncias, assim como em areas coincidentes com a estagao seca,
no entanto ha uma taxa significativa na cidade de Manaus, o que pode ter relagao
com os efeitos dos aerossois de poluentes e das queimas de biomassas que se iniciam
nesse periodo (MACHADO et al., 2018). Por fim, na transigdo entre as estagoes seca
e chuvosa, as taxas mais elevadas se concentram nos municipios proximos ao rio
Solimobes, enquanto que nos demais municipios a cessagao das incidéncias conver-
gem para os padroes apresentados na estagao chuvosa. A Tabela 4.1 mostra os 5
municipios com mais strokes em cada estacao. Alguns municipios aparecem no topo
da lista em todas as estagoes ou em mais de uma, o que corresponde as regides mais

ativas durante todo o ano, como citado anteriormente.
4.1.1 Variacao espacial dos raios em relagao a cobertura de solo

Com o intuito de analisar a variacao espacial dos raios em relacao aos principais
tipos de cobertura de solo da area de estudo, foram calculadas algumas estatisticas
durante todas as estacoes, conforme descritas na Figura 4.3. As estatisticas obtidas
para cada periodo foram: a densidade de strokes por pixel (primeiro eixo vertical)
que aqui normaliza a quantidade de raios pela area; os percentis 90, 95 e 99 (segundo
eixo vertical) que indicam a intensidade dos eventos mais severos; e o acumulado
(terceiro eixo vertical) para cada uma das classes de cobertura do solo que foram
analisadas que é dependente da area da classe. Em ntimeros absolutos, os acumu-
lados ficaram de acordo com a representatividade das classes de solo, sendo assim,
a floresta, que é o tipo de solo predominante teve um ntimero elevado em todas as
estagoes, enquanto que a area urbana possui o menor valor, sendo ela o tipo menos
frequente na classificacao da area de estudo. Entretanto, quando a ocorréncia de
raios ¢ comparada proporcionalmente com a quantidade de pixeis que representam
as classes, ou seja a densidade, a area urbana, embora menor, se sobressai bastante,
tendo uma densidade maior, com excecao na estacao seca, cuja a variagao ¢ pequena
entre as classes. Os percentis mostram comportamentos distintos, eventos mais inten-
sos aparentemente ocorrem com maior frequéncia sobre: os rios na estagao chuvosa;
areas urbanas na transicao chuvosa-seca; nao-floresta na seca; e novamente sobre os
rios na estacao seca-chuvosa. De um modo geral, as estagoes chuvosa e seca-chuvosa
sao similares, dada a devida proporcionalidade. Enquanto que as outras mais secas
diferem em diferentes aspectos. Tal resultado pode ser um reflexo da maior ativi-
dade termodinamica nesse periodo, assim como os possiveis efeitos de aerossois de
queimadas de biomassas no desenvolvimento das tempestades, como investigado nos
trabalhos de Camponogara et al. (2014), Machado et al. (2018), Pereira (2019).
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Figura 4.3 - Estatisticas dos strokes por tipo de solo durante todas as estacoes.
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Figura 4.4 - Estatisticas dos strokes por orografia durante todas as estagoes.
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Assim como para as classes de cobertura de solo, foram analisadas as estatisticas dos
strokes para as orografias também, conforme mostradas na Figura 4.4. As classes
aqui foram definidas pelos percentis de 33 e 66%, dividindo em trés classe: 0-42m;
<42-63m; >63-99. Dada as devidas proporcionalidades para quantidade de strokes,
nota-se nas Figuras que o comportamento é bem similar entre as variaveis estatisti-
cas analisas para todas as classes e estagoes, exceto para o acumulado (que depende
da drea). Onde existe uma maior densidade de strokes, assim como os eventos mais
severos (percentis), em areas mais baixas sobre a regiao. Contudo, salienta-se que
as estagOes chuvosa e seca apresentam valores um pouco maiores nas elevagoes in-

termedidrias.

Em suma, os resultados aqui encontrados mostram que existe uma variagao espacial
relativamente alta entre as estagoes que dependem também dos aspectos de super-
ficie. Os rios aparecem como areas importantes no desenvolvimento de raios sobre a
regiao, uma possivel relacado com os padroes locais diarios das brisas fluviais apon-
tados por Martin et al. (2015), que desempenham um papel importante no processo
de transporte das massas de ar. Ainda, a alta da incidéncia de raios no periodo
correspondente a estagao seca pode esta associada com as emissOes antropicas de
aerossois, sobretudo, relacionado a cultura de queimadas que se intensifica nesse pe-
riodo e que favorece o aumento dos processos de oxidagao, levando ao aumento das
concentragoes dos nicleos de condensagao das nuvens (CECCHINI et al., 2017). Como
apontado por Cecchini et al. (2017), as nuvens desenvolvidas em condigoes similares
de aerossoéis tendem a ter distribuicdo do tamanho de gotas semelhante em todo
o perfil vertical da nuvem, entdo, a injecdo de aerossois provenientes da atividade
humana nesse periodo pode favorecer o desenvolvimento de nuvens profundas com
alta presenca de gelo, o que talvez pudesse ser um dos motivos da maior ocorréncia
de raios. Contudo, estudos mais profundos sdo necessario para definir a real impor-
tancia dos aerossois na eletrificacdo atmosférica dessa regiao. Além disso, regioes de
planicie mostram-se mais favoraveis a formacao de tempestades eletricamente ati-
vas. Neste sentido, fica claro que um sistema de previsao dessa variavel, raios CG,
devem levar em consideracao as caracteristicas de superficie e outros aspectos locais

em suas entradas.
4.1.2 Analise do ciclo diurno

Como observado nas segoes anteriores, existe uma grande variagdo espacial e sazonal
dos dados de descargas elétricas nuvem-solo da rede STARNET na regiao da Bacia

Amazonica. E sabido que os processos convectivos na regiao amazonica oferecem
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forte ciclo diurno (MACHADO et al., 2018). Neste sentido, de modo a contabilizar
esta influéncia sobre a area de estudo a Figura 4.5 mostra as médias e acumulados
de raios CG ao longo do dia. Nota-se na figura que existem comportamentos distintos
entre as estacoes, um possivel reflexo da atividade de tempestades nesta regidao. As
estagoes secas (linhas vermelhas) e transicao chuvosa-seca (linhas amarelas) foram
aquelas que apresentaram uma maior quantidade de raios. A atividade dos raios tem
sua ascensao ainda no periodo da manha por volta das 9 h no horario local (UTC-4)
e comeca a decair por volta das 14 h, padrao semelhante ao observado por Angelis
et al. (2004). Observa-se que, a estagao seca é aquela com maior incidéncia de raios,
com o pico maximo entre as 12 h e 14 h. A estacao de transicao seca-chuvosa, mostra
uma pequena antecipagao no pico das ocorréncias, que acontece entre 10 h e 12 h.
Na estagao chuvosa, a incidéncia de raios e mais acentuada e se prolonga por grande
parte do dia, entre as 10 h e 19 h. Logo, conclui-se que, para a criagdo de um sistema
de previsao de raios € necessario levar em consideracao também o ciclo diurno destes
fenomenos. Nao so pela natureza dos mesmos, mas pela eficacia da rede de detecgao

que é sensivel ao periodo do dia que esta sendo observado.

Figura 4.5 - Média e acumulado horario de flashes em todas as estagoes.
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4.2 Analise exploratéria de dados

Com base nos conceitos de ciéncia dos dados, nesta secao foram analisadas as va-
riaveis do radar meteoroldgico em banda-S do SIPAM definidas pela refletividade
radar e sua relacdo com os raios, neste caso o flash. A ideia desta secdo é enten-
der as relacgoes diretas que existem entre as variaveis e os raios. Estas relagoes irdao
permitir verificar os aspectos fisicos associados e entender os resultados encontrados

pelas RNAs e DTs construidas ao logo desta pesquisa.
4.2.1 Analises das relagoes sincronas

Como apontado no trabalho de Almeida et al. (2020), as distribui¢oes dos dados
com diferentes atividades de raios podem servir como importantes indicativos para
identificar tendéncias. Diante disso, foram criados histogramas com as frequéncias
relativas dos valores de cada variavel, utilizando os diferentes limiares de incidéncias
de raios CG em todas as estagdes. A Figura 4.6 mostra para todas as estagoes os
histogramas das frequéncias relativas de refletividade radar na altura de 2,5 km com
diferentes limiares de atividade de raios. Os limiares de incidéncias de raios foram
divididos em: inatividade elétrica (flashes igual a 0) e atividade elétrica (flashes
acima de 1, 2, 3, 4 e 5). Além disso, o histograma é exibido somente quando a
quantidade de pontos que representam a classe é superior a 1% dos dados, isso é
feito com o intuito de evitar ruidos e provocar interpretagoes equivocadas a respeito
dos dados com pouca representatividade. Através dessa figura é possivel observar
que o pico maximo das frequéncias da classe de inatividade de raios acontece na
faixa de 10-20 dBZ, decrescendo significativamente nas faixas seguintes. E a partir
dessa faixa que as frequéncias das classes de atividades de raios comecam a ficar

mais evidentes, diferenciando-se ao longo das estacoes.
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Figura 4.6 - Histogramas das frequéncias relativas das refletividades do produto CAPPI
em 2,5 km com diferentes incidéncias de flashes em todas estagoes.
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Na estacao chuvosa a sobreposicao das frequéncias nas diferentes classes de atividade
¢ maior que nas demais, isso se da devido ao comportamento uniforme das chuvas
e baixa incidéncia de raios caracteristico desse periodo, como observado na segao
anterior. Na estacao de transicdo chuvosa-seca ha uma intensificacdo das relagao
mostrando uma separacao entre classes. Comportamento este que continua sendo
observado na estacao seca, como sabido, periodo em que a incidéncia de raios por
pixel é maior. Notou-se na Figura referente a estacdo seca que a sobreposi¢do das
frequéncias é bem menor, um indicativo de maior separacao entre as classes, em que a
inatividade de raios se concentra principalmente na faixa de 0-20 dBZ, tendo o pico
maximo de frequéncia em relacdo as demais estacoes. Os valores de refletividade
ligados a raios CG se concentram em valores maiores com um padrao bimodal.
Ressalta-se que hd uma maior acentuagao para valores mais altos quando existem
mais raios CG. Na transicao entre as estagoes seca e chuvosa esta acentuagao fica
ainda mais clara nos histogramas, o que mostra que nessa estacao um sistema de

classificacao e previsao podem ficar ainda mais eficientes.

Figura 4.7 - Histogramas das frequéncias relativas das refletividades do produto CAPPI
em 5 km com diferentes incidéncias de flashes em todas estacoes.
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Analisar as caracteristicas dos perfis de refletividade é de suma importancia para
definir condi¢oes propicias para a ocorréncia de descargas elétricas (DONALDSON,
1961; ZIPSER; LUTZ, 1994; LIU et al., 2012). Neste sentido, as proximas figuras mos-
tram os histogramas apresentados anteriormente, contudo, para diferentes niveis da
atmosfera: bkm (Figura 4.7) e Tkm (Figura 4.8). Nota-se nas figuras que, a medida
que se elava a altura, os valores de refletividade vao sendo atenuados, ou seja, o sinal
encontrado para diferenciar raios CG de nao-raios se torna cada vez menos expres-
sivo. Este comportamento pode ser observado para todas as estagoes. Contudo, esta
mudanca nao ¢é abrupta, logo, devem existir eventos mais intensos que ainda man-
tém o sinal em todos os niveis. Além disso, os picos de nao-atividade de raios ficam
ainda mais concentrados em refletividades mais baixas na maior altura. Contudo,
nao é possivel mensurar que essa informacao seja ou nao valida para um sistema
de previsao. Uma vez que, variagdes nos topos das tempestades associadas a fortes
correntes ascendentes podem ser responsaveis por injetar mais hidrometeoros em ca-
madas mais altas e favorecer a ocorréncia de descargas elétricas (RYZHKOV; ZRNIC,

2019), pode existir uma relagao assincrona entre elas, como veremos posteriormente.

Figura 4.8 - Histogramas das frequéncias relativas das refletividades do produto CAPPI
em 7 km com diferentes incidéncias de flashes em todas estacoes.
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A maioria das variaveis estudadas neste trabalho foram baseadas nos perfis de refle-
tividade radar. A Figura 4.9 mostra os mesmos tipos de histogramas apresentados
anteriormente, contudo, agora para a maxima refletividade observada no perfil para
cada pixel. Nota-se na figura que as distribui¢des sdo semelhantes aqueles de re-
fletividades em niveis mais baixos. Este comportamento é esperado, uma vez que
sistemas mais convectivos apresentam valores mais intensos abaixo do nivel de con-
gelamento ( 4,5 km na Amazonia) (YUTER; HOUZE, 1995). Contudo, cabe ressaltar
que os valores médios e desvios-padrao ficam ainda mais realgados, dando a esta

variavel uma capacidade maior de classificacao entre atividade e nao-atividade.

Figura 4.9 - Histogramas das frequéncias relativas das Méximas refletividade (2-7km) com
diferentes incidéncias de flashes em todas estacoes.
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Figura 4.10 - Histogramas das frequéncias relativas das alturas de Waldvogel (em metros)
com diferentes incidéncias de flashes em todas estacoes.

(a) ALTURA DE WALDVOGEL (b) ALTU~RA DE WALDVOGEL
o CHUVOSA TRANSICAO CHUVOSA-SECA
’ BN INATIVIDADE DE FLASHES BN INATIVIDADE DE FLASHES

=3 ATIVIDADE DE FLASHES >= 1 (100.00) =3 ATIVIDADE DE FLASHES >= 1 (100.00)
S ATIVIDADE DE FLASHES >= 2 (8.68) S ATIVIDADE DE FLASHES >= 2 (16.20)
0.8 =1 ATIVIDADE DE FLASHES >= 3 (1.43) 1 ATIVIDADE DE FLASHES >= 3 (4.26)
[ ATIVIDADE DE FLASHES >= 4 (1.41)

Frequéncia relativa [%]

| i .

(c) ALTURA DE WALDVOGEL (d) ALTURA DE WALDVOGEL
SECA TRANSICAO SECA-CHUVOSA

I INATIVIDADE DE FLASHES I INATIVIDADE DE FLASHES

[ ATIVIDADE DE FLASHES >= 1 (100.00) [ ATIVIDADE DE FLASHES >= 1 (100.00)
I ATIVIDADE DE FLASHES >= 2 (27.09) I ATIVIDADE DE FLASHES >= 2 (20.95)
08 [ ATIVIDADE DE FLASHES >= 3 (9.77) [ ATIVIDADE DE FLASHES >= 3 (12.67)
[ ATIVIDADE DE FLASHES >= 4 (3.89) [ ATIVIDADE DE FLASHES >= 4 (5.95)
[ ATIVIDADE DE FLASHES >= 5 (1.67) [ ATIVIDADE DE FLASHES >= 5 (2.98)

Frequéncia relativa [%]

Fonte: Produgao Autor.

Outras variaveis podem realcar carateristicas da microfisica da coluna atmosférica,
levando em consideragao outras informagoes do ambiente ou do proprio perfil da
precipitacao. Um exemplo é a Altura de Waldvogel (Figura 4.10), que geralmente é
utilizado como um indicador da presenca de forte corrente ascendente. Onde uma
camada entre o nivel de congelamento (aqui fixado em 4,5km) e a altura do echo
top de 45 dBZ poderia ser realcada pela presenca de gotas de agua superesfriadas
e/ou gelo injetados por corrente ascendente pronunciada, muito usada na detecgao
de granizo em tempestades (WALDVOGEL et al., 1979). Ao analisar a Figura 4.10
observa-se que existem grandes areas de intersecgoes entre a classe de inatividade e
as classes de inatividade em todas a estacoes. Contudo, a distribui¢do apresenta uma
forma mais plana, suavizada. Logo, quando verificado os valores médios apresentados
na Tabela A.1 do Apéndice A, observa-se que existe uma distribuicdo maior de
valores mais altos na condi¢ao de atividade, principalmente em estacao com maior
atividade convectiva. O que nao é o caso da estacao chuvosa, que pouco é abstraido

de suas relagoes.
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Muitos estudos mostram que a ocorréncia de raios CG estd relacionada a um rapido
aumento na altura de certos valores de refletividade radar, chamados de echo tops
(STOLZENBURG, 01 Aug. 1994; VOORMANSIK et al., 2017). Assim como feito para a
altura de Waldvogel, os graficos da Figura 4.11 mostram os histogramas para o echo
top de 35 dBZ. Nota-se na figura que as distribuigoes sao similares aquelas observa-
das para Waldvogel. Todavia, observa-se que as distribui¢oes para valores maiores
de raios apresentaram-se enviesadas para valores mais altos de altura. Tal resultado
pode estar associado a uma relacdo maior com tempestades mais bem desenvolvi-
das verticalmente e com maior densidade de raios CG. Isto acontece principalmente
nos periodos de maior atividade elétrica, como a estacao seca e seca-chuvosa. Logo,
espera-se que esta variavel seja importantes em algoritmos de regressao, que quan-
tifiquem a densidade de raios. Entretanto, nao fica claro se teriam boa classificacao
(i.e. triagem) para a ocorréncia de raios. Maiores detalhes sobre estas questoes serao

dados em secoes posteriores.

Figura 4.11 - Histogramas das frequéncias relativas das alturas do 35 dBZ (echo top em
metros) com diferentes incidéncias de flashes em todas estagoes.
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Figura 4.12 - Boxplots dos valores da taxa de precipitacdo com diferentes incidéncias de

flashes em todas estagoes.
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Fonte: Produgao Autor.

Algumas Variaveis analisadas neste estudo nao apresentaram muitas informagoes
que possam ser retiradas de andlises visuais dos histogramas, principalmente porque
existem muitos valores proximos a zero. Contudo, é sabido que elas podem ajudar
no monitoramento e previsao de eventos com atividade elétrica. Neste sentido, para
melhor apresentar os resultados, foram analisados os graficos do tipo boxplot. Na
Figura 4.12 observa-se que as variagoes das taxas de precipitagdo (Equagao 2.3)
aumentam quase que linearmente a medida que mais raios CG sao registrados. No
entanto, ha uma variacdo muito pequena das medianas, que pode ser um indicativo
de melhor classificacdo de ocorréncia de raios, mas nada indica sob uma possivel

estimativa de valores a partir de métodos de regressao.

65



O mesmo comportamento foi observado para o VIL (Figura 4.13) e a densidade de
VIL (Figura 4.14). Na literatura o VIL é um varidvel correlacionada a eventos seve-
ros, como a presenga de granizo e descargas elétricas (GREENE; CLARK, 1972). As
médias (linhas na cor bordd) mostram que entre as variaveis mostradas, a densidade
de VIL foi aquela que apresenta a maiores diferencas entre atividade e inatividade.
O que pode tornar esta variavel importante em um processo de classificacao de
ocorréncia de raios. A densidade do VIL é uma importante variavel para a rapida
identificacdo de tempestades com alta refletividade em relagao a sua altura e ca-
racteristicas que geralmente indicam ntucleos de granizo. A medida que o valor da
densidade do VIL aumenta, esses niicleos tendem a serem mais intensos e profundos,
resultando em granizo de didmetros maiores (AMBURN; WOLF, 1997), que podem fa-

vorecer a alta incidéncia de raios.

Figura 4.13 - Boxplots dos valores do VIL com diferentes incidéncias de flashes em todas
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Fonte: Produgao Autor.
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Figura 4.14 - Boxplots dos valores da Densidade do VIL com diferentes incidéncias de
flashes em todas estagoes.
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Fonte: Produgao Autor.

4.2.2 Analises das relagoes assincronas

As descargas elétricas sao fendomenos atmosféricos que dependem de processos mi-
crofisicos e dindmicos que ocorrem dentro da nuvem, como mostrado em segoes
anteriores. Estes processos podem apresentar impactos direto nas medidas do radar.
Contudo, pode existir uma relacao assincrona entre o momento de ocorréncia do raio
e as tendéncias de variagdo observadas por varidveis meteorologicas (WILLIAMS et
al., 1999; VINCENT et al., 2003). Neste sentido, foi necessério realizar uma anélise em

medidas anteriores do radar e compara-las aos flashes em um determinado instante.
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A Figura 4.15 mostra os valores médios e seus respectivos desvios-padrao (barra
vertical) para todas as varidveis do radar analisadas neste trabalho para os instantes
t (quando ocorreram os flashs), t-1, t-2 e t-3, para inatividade (linha tracejada) e
atividade (linha continua) de raios durante a estagdo seca (vermelho) e chuvosa
(azul). Essas informagoes foram obtidas a partir do instante de tempo atual (t)
e para os trés intervalos de tempo anteriores na resolucao temporal dos dados do
radar, ou seja, 12 minutos (t-1), 24 minutos (t-2) e 36 minutos (t-3). Nota-se na
figura que durante na estacao seca, todos os valores médios e de desvio das variaveis
radar associadas a raios CG foram superiores a aqueles observados durante a estagao
chuvosa. O que mostra que durante a estagao seca as relacoes entre raios e as variaveis
sdo mais acentuadas, uma possivel consequéncia da maior quantidade de raios que

acontece durante esse periodo.

Uma anélise importante que deve ser enderecada a este grafico é justamente a com-
paragao entre inatividade e atividade. Quanto maior for a diferenca, maior deve ser
a probabilidade de discriminacao pelo método de aprendizado de maquina. Logo,
como pode ser verificado na figura, os dados de refletividade em diferentes niveis
apresentam um maior distanciamento entre as médias. Vale ressaltar que, a medida
que aumenta-se a altura do CAPPI essa diferenca é atenuada. Tanto que as diferen-
cas entre inatividades nas estagoes sdo infimas. As outras variaveis que dependem do
perfil de refletividade mostram comportamentos distintos. A precipitacao, o VIL e a
maxima refletividade no perfil apresentam comportamento semelhantes a refletivi-
dade. Sendo que a maxima refletividade foi aquela que apresentou a maior diferenca
na média (todos os valores podem ser consultados na Tabela A.1 do Apéndice A).
Contudo, as variaveis associadas as alturas, como altura de Waldvogel, altura do
echo top de 35dBZ e DHDt mostram-se similares. Contudo, o DHD¢t é aquele que
apresenta as maiores diferencas. Aquela que apresenta um resultado discrepante de
todas as outras variaveis é a densidade de VIL. Nela as médias sdo similares, contudo,
o desvio padrao é muito maior para eventos de atividade do que para inatividade.
Tal resultado pode ser um indicativo de maiar separacao de classes, uma vez que
a média mais o desvio-padrao da atividade ultrapassaria a mesma operagao para
inatividade. Foi aplicado o teste de hipdtese t-student para verificar se as diferencas
entre as médias sdo estatisticamente significativas em um intervalo de confianca de
95%. Os resultados dos testes estatisticos corroboram com a analise visual que foi

descrita, e os valores, assim como outras informacoes estatisticas, estao descritos na

Tabela A.1 do Apéndice A.
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Figura 4.15 - Relagbes assincronas das varidveis em diferentes tempos anteriores a obser-
vacao durantes as estacdes chuvosa e seca para atividade e inatividade de
raios. t (tempo atual), t-1 (12 minutos), t-2 (24 minutos) e t-3 (36 minutos).
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As variacoes entre os diferentes tempos podem apresentar caracteristicas importan-
tes a um sistema de previsao. A tendéncia na evolucao temporal da variavel antes
da ocorréncia dos raios pode ser definido como um possivel pardmetro preditor.
Analisando a figura notamos que existe uma tendencia linear de crescimento nos
valores médios para quase todas as variaveis. Entretanto, é importante notar que
para a classe de inatividade esse comportamento nao se aplica, tendo uma variagao
quase inexistente nas médias das variaveis entre a ocorréncia dos raios e os tempos
anteriores a ela. A medida que se afasta do momento de ocorréncia da descarga
elétrica, as diferencas entre a atividade e a inatividade se tornam menores. Este tipo
de comportamento sugere que para algumas variaveis, seu uso em tempos passados
nao seja uma informagao proveitosa, como por exemplo, a precipitacao em t — 3.
Através da distribuicao desses dados fica evidente que pouca informacao relevante
para um sistema de previsao pode ser extraida de dados mais antigos. Contudo,
essas relagoes nao sao lineares, pois o desvio padrao varia para alguns tempos, o que
mostra que a distribuicdo nao é semelhante. Apenas analisando o ciclo de vida dos
sistemas de tempestades e sua evolugao seria possivel determinar com maior precisao
as contribuigoes. De modo a avaliar os modelos de previsao que foram criados, foram
necessarios realizar testes de sensibilidade para definir empiricamente os processos
de causa efeito da variavel no raio, ou vice-versa, conforme serao apresentados em

segOes posteriores.
4.3 Analise dos dados degradados

Os dados provenientes de ambos instrumentos (i.e. radar e STARNET) podem esta
sujeitos a imprecisoes entre os pixeis de uma vizinhanca, o que consequentemente
pode interferir nos resultados de suas co-localizagoes. A fim de mitigar esses pro-
blemas foram aplicadas as degradagoes descritas no capitulo anterior. A degradacgao
ajuda a conter o erro de co-localizacao dos dados, resultando em uma melhor capa-
cidade de associacao entre os dados. Em contrapartida, esse processo acaba impac-
tando na resolucao espacial dos dados, o que pode influenciar no erro de localizacao
do evento a ser previsto, ja que a nova area a ser analisada sera uma simplificacao ge-
neralizada a partir do conjunto de outras. Entretanto, tal abordagem permite extrair

informagao de escalas maiores, importantes a natureza do sistema de tempestades.
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A Figura 4.16 mostra o resultado da degradagdo de uma matriz de refletividade do

produto CAPPI em 2,5 km com kernels de diferentes tamanhos. A imagem mostra

os campos de refletividade radar na area de estudo no dia 11 de margo de 2014

as 16:35. O exemplo corresponde a uma imagem da estagao chuvosa onde diversos

nucleos de precipitacdo desorganizados, alguns com refletividades associadas com

taxas de chuvas que superam os 40 dBZ em vérias partes da regiao.

Figura 4.16 - Matriz de refletividade degradada com diferentes kernels para o dia 11 de
marco de 2014 as 16:35.
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Fonte: Producao Autor.
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Devido a desorganizacao dos sistemas ali mostrados na Figura 4.16, a ocorréncia de
descargas elétricas tendem a acontecer de forma mais dispersa, fazendo com que a
densidade de raios por pixeis na matriz seja ruidosa no dado original. Tal distribuicao
dificulta a co-localizacgao entre os dados. Ao degradar também as matrizes de flashes,
as regides com maior ocorréncia de dados ficam mais evidentes, facilitando a co-
localizagao dos dados, mas aumentando o erro na localizacao. Todavia, a ideia aqui
é mostrar uma possivel melhor relacao entre os dados que representam relagoes fisicas
mais evidentes, isto é, os valores mais intensos de refletividade com as maiores taxas

de raios.

Figura 4.17 - Matriz de strokes degradada com diferentes kernels e a soma como fungdo
de agregacao para o dia 11 de margo de 2014 as 16:35.
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A Figura 4.17 mostra a imagem original de raios e suas derivagdes degradadas na
mesma faixa de tempo e espaco da imagem do radar mostrada anteriormente. Nota-
se que na imagem original a visualizagao das areas onde ocorreram raios ¢ pouco
perceptivel, mas quando degradada, as regidoes mais ativas comecam a ficar mais
visiveis. E como apontado, ao aumentar muito o tamanho dos kernels de degradacao,
a perda de informagoes também comega a acontecer, como pode ser verificada pela
fusao de diversas regides ativas kernels maiores. Essa perda de informagao também
pode ser observada na Tabela 4.2, em que mostra os indices de co-localizagao e

correlagao para a imagem analisada.

Na Tabela 4.2 pode ser notado que, o indice de co-localizagdo tem uma melhora
muito significativa ao realizar a degradacao da imagem. A correlagdo entre as va-
riaveis do radar e os dados de raios também sofre mudancas com as modificagoes
no tamanho do kernel utilizado na degradacao. Na tabela também pode ser obser-
vado que a correlacao obtida a partir dos dados degradados com diferentes fungoes
de agregacao também variam, em que para esse caso especifico o ganho ¢ mais
relevante ao utilizar a soma como fun¢do de agregacao. Entretanto os valores de
correlacdo ainda sdo pouco representativos, havendo ganho somente no indice de co-
localizacao. Esses ganhos no indice de co-localizacao podem impactar positivamente
nas skills dos modelos de previsao como veremos na ultima secao deste trabalho.
Entretanto, quanto maiores forem os tamanhos dos kernels, menos acurados os mo-
delos serao, em relacao a posicao de onde aconteceu o evento, devido a perda de

resolucao decorrente da degradacao.

Tabela 4.2 - Indices de co-localizacio e correlacio para diferentes kernels para o dia 11 de
margo de 2014 as 16:35.

ICOR
MAXIMO MEDIA SOMA
Imagem original (sem degradacao) 0.57931  -0.07608 -0.07608  -0.07608
Imagem degradada com kernel 2x2  0.66165 -0.09758 -0.07198  0.06198
Imagem degradada com kernel 3x3  0.67257  -0.06722 -0.01314  0.09469
Imagem degradada com kernel 4x4  0.77320 -0.09025 -0.10825  0.15850
Imagem degradada com kernel 5x5  0.83333 -0.05409 -0.07680  0.13265

INTEGRIDADE DA IMAGEM ICOL
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Figura 4.18 - Indice de co-localizacio por varidvel em todas as estacoes com degradacoes
em diferentes tamanhos de kernels.
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Fonte: Producao Autor.
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A viabilidade do uso dos dados degradados nos modelos de previsao foi avaliada
através dos indices de co-localizagao e correlacao. Através das andlises feitas a partir
do indice de co-localizacao, é possivel identificar padroes distintos com relagao as
variaveis, kernels e estagoes. A Figura 4.18 mostra os valores para o indice de co-
localizacao para todas as variaveis e estagoes nos graficos do tipo boxplots. Para todas
as variaveis, o indice de co-localizacao melhora ao aumentar o tamanho do kernel de
degradacao. Entretanto, algumas variaveis ha melhora mais significativa que outras.
Na Figura 4.18 é possivel notar que para as variaveis com informacoes do perfil
vertical (e.g altura méxima de 35dBZ, densidade do VIL e altura de Waldvogel),
essa melhora é mais expressiva que nas variaveis com informacoes de apenas um
nivel, como as refletividade em uma altura especifica. E possivel notar também que
ha uma discrepancia nos valores de co-localizacao das diferentes estacoes. A diferenca
mais explicita é entre a estagdo chuvosa (em azul) e seca (em vermelho). Na estacao
chuvosa, independente da degradacao, as variaveis estao melhor co-localizadas com
os raios do que na estacao seca. Isso pode estar associado, principalmente ao fato que
a precipitacdo acontece de forma mais distribuida, o que pode favorecer a melhor
co-localizagao dos dados nesta estagao. Ja na estagao seca, a alta incidéncia de raios
e o seu desenvolvimento em sistemas mais intensos e isolados, contribui para uma
menor taxa de co-localizagao com variaveis. Essa tendéncia na variagao no erro de
co-localizagao entre as estacoes pode ser observada também nos valores referente a

transigdo chuvosa-seca (em laranja) e seca-chuvosa (em roxo).

Como complemento desta andlise, a Figura 4.19 apresenta as comparacoes entre
as médias dos indices de co-localizacao para todas as variaveis nas estacoes e suas
transi¢oes com todos o kernels aplicados. Nota-se pela figura que as variaveis que
dependiam do desenvolvimento da camada mais alta da nuvem (e.g. echo top de
35dBZ, Altura de Waldvogel, DVIL, Dhdt) foram as com o menor indice médio de
co-localizagao. Tal resultado reflete ao fato que estas varidveis ocupam uma me-
nor quantidade de pixeis da matriz de observagao, uma vez que precisam de uma
coluna de chuva mais bem desenvolvida. Logo, cobrindo uma &rea menor para a
co-localizagdo. Além disso, as Figuras B.1, B.2, B.3 e B.4 do Apéndice B contém
os histogramas das frequéncias relativa das médias e desvios-padrao do indice de
co-localizagao de cada variavel em suas respectivas estagoes, chuvosa, chuvosa-seca,
seca e seca-chuvosa. E na Tabela B.1 do mesmo Apéndice, além destas, estao algu-
mas informagoes estatisticas mais detalhadas dos valores do indice de co-localizagao

para consulta.

75



Figura 4.19 - Média dos Indices de co-localizacio por estacio para todas varidveis com
degradacoes em diferentes tamanhos de kernels.

(a)CHUVOSA (b)CHUVOSA-SECA

=0 Kernel 01x01 I Kernel 02x02 = Kernel 03x03 [ Kernel 04x04 ~ Kernel 05x05

Fonte: Produgao Autor.

76



Figura 4.20 - Indice de correlagio por varidvel em todas as estacdes com degradacdes em
diferentes tamanhos de kernels.
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O impacto da degradacao também foi avaliado através do indice de correlagao entre
as variaveis meteorologicas e os dados da STARNET. Na Figura 4.20 sao exibidos
os boxplots com as distribuicoes dos valores do indice de correlagao para todas as va-
ridveis em cada estacdo com degradagoes com os diferentes kernels. Alguns padroes
identificados na analise anterior nao foram percebidos nos valores dos indices de
correlacao. Para esse indice, Todas as estagoes, e principalmente a seca, mostraram
as distribuicoes dos valores de correlagao levemente superiores a estacao chuvosa.
Este resultado reflete ao fato que, por ter baixa atividade convectiva neste periodo
do ano, apesar de ter alta co-localizacao, a correlagao é esperada ser mais baixa.
De um modo geral, observa-se que as medianas se apresentam acima do valor zero
e a medida que aumenta-se a degradacao para cada kernels esses valores também
aumentam. Isso mostra que existe correlagao positiva na maioria dos casos, contudo,
existe uma alta variabilidade dos valores observados principalmente pelos outliers.
Tal comportamento pode estar associado a sub-notificacao associada aos raios que
se encontraram fora da regiao chuvosa devido a problemas de co-localizacao. Estes
problemas se dao devido ao processo de medi¢ao de ambos os equipamentos, onde os
raios se posicionam a frente da chuva devido ao rapido deslocamento dos sistemas,
que muitas vezes nao sao identificados pelo radar na construcao do CAPPI. Vale
ressaltar que, assim como para os valores do indice de co-localizacao, nao foram apli-
cados testes de hipdtese para verificar se ha diferenca estatisticamente significantes

nos valores do indice de correlacao.

A funcao de agregacao no indice de co-localizagao é indiferente, uma vez que, esse
indice leva em consideracao a atividade do pixel, independente do total de raios. Ja
a correlagao pode variar de acordo com a funcao de agregacao utilizada, conforme
pode ser visto na Tabela 4.2. Entretanto, as fungoes de agregacao baseadas na soma e
maximo, nao foram avaliadas neste trabalho. Pois as configuragoes de RN As testadas
em segoes posteriores sao para previsoes dicotomicas da inatividade/atividade, sendo
assim, a funcao de agregacao utilizada nao teria efeito. Por isso, foi utilizada apenas
uma, a média. Contudo, para trabalhos futuros, serdo analisadas também outros
processos de degradacao como a média simples dentro de cada caixa, sem a janela
deslizante, o vizinho mais proximo e outros métodos de interpolagao comuns na
meteorologia. Uma vez que este ¢ uma das técnicas aplicadas na computacao em
redes neurais convolucionais. Além disso, essas degradagoes serdo também aplicadas
ao dado de entrada, ao invés de se utilizar apenas a média, realcando ainda mais

alguns aspectos fisicos observados nos dados de radar.
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4.4 Classificagio da atividade de raios por Arvore de Decisdo

Para aproveitar o maximo da robustez das técnicas de aprendizado de maquina é
importante nao s6 a configuragao dos hiper-parametros dos modelos, mas também
a selecao e preprocessamento dos dados. Uma parte expressiva do entendimento dos
dados foi compreendida na etapa da sua andlise exploratéria, apresentada na Se¢ao
4.2. No entanto, para refinar ainda mais a quantidade de testes a ser feito, a par-
tir de uma perspectiva mais objetiva, foi realizada a classificacdo da atividade de
raios em diferentes tempos com a arvore de decisdo. A partir dessas classificagoes
foram selecionadas as variaveis com grau de importancia maior que zero nos tempos
anteriores a previsao. Cada teste consistiu em fornecer como entrada as variaveis
provenientes dos dados de radar que foram analisadas nas secoes anteriores e des-
critos no Capitulo 2, totalizando 18 varidveis. Como saida, foi fornecido um rétulo
aos modelos que indica a ocorréncia de raios de forma dicotomica provenientes dos
dados da STARNET. Esses testes se deram de forma individual para trés tempos:
t-1 (12 minutos anterior a previsao), t-2 (24 minutos anterior a previsao) e t-3 (36
minutos anterior a previsao). Cabe ressaltar que a partir deste ponto todas as ané-
lises foram baseadas em dados da estacao seca. Isso se da pelo fato que foi nesta
estagao onde foram observados a maior quantidade de descargas elétricas na regiao
de estudo. Além disso, por questoes de maior rapidez nas andalises de testes com a

MLP, apenas dados associados ao IOP2 do projeto GoAmazon foram utilizados.

Essa abordagem foi utilizada para complementar as interpretacoes obtidas a partir
da analise exploratoria dos dados, realgando assim, as variaveis com mais relevancia
na classificagdo e/ou previsao da ocorréncia de raios a partir de aprendizado de
maquina. A Figura 4.21 mostra o grau de importancia atribuido pela arvore de
decisdo para cada variavel nos tempos t-1, t-2 e t-3. A densidade do VIL foi a
variavel com o melhor aproveitamento na classificacao para os trés tempos, seguido
pela maxima refletividade, refletividade em 2 km e variavel inferida que indica a
variacao do topo da nuvem. Essas varidveis, com excecao da refletividade em 2 km,
possuem em comum caracteristicas associadas ao perfil vertical, sendo um indicativo
de que a previsao para tempos muito anteriores a previsao tem um dependéncia
assincrona do desenvolvimento vertical da tempestade. Embora contra-intuitivo, o
resultado apontado na figura sugere que mais variaveis foram utilizadas no tempo
mais distante a previsao (¢-3). Entretanto, para algumas dessas varidveis o grau de
importancia foi muito baixo, como é o caso das variaveis de refletividade em 3km,
3,5km e 4km.
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Figura 4.21 - Grau de importancia atribuido as varidveis pela arvore de decisdo em t-1,
t-2 e t-5.

SELECAO DE VARIAVEIS PELA ARVORE DE DECISAO
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Variavel

Fonte: Produgéao Autor.

A classificacdo da ocorréncia de raios feita pela arvore de decisao nao tem como
propdésito gerar os modelos finais de previsao, mas sim utilizar a sua capacidade de
selecao de atributos. A partir de seus resultados sera possivel identificar variaveis
mais relevantes em diferentes tempos para que possam ser utilizadas como entrada
nas redes neurais, conforme serda abordado na proxima se¢ao. Além disso, a analise
visual das representacoes das arvores de decisao sao utilizadas para complementar
a analise exploratoria dos dados, uma vez que, através dela os possiveis limiares que
separam melhor as classes de atividades e inatividade sao realcados, o que é mais
dificil de conseguir a partir de um modelo mais complexo, como as RNAs. Cabe
ressaltar que, esses resultados podem também serem usados em outros estudos, como
por exemplo, o rastreio de tempestades eletricamente ativas a partir de processos
de limiarizacao e clusterizagao, como aqueles aplicados por Vila et al. (2008). Uma
vez que as variaveis aqui encontradas podem realcar as areas em dados de radar que

estao associadas com maior ocorréncia de raios CG.
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Figura 4.23 - Arvore de decisao gerada pela classificagdo da atividade de raios para o tempo ¢-1.
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Figura 4.25 - Arvore de decisdo gerada pela classificacdo da atividade de raios para o tempo t-3.
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As Figuras 4.22, 4.23, 4.24 e 4.25 mostram as arvores de decisao resultantes dos
ajustes aos dados referentes ao IOP2 para os tempos ¢, -1, t-2 e t-3, respectivamente.
O esquema da arvore de decisao é composto principalmente pelas representagoes dos
dados através de histogramas e graficos de pizzas, em que a cor amarela representa
os dados sem a ocorréncia de raios e em verde os dados com a ocorréncia de raios. Os
nos das arvores sao representados pelos histogramas e os limiares criados pela DT
sao indicados pelos marcadores triangulares em suas bases. A cada nova partigdo
dos dados para criacdo de novos nés, sao geradas sub-arvores a esquerda e a direita,
indicando, respectivamente, os dados menores e maiores que os limiares do né atual.
Por fim, os nds folhas sao representados pelos graficos de pizza, que mostram as

proporgoes de dados de cada classe e os rétulos com suas respectivas classificagoes.

Nota-se nas figuras que o primeiro né raiz da arvore corresponde a separacao feita na
densidade do VIL. Embora essa variavel possua baixa representatividade numérica
em relacao as demais, por ter poucos pixeis com essa informacao, ela é uma das
que melhor se destacou na separagao com valores indefinidos, no primeiro ajuste aos
dados. Note que geralmente a separacao para valores acima dos limiares tendem a
procurar areas com raios, um indicativo que as varidveis com tendencia de cresci-
mento sao melhores na defini¢ao inicial de ocorréncia de raios. Em algumas novas
particoes o resultado ndo muda, o que significa que o n6 anterior ja seria suficientes
para definir a ocorréncia ou nao de raios. Em outros casos a divisao nao fica clara,
com os graficos de pizza mostrando uma certa semelhancga para raio e nao-raio, um
possivel problema de distribui¢oes dos dados que pode estar associado a uma ma

co-localizagao dos dados.

A primeira figura desta analise sobre Arvores de Decisdo (Figura 4.22) remete mais
a uma questao de classificacdo e nao previsao, pois verifica-se uma andlise sincrona.
Ao analisar seus resultados nota-se que alguns processos fisicos podem remeter a
processos dindmicos e microfisicos das nuvens observadas. Observa-se que os valores
de refletividade em diferentes niveis sdo selecionados como aqueles que melhor de-
finem a ocorréncia de raios. Isto remete ao fato que diferentes processos dentro da
nuvem podem modificar as caracteristicas fisicas, principalmente aquelas associadas
as quantidade de hidrometeoros dentro da nuvem. Como exemplo, a presenca de
fortes correntes ascendente, que transportam goticulas de nuvens superesfriadas e
particulas de gelo para niveis superiores (HOUZE, 2014). O desenvolvimento de areas
mais altas, como a regiao de mistura da nuvem e/ou a parte glaciada podem ajudar
no desenvolvimento de descargas elétrica dependendo do local de desenvolvimento
da tempestade (DWYER; UMAN, 2014). Uma das sub-arvores é bem instrutiva, como
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a segunda da esquerda para a direita. Onde a presenca de raio é dada quando ocorre
valores de refletividade em 7km acima de 26,31 dBZ e em baixos niveis (2km) acima
de 31,7 dBZ. Tais valores podem ser aplicados em sistemas de rastreios para melhor
identificar areas em dados de radar com capacidade de gerar descargas elétricas.
Contudo, este nao faz parte do escopo desta pesquisa, mas podem ser considerado

em questoes futuras.

A Figura 4.23 mostra a Arvore de Decisao para os dados de radar em ¢-1 associados
aos raios em t. Alguns aspectos fisicos podem ser associados aos critérios definidos
pela DT, podendo ser observados a partir da analise de sua representacao. Os dados
da sub-arvore a esquerda do no raiz ja nao tem mais co-localizagdo com a variavel
com maior relevancia (densidade do VIL), segundo os critérios da DT, sendo assim
¢ escolhida a refletividade em niveis mais altos (i.e. Tkm), onde o valor limitrofe foi
de 21,31 dBZ. Ja o nd seguinte estd associados a refletividade maxima no perfil,
onde um valor relativamente alto de 37,08 dBZ foi escolhido como limiar. Esse com-
portamento poder realcar a presenca das forte correntes ascendentes, que através
da sua intensificacdo, pode produzir maior saturacao, levando a producao de mais
goticulas de dgua e/ou gelo (PRUPPACHER; KLETT, 2010). Nesse processo, as parti-
culas mais leves geradas pelas correntes ascendentes sao transportadas para os niveis
superiores, enquanto que, as mais pesadas se sustentam na base da nuvem, criando
camadas mais intensas nos niveis inferiores, um tipico perfil de nuvens convectivas
(LHERMITTE; WILLIAMS, 1983; YUTER; HOUZE, 1995). Nota-se a sub-arvore mais
a esquerda que foram necessdrias mais interagoes (partigoes) para definir se ocorre
ou nao raios. Neste caso o né folha que definiu “com raio” identificou que quando
os niveis inferiores apresentam certa intensidade (limiar maior que 30,77 dBZ em
2km). Tal resultado reflete um possivel maior desenvolvimento das camadas quen-
tes das nuvens. As sub-arvores mais a direita tiveram um comportamento similar,
contudo focando mais em niveis médios e variagoes na altura do topo da nuvem
(DHDT). Sendo este tltimo responsavel por duas folhas importantes na defini¢ao

de ocorréncia de raios.

Para a Figura 4.24 mostra a arvore de decisdo para o tempo t-2. Fica evidente
na figura que a varidvel mais importante (apds a separagdo do DVIL) é a maxima
refletividade no perfil (em dBZ), como pode ser verificado também na Figura 4.21.
Em seguida a refletividade em niveis inferiores é mais relevante. Tal resultado mostra
que a dinamica ja nao fica tao evidente. Os sinais ali apresentados mostram que
apenas pixeis com valores relativamente altos podem ainda conter algum sinal da

ocorréncia de raios. Um exemplo claro é a sub-arvores do segundo né (folha a direita),
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onde apenas as refletividades maximas foram suficientes para definir a ocorréncia de

descargas. Cabe ressaltar que isso pode ter uma baixa precisdo em sua classificagao.
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A medida se distancia do tempo de ocorréncia dos raios, as relagoes se tornam
ainda mais dificeis de ter algum tipo de relacao fisica direta. Nota-se que a sub-
arvore mais a esquerda, cujo o no folha diz que tem raio em valores muito baixo de
refletividade. Tal resultado mostra uma inconsisténcia fisica relativamente grande.
Isso se da devido ao rapido desenvolvimento de raios e sistemas tempestuosos. Onde
0s processos lagrangianos nao permitem mais que existe uma boa relacao entre as
variaveis da arvore. Contudo, ainda existem alguns aspectos fisicos presentes, como a
necessidade altos valores de refletividade como possivel sinal de raios em tempos mais
distantes. Isto pode estar relacionado a eventos lentos com grande desenvolvimento
vertical e severidade, provavelmente ligados a sistemas convectivos de mesoescala
(HOUZE, 2014). Como exemplo podemos citar a segunda sub-arvore mais a esquerda

e aquela mais a direita.

De modo geral as DTs conseguiram definir alguns critérios fisicos importantes que
podem ser usados tanto na classificacdo como na previsao. Principalmente no que
diz nas questoes de selecao de atributos. Tais informagoes serao levadas em consi-
deracao na se¢ao posterior. Contudo, observou-se ainda que a maioria das variaveis
conhecidas pela sua capacidade de melhor diferenciar tempestades elétricas, nao fo-
ram selecionadas pelas DTs aqui analisadas. Como por exemplo, a altura do echo
top de 35 dBZ e a altura de Waldvogel. Tal fato deve estar associado a uma menor
co-localizagao desses dados em relagao a outros, como as refletividades em diferen-
tes niveis e a maxima refletividade. Estudos mais profundos precisam ser realizados
para melhor entender e associar os dados, definindo com mais propriedade as DT e

seu uso na classificagdo e previsao de raios.
4.5 Previsao de raios com perceptron multicamadas

Foram realizados diversos testes de sensibilidade, com base nas analises anteriores,
em uma arquitetura de rede neural muito difundidas pela comunidade, a MLP (des-
crita na Segao 3.3). Sendo assim, para averiguar os impactos inerentes aos dados
foram mantidas fixas as configuracoes das redes, conforme descritas na se¢ao menci-
onada. Como citado na se¢ao anterior, e reforcando novamente, ressalta-se que todas
as andlises foram baseadas nas medidas associadas ao IOP2 do projeto GoAmazom.
Devido nao s6 a maior quantidade de descargas observadas durantes esse periodo,
mas também por causa da necessidade de maior rapidez nos testes, usando assim
um conjunto de dados menor para treinamento. Logo, é sabido que isso pode ter
impacto direto na capacidade de aprendizado do modelo e as andlises levam isto em

consideracao.
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4.5.0.1 Testes de sensibilidade para os dados de entrada

Como visto em sec¢Oes anteriores, as variaveis do radar selecionadas para este tra-
balho apresentam certas caracteristicas que podem ajudar a determinar a presenca
ou nao de raios sobre a regiao de estudo. De modo a analisar os impactos destas
varaveis em redes neurais simples, como a MLP, serao feitos testes de sensibilidade
dos seus dados de entrada. As métricas aqui utilizadas sao POD e FAR, descritos
na Secao 3.3. A fim de garantir a homogeneidade dos dados de entrada nos dife-
rentes testes, estes foram processados e agrupados previamente, conforme mostrado
na Figura 4.26. Com isso, ¢ mantido a referéncia dos pixeis que serao utilizados no
treinamento, validacao e teste, mudando apenas a acervo de informacgoes que serao
acrescentadas na camada de entrada das diferentes RNAs, tais como: quantidade de
variaveis meteoroldgicas e suas condigoes em tempos diferentes; dados de cobertura
de solo; e ciclo diurno. Sendo assim, para cada teste de sensibilidade os dados de
entrada sao filtrados a partir das multiplas sele¢oes dos indices dessa estrutura de
dados bi-dimensional. Os dados de entrada sao definidos a partir da configuracao da
camada de entrada de cada uma das MLPs utilizadas. As descri¢oes dos dados de

entrada dessas primeiras configuragoes de cada rede sdo apresentadas a seguir.

Figura 4.26 - Esquema da preparacao dos dados de entrada da RNA. Em que V; sdo as
varidveis utilizadas em cada instante de tempo T;.

ENTRADA SAIDA

PIXEL1 |[VI(T-3)[V2(T-3)| = |VA(T-2)|V2(T-2)| - |VAT-D|V2T-1| -~ | Vvim | vem | - [0-1]

PIXEL 2 [VI(T-3)[V2(T-3)| - |VA(T-2)|V2(T-2)| - |V2(T-D|VAT-1| -~ | Vvim | vem | - [0-1]

VI(T-3)|V2(T-3)| - [VI(T-2)|v2(T-2)| - [Verm-m{var-n| - | vim | vem | - [0-1]

PIXEL N [VI(T-3)[V2(T-3)| = |VA(T-2)|V2(T-2)| - |V2T-D|VAT-1| -~ | Vvim | vam | - [0-1]
[0] 1 [18] [19] [36] [37] [54] [72]

CONSULTAS
[__1RANGE(0,18,1) [ RANGE(36, 54, 1)

] RANGE(18,36,1) [ RANGE(54,72,1)
TREINAMENTO: 75%, VALIDA[;AO: 15% E TESTE: 10%

Fonte: Producao Autor.
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MLPO1 - Variaveis: Todos os valores de refletividade entre as alturas de
2km e Tkm (11 niveis). Os tempos (instantes) utilizados: Os trés tltimos
tempos anteriores (¢-1, t-2 e t-3) a previsao (t). Condigao de selecao do
pixel valido para o treinamento e validacao: Todas as variaveis em todos

os tempos anteriores preenchidas.

MLPO02 - Variaveis: Todos os valores de refletividade entre as alturas de
2km e 7km (11 niveis). Os tempos (instantes) utilizados: O ultimo tempo
anterior (¢-1) a previsao (t). Condigao de selecdo do pixel valido para o

treinamento e validagao: Todas as variaveis no tempo anterior preenchidas.

MLPO3 - Variaveis: Refletividade na altura de 2,5km. Os trés ultimos tem-
pos anteriores (I-1, t-2 e t-3) a previsao (t). Condigao de selegao do pixel
valido para o treinamento e validacao: Todas as variaveis em todos os tem-

pos anteriores preenchidas.

MLPO04 - Variaveis: Refletividade na altura de 2,5km. Os tempos (instan-
tes) utilizados: O ultimo tempo anterior (¢-1) a previsao (¢). Condigao de
selecao do pixel valido para o treinamento e validagao: Todas as variaveis

no tempo anterior preenchidas.

MLPO05 - Variadveis: Todas as varidveis do radar. Os trés ultimos tempos
anteriores (t-1, t-2 e t-3) a previsao (t). Condi¢ao de selegdo do pixel
valido para o treinamento e validacao: Todas as variaveis de refletividade

em todos os tempos anteriores preenchidas.

MLPO06 - Variaveis: Todas as varidveis do radar. Os tempos (instantes)
utilizados: O ltimo tempo anterior (¢-1) & previsao (t). Condigao de sele-
¢ao do pixel valido para o treinamento e validagao: Todas as variaveis de

refletividade no tempo anterior preenchidas.

MLPO7 - Variaveis: Todas as variaveis do radar selecionadas pela DT com
grau de importancia maior que zero. Os trés tultimos tempos anteriores
(t-1, -2 e t-8) a previsdo (t). Condigao de selegdo do pixel valido para o

treinamento e validagao: Pelo menos duas entradas preenchidas.

MLPOS - Variaveis: Todas as variaveis do radar selecionadas pela DT com
grau de importancia maior que zero. Os tempos (instantes) utilizados: O
ultimo tempo anterior (¢-1) a previsao (¢). Condigdo de sele¢ao do pixel
valido para o treinamento e validagao: Pelo menos duas entradas preenchi-

das.
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o MLPO09 - Variaveis: Melhor conjunto de variaveis a partir do teste com
todas as combinagoes possiveis (Altura de Waldvogel). Os trés tltimos
tempos anteriores (-1, t-2 e ¢-3) a previsao (t). Condigao de selecao do
pixel valido para o treinamento e validacao: Pelo menos a entrada do tempo

anterior preenchida.

Diante dessas configuracoes definidas a partir da analise exploratoria de dados, se-
lecao de atributos via DT e dos testes de sensibilidade, os melhores modelos foram
selecionados para fazer outras parametrizacoes das variaveis de entrada, adicionando
também informagoes de cobertura do solo e horario. Conforme sera apresentado nas
subsecoes seguintes, as configuragoes com melhor desempenho nos testes foram as
configuragoes MLP05 e MLP09. Diante disso, novas configuragoes foram definidas,

conforme descritas a seguir.

o« MLP10 - Variaveis: Todas as variaveis do radar, dados de cobertura do
solo e hora. Os trés dltimos tempos anteriores (¢-1, t-2 e t-3) a previsao
(t). Condigao de sele¢ao do pixel véilido para o treinamento e validagao:

Pelo menos a entrada do tempo anterior preenchida.

o MLP11 - Variaveis: Todas as variaveis do radar e dados de cobertura do
solo. Os trés tltimos tempos anteriores (#-1, t-2 e t-3) a previsao (t).
Condigao de selecao do pixel valido para o treinamento e validagao: Pelo

menos a entrada do tempo anterior preenchida.

o« MLP12 - Variaveis: Todas as varidaveis do radar e hora. Os trés ultimos
tempos anteriores (¢-1, -2 e t-8) a previsao (t). Condi¢ao de selegao do
pixel valido para o treinamento e validagao: Pelo menos a entrada do tempo

anterior preenchida.

o MLP13 - Variaveis: Melhor conjunto de variaveis a partir do teste com
todas as combinagoes possiveis (Altura de Waldvogel), dados de cobertura
do solo e hora. Os trés tltimos tempos anteriores (¢-1, t-2 e t-3) a previsao
(t). Condigao de selegao do pixel vélido para o treinamento e validacao:

Pelo menos a entrada do tempo anterior preenchida.

o« MLP14 - Variaveis: Melhor conjunto de variaveis a partir do teste com
todas as combinagoes possiveis (Altura de Waldvogel) e dados de cobertura
do solo. Os trés ultimos tempos anteriores (#-1, t-2 e t-8) a previsao ().
Condigao de selecao do pixel valido para o treinamento e validagao: Pelo

menos a entrada do tempo anterior preenchida.
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o MLP15 - Variaveis: Melhor conjunto de variaveis a partir do teste com
todas as combinagoes possiveis (Altura de Waldvogel) e hora. Os trés ulti-
mos tempos anteriores (i-1, t-2 e t-3) a previsao (t). Condicao de selegao
do pixel valido para o treinamento e validagao: Pelo menos a entrada do

tempo anterior preenchida.

Por fim, outro conjunto de configuracoes foram definidas com o intuito de avaliar
o desempenho das redes neurais na previsao de raios a partir de dados degradados.
Uma vez que, esse teste visa avaliar o desempenho das previsoes das redes neurais
em dados de diferentes resolugoes espaciais, as novas configuragoes foram baseadas
na MLPO05, que possui como entrada todas as variaveis nos trés instantes de tempos
anteriores a previsao. Além disso, a MLPO05 foi uma das configuragoes que apresen-
taram melhor desempenho, conforme sera apresentado em seguida. A lista a seguir

descreve as configuragoes criadas para a realizagao desses testes.

o MLP16 - Variaveis: Todas as variaveis do radar degradas com kernel 2x2.
Os trés ultimos tempos anteriores (i-1, ¢-2 e ¢-3) a previsao (¢). Condigao
de selecao do pixel valido para o treinamento e validacao: Todas as variaveis

de refletividade em todos os tempos anteriores preenchidas.

o MLP17 - Variaveis: Todas as variaveis do radar degradas com kernel 3x3.
Os trés dltimos tempos anteriores (¢-1, t-2 e t-3) a previsao (t). Condigao
de selecao do pixel valido para o treinamento e validagao: Todas as variaveis

de refletividade em todos os tempos anteriores preenchidas.

o MLPI18 - Variaveis: Todas as variaveis do radar degradas com kernel 4x4.
Os trés dltimos tempos anteriores (¢-1, t-2 e t-3) a previsao (t). Condigao
de selecao do pixel valido para o treinamento e validagao: Todas as variaveis

de refletividade em todos os tempos anteriores preenchidas.

o MLP19 - Variaveis: Todas as variaveis do radar degradas com kernel 5x5.
Os trés dltimos tempos anteriores (¢-1, -2 e t-3) a previsao (t). Condigao
de selecao do pixel valido para o treinamento e validagao: Todas as variaveis

de refletividade em todos os tempos anteriores preenchidas.
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As configuragoes das MLP01 a MLP08 foram definidas partir de informagdes obtidas
na andlise exploratéria dos dados, relagoes sincronas/assincronas e das interpreta-
¢oes feitas pelos resultados da DT. A MLP09 foi definida com base em um teste de
sensibilidade mais simples e com menos rigor, em que foram testadas RNAs com
todas as combinagoes possiveis de entrada em trés tempos anteriores a previsao, to-
talizando 262143 RNAs. A fim aproveitar o maximo possivel esse teste, foi aplicado
nele um controle de qualidade nas amostras selecionadas e feito o seu balanceamento,
de tal forma que os dados selecionados fossem o mais representativo possivel para
cada classe, ja que os tamanhos das amostras eram pequenos em relagao as popula-
¢oes (aproximadamente 7%). Com o intuito de agilizar o tempo de processamento,
as amostras desses testes foram retiradas de 5000 sequéncias de imagens da estagao
seca dos anos de 2014 e 2015, em que as sequéncias pertenciam a eventos continuos
com duragao de pelo menos duas horas. O seu balanceamento foi feito igualando a
quantidade de dados da classe majoritaria com os da minoritaria. Nesses testes, a
que teve melhor skill avaliada pelas métricas POD e FAR foi a combinacao de uma

Unica variavel, a altura de Waldvogel.

Todas as andlises a seguir se baseiam principalmente nos resultados mostrados na
Tabela 4.3 e na Figura 4.27. A Tabela 4.3 mostra as skills gerais obtidas a partir dos
testes com as configuragoes das RNAs descritas. Esses dados de testes representam
os pixeis extraidos dos 10% da populacao de imagens de radar observadas durante o
IOP2, totalizando 1608593 pixeis. A fim de analisar o erro de co-localizagdo decor-
rente da propagacao dos sistemas, foram aplicadas as previsoes de todos os modelos
para um evento acontecido em 6 de outubro de 2014, em que a presenca de uma
tempestade eletricamente ativa foi identificada. Este sistema apresentou caracteris-
ticas de deslocamento e desenvolvimento bem conhecidas na regiao, uma vez que o
mesmo se deslocou de leste para oeste e comegou no final da tarde e se estendeu pela
noite. A Figura 4.27 mostra a observacao e as previsoes de raios por algumas das
configuragoes de MLP apresentadas acima. A observacao e as previsdes sao para o
horario das 20:00h UTC e estdo sobrepostas aos valores de refletividade em 2,5km

nesse mesmo instante de tempo.
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Figura 4.27 - Mosaico de previsao com todas as configuragoes de entrada com a MLP com limiar de probabilidade >50%.
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Nesse mosaico (Figura 4.27) é possivel observar que todos os modelos acabam su-
perestimando, em menor ou maior proporc¢ao, o total de raios observados. Todas as
metodologias aplicadas nao foram capazes de acompanhar o deslocamento do sis-
tema. Seus resultados apresentam um claro problema associado a propagacao das
tempestades. Todavia, as formas de algumas previsdes apresentaram-se semelhan-
tes a observagao, o que mostra um certo skill em determinar a ocorréncia total de
descargas. Possiveis melhorias serao acrescentadas na secao de conclusoes. Uma vez
que o pre-processamento para uma melhor co-localizagdo seja nao trivial, preferiu-
se apenas analisar os dados dispostos nas informagoes originais. Note que na figura
é possivel verificar os valores de FAR e POD para a imagem apresentada, assim
como o total de pixeis classificados com raios pelos modelos. Ressalta-se ainda que,
as descargas que nao estavam associadas aos valores de refletividade em qualquer
nivel foram eliminadas destas imagens, ou seja, os raios que nao estao sobrepostos a
qualquer das variaveis do perfil vertical de refletividade nao sao contabilizadas. Uma
métrica que avalie os erros de co-localizacao entre os dados é necessaria, entretanto,

isso nao foi aplicado nas avaliacoes gerais da Tabela 4.3.

Uma das previsoes que se destaca é a realizada com a configuragao da MLP09, que
tem como entrada a altura de Waldvogel em trés tempos anteriores a previsao, con-
figuragao que foi obtida a partir do teste de sensibilidade com todas as combinagoes
e numero de varidveis possiveis, conforme mencionado anteriormente. Essa RNA
é a que proporcionou a menor superestimacao nas previsoes, apontando de forma
bastante coerente as regides mais ativas e em que foram observados raios, conforme

pode ser visto no mosaico da Figura 4.27.

As anédlises das variagoes dos limiares de probabilidade nas previsdes das diferentes
configuragoes de redes partiram da Figura 4.28, que mostra o total de raios obser-
vados e previstos por cada MLP com os limiares de probabilidade para o caso de
estudo exposto anteriormente. O total de raios observados é representado pela linha
tracejado horizontal cinza, e as previsoes com com diferentes limiares de probabi-
lidade na camada de saida sao representadas pelas linhas continuas e marcadores
circulares, e sao distinguidos pelas cores. Como previsivel, as configuracoes com os
limiares mais baixos tem uma superestimacoes na previsao dos raios. Em contrapar-
tida, os limiares mais altos tendem a suavizar mais a sensibilidade na deteccao de
raios, em que para alguns casos nao é capaz de prever a detecgao, como ¢é feito na

maioria das configuracdes com os limiares >90% e >98%.
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Tabela 4.3 - Skills dos testes realizados com as diferentes configuragoes da RNA baseadas
na EDA.

CONF. LIMIAR>50% LIMIAR>70% LIMIAR>80% LIMIAR>90% LIMIAR>98%
POD FAR POD FAR POD FAR POD FAR POD FAR
MLPO1-A  0.511 0.941 0.001 0.000 0.000 0.000 0.000 0.000 0.000 0.000

MLPO1-B  0.784 0.970 0.097 0.904 0.001 0.900 0.000 1.000 0.000 0.000

MLPO01-C  0.853 0.976 0.227 0.930 0.009 0.930 0.000 1.000 0.000 1.000

MLPO02-A  0.328 0.913 0.000 1.000 0.000 1.000 0.000 1.000 0.000 0.000

MLP02-B  0.647 0.961 0.011 0.897 0.000 0.976 0.000 1.000 0.000 0.000

MLP02-C  0.890 0.977 0.237 0.920 0.011 0.970 0.001 0.991 0.000 0.991

MLPO03-A  0.758 0.975 0.186 0.914 0.000 1.000 0.000 0.000 0.000 0.000

MLPO03-B  0.898 0.986 0.436 0.947 0.037 0.886 0.000 1.000 0.000 0.000

MLPO03-C  0.950 0.991 0.746 0.977 0.463 0.953 0.114 0.912 0.002 0.973

MLP04-A  0.478 0.963 0.000 0.000 0.000 0.000 0.000 0.000 0.000 0.000

MLP04-B  0.842 0.985 0.331 0.937 0.000 0.000 0.000 0.000 0.000 0.000

MLPO04-C  0.914 0.989 0.473 0.962 0.246 0.924 0.000 0.000 0.000 0.000

MLPO5-A  0.481 0.939 0.000 0.000 0.000 0.000 0.000 0.000 0.000 0.000

MLPO05-B  0.831 0.973 0.131 0.897 0.000 0.000 0.000 0.000 0.000 0.000

MLPO05-C  0.879 0.980 0.551 0.950 0.131 0.913 0.000 0.000 0.000 0.000

MLPO0O6-A  0.424 0.931 0.000 0.000 0.000 0.000 0.000 0.000 0.000 0.000

MLPO06-B  0.684 0.956 0.021 0.000 1.000 0.000 0.000 1.000 0.000 0.000

MLPO06-C  0.924 0.979 0.369 0.921 0.001 0.929 0.000 0.000 0.000 0.000

MLPO7-A  0.694 0.971 0.093 0.929 0.000 0.000 0.000 0.000 0.000 0.000

MLPO7-B  0.819 0.982 0.357 0.946 0.004 0.958 0.000 0.000 0.000 0.000

MLPO7-C  0.924 0.991 0.684 0.972 0.276 0.950 0.010 0.951 0.000 0.000

MLPO08-A  0.633 0.969 0.114 0.876 0.000 0.900 0.000 0.000 0.000 0.000

MLPO8-B  0.857 0.984 0.387 0.944 0.001 0.976 0.001 0.957 0.000 0.959

MLPO0O8-C  0.934 0.989 0.585 0.966 0.233 0.920 0.001 0.864 0.000 0.000

MLP09-A  0.001 0.917 0.000 0.000 0.000 0.000 0.000 0.000 0.000 0.000

MLP09-A  0.595 0.891 0.003 0.867 0.000 1.000 0.000 0.000 0.000 0.000

MLP09-C  1.000 0.915 0.025 0.812 0.007 0.868 0.003 0.882 0.000 1.000
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As previsoes das ocorréncias de raios mostradas na Figura 4.27 foram feitas a partir
do limiar de probabilidade padrao, ou seja, >50%, os mosaicos com as previsoes
utilizando os limiares de probabilidade >70%, >80%, >90% e >98% nao serao ana-

lisadas, mas podem ser consultados no Apéndice C.

Figura 4.28 - Flashes observados e previstos com as diferentes configuragoes de RNA.

COMPARACAO DO TOTAL DE FLASHES OBSERVADOS E PREVISTOS

—— Observacao

-@- Previsio P(>=50)
10000 ~@- Previsao P(>=70)
-@- Previsao P(>=80)

Previsio P(>=90)
-@- Previsio P(>=98)

8000

Total de flashes
3
8

s
S
3
3

2000

MLPO1 MLPO2 MLPO3 MLPO4 MLPOS MLPO6 MLPO7 MLPO8 MLPO9
Configuragao

Fonte: Produgao Autor.

A fim de avaliar os impactos da variaveis de entrada na previsao de raios a partir da
MLP, alguns testes foram discutidos com maior profundidade, e serao apresentados

a seguir.
Teste 1: balanceamento dos dados e probabilidade

O primeiro teste refere-se a um problema inerentes as RNAs, o balanceamento de
dados (HAIXIANG et al., 2017). Por ser um evento de alta variabilidade espacial e
temporal, sdo raros os eventos com a deteccao de raios. O impacto disso nos modelos
de aprendizado de méaquina estd no desbalanceamento dos dados, onde os eventos
nao-raios sao muito mais frequentes que aqueles associados a ocorréncia de raios.
Se nao houver o balanceamento dos dados que favorega a previsao do alvo, é muito
provavel que o modelo fique enviesado a generalizar somente os eventos da classe
majoritaria (TAHIR et al., 2009; HAIXIANG et al., 2017). Algumas abordagens foram
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utilizadas para conter essa problematica, uma delas foi a customizacao da funcgao
utilizada para a atualizagdo dos pesos das RNAs durante o backpropagation, sendo
utilizada a Focal Loss. Devido ao desbalanceamento demasiado dos dados, somente a
implementacao da Focal Loss nos modelos nao foi suficiente para que houvesse ganho
na capacidade de generalizagdo. Sendo assim, foi feito o equilibrio das proporgoes

dos dados de cada classe.

A fim de melhorar a representatividade das classes usadas no processo de treina-
mento/validagio/teste das RNAs durante os testes de sensibilidade, foram apli-
cados para cada configuracao os balanceamentos com as seguintes proporcoes de
dados: A(Atividade: 25%, Inatividade: 75%); B(Atividade: 50%, Inatividade: 50%);
e C(Atividade: 75%, Inatividade: 25%). A geracao de dados para complementar a
classe minoritaria foi desconsiderada, uma vez que este trabalho propoe a parame-
trizacao de variaveis através de testes de sensibilidade sem intervencgao direta. Sendo
assim, a quantidade de dados da classe majoritaria foi reduzida aleatoriamente para
igualar as proporgoes citadas, abordagem conhecida como subamostragem aleatéria
(TAHIR et al., 2009).

Como dito anteriormente, a Tabela 4.3 mostra as skills (POD e FAR) para as con-
figuracoes de todas RNAs analisadas no teste de sensibilidade com as variaveis de
entrada dos modelos. Um dos principais ganhos que pode ser observado nessa tabela
é o aumento de performance do modelo em relagdo ao balanceamento das classes.
Em que para todas as configuragoes o POD aumenta significativamente ao incre-
mentar a proporc¢ao de dados referente a classe de atividade, em contrapartida o
aumento do FAR é mais modesto. Como ja mencionado, essas métricas sofreram
bastante com a falta da capacidade dos modelos em acompanhar o deslocamento
dos sistemas de tempestades. Mesmo assim foi possivel verificar um ganho no POD

de um modo geral.

Todas as configuracoes utilizam na camada de saida uma funcao de ativagdo com
probabilidades, a softmax. Sendo assim, alguns limiares de probabilidade de ocor-
réncia de raios foram aplicados, a fim de avaliar a subestimagao/superestimagao
em configuragdes que tem variaveis fortemente associadas aos raios. Os limiares da

probabilidade aplicados foram >50%, >70%, >80%, >90% e >98%.
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Com relacao a estes limiares de probabilidade, notou-se que as skills através de sua
variacao sugere que o seu aumento influencia em uma maior subestimagao na de-
teccao dos raios. Onde o POD é penalizados em funcao de uma pequena melhoria
do FAR em alguns casos. Uma vez que se limita ainda mais a detec¢do dos mesmos.
Isso se da pela alta variabilidade espacial dos raios e, principalmente, pelos proble-
mas de co-localizacao decorrente do nao acompanhamento da previsao em relagao a
propagacao dos sistemas observados. Por outro lado estes resultados mostram que a
funcao utilizada pela MLP para definir as probabilidades se mostra efetiva, mesmo
com valores >50%. Ou seja, essa mostra um certo grau de confiabilidade em seu

uso.

Diante disso, verificou-se que o balanceamento das classes com a propor¢ao
C(Atividade: 75%, Inatividade: 25%) foi a que teve melhor aproveitamento por parte
dos modelos de previsao. Em relacao ao limiar de probabilidade, notou-se que o seu
aumento prejudica a capacidade de deteccao dos raios, aumentando a subestimagao
do evento, sendo assim, o limiar de probabilidade que melhor se adequou aos mo-
delos foi >50%. Sendo assim, para os demais testes, sdo essas parametrizacoes que

serao levadas em consideragao.
Teste 2: informagoes de instantes anteriores a previsao (t-1 vs t-1,t-2,t-3)

Este teste foca no impacto dos dados provenientes de tempos anteriores. Como visto
anteriormente, existem relagoes que podem ser assincronas. Neste sentido, foram
realizadas duas execugoes cujas diferencgas estavam apenas na insercao das informa-
¢oes das mesmas variaveis em tempos anteriores. Note que as variaveis escolhidas
rementem ao perfil de refletividade radar para cada pixel. Na MLPO01 foram seleci-
onadas todas os valores de refletividade para os CAPPIs de 2 a Tkm de altura em
trés intervalos de tempos que antecedem a previsao (i-1, ¢-2 e t-3. Enquanto que,
a MLPO02 utiliza apenas os dados do instante t-1, com as mesmas variaveis. Como
notado nas anélises do EDA e da DT, os dados em diferentes perfis sao importantes
para definir alguns aspectos fisicos e apresentam certa importancia da definicao das
descargas em diferentes momentos. Nota-se na Figura 4.27 que a distribuigao apre-
sentada na MLPO1 parece estd mais bem definida. Uma, possivel resposta dos dados
em trés tempos anteriores a previsao, fazendo com que capture as tendéncias tem-
porais do perfil durante esses intervalos. Contudo, a MLP0O1 apresenta um erro de
co-localizagao evidente. Que como dito anteriormente pode estar associado ao rapido
deslocamento do sistema observado. Em contrapartida, a MLP02 apresenta-se mais

ruidosa, provavelmente um efeito da falta de informacgao de relagoes assincronas. No
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entanto, as bordas sao melhor co-localizadas ao sistema em 2,5km. Isto pode ser um
indicativo que a inclusao de informagoes assincronas, como na MLPO01, pode retar-
dar os resultados das previsoes de raios, no que tange ao deslocamento do sistema.
Isso pode indicar que, as informagodes mais proximas ao evento pode inferir melhor
deslocamento, ou seja, dando mais velocidade de propagacao a previsao. Como pode

ser observado, as previsoes foram mais adiante em dire¢do a observacao a oeste.

Essa caracteristica também pode ser evidenciada nas previsoes da MLP05 e MLPO06.
A MLPO05 é a configuragdo que tem como entrada todas as variaveis durante os
trés tempos anteriores a previsao e a MLPO06 todas as variaveis, porém com um
tempo anterior a previsao. Embora pareca ter uma co-localizacao melhor com as
regioes mais ativas, a MLP06 apresenta uma distribui¢do mais ruidosa, assim como
a MLP02, no entanto, com uma superestimativa menor, influenciada pela inclusao
de mais variaveis. J& a MLP05 possui uma distribui¢ao mais parecida com as regioes
mais ativas, porém com erro de co-localizacdo maior. Possivelmente associado pela
rapida movimentacao do sistema para oeste, assim como foi para a MLP01. Contudo,
em termos de qualidade e valor da previsao, as MLPO1 e 05 foram superiores. Mesmo
que os skills apresentados fossem menores, como pode ser visto na Figura 4.27. Fica
evidente pela Figura 4.28 que as previsoes realizadas por estas duas tltimas em
termos de quantidade de raios foi similar as observagdes. Ou seja, o modelo consegue
dizer que ocorrera as descargas, contudo, erra em sua localizagao. Um problema que
talvez esteja associado ao tipo de RNA escolhida. Talvez, uma MLP nao seja a
melhor escolha para este tipo de dado e comportamento dinamico associado aos

eventos a serem previstos.

Em termos de skill geral, como mostrado na Tabela 4.3 a MLP02 (MLP06) mostra
uma leve superioridade em POD e FAR com relacio a MLP01 (MLPO05) que nao
chega a ser significante. Lembrando que nenhum teste estatistico de significancia foi
aplicado nessas médias, mas mesmo assim, é possivel fazer tal afirmacao, devido a

proximidade dos valores.

Os resultados destes testes mostram um certo dilema, onde a escolha de informagoes
anteriores pode dar qualidade a previsao, em termos de total de descargas previs-
tas, mas em detrimento do deslocamento do sistema, que é melhor definido pela
ultima informacao. O melhor seria usar as duas abordagem em conjunto em redes
integradas, dando peso as caracteristicas mais relevantes de cada uma. Ou seja, usar

o deslocamento de uma e a qualidade da outra.
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Teste 3: densidade de informacgoes

Nestes testes sao comparadas as RNAs com todos os valores de refletividade em re-
lacao aquelas com apenas um nivel de informacao. O intuito é verificar a capacidade
de abstracao de uma rede com menos informacao com relagdo a uma outra com mais
dados. Além disso, devido ao niimero de inputs ha um impacto direto no tempo de
processamento da RNA. Cabe ressaltar que, a utilizagdo dos 40 niveis de refletivi-
dade disponiveis nos dados de radar foi dispensada, uma vez que desta forma uma
grande quantidade de ruidos estavam sendo inclusos prejudicando andlise e também
o desempenho dos modelos. Diante disso, foi feito a utilizacdo dos dados entre 2 km
e 7 km, conforme mencionado no capitulo anterior. J& as redes mas simples utiliza-
ram apenas a altura de 2,5 km, frequentemente aplicada na estimativa da chuva em

superficie.

As configuragoes com o perfil vertical de refletividade (MLP01 e MLP02) na entrada
foram capazes de se ajustar melhor aos nicleos mais ativos e capturar mais informa-
¢oOes assincronas, devido a variagao existente nos valores da coluna vertical. Enquanto
que, as configuragoes com os valores da refletividade em um nivel na entrada (MLP03
e MLP04), embora com o processamento mais rapido (treinamento/validagao/teste)
acabaram superestimado mais a incidéncia de raios, marcando regioes ativas com
limiares de refletividade mais modestos. Além disso, as configuracoes com apenas a
refletividade em 2,5km em um instante de tempo anterior a previsdo (t¢-1) parece
ser menos ruidosa que a configuracdo com os instantes de tempos t-1, t-2 e t-3. Isso
pode esta associado com o desenvolvimento vertical das nuvens, influenciado pelas

correntes ascendentes.

Diante disso, é possivel observar que as configuragoes com o perfil vertical de re-
fletividade tem um melhor desempenho na previsdo dos raios. Além disso, com a
inclusao de dados de multiplos instantes anteriores, também foram capazes de cap-
turar informacoes assincronas melhorando a sua performance. Ja desempenho do
modelo com apenas a refletividade em 2,5km em um instante de tempo (MLP04),
apresentou resultados mais satisfatérios no que diz respeito ao caso da Figura4.27
que a com todos os tempos anteriores (MLP03). Tal resultado pode estar associado
a propagacao de informagoes com baixa relevancia pela rede em diferentes tempos
para apenas uma variavel. Isso mostra que mais variaveis podem inserir informagoes

importantes as redes, principalmente se existir algum aspecto fisico relacionado.

101



Teste 4: as melhores variaveis selecionadas via DT

A configuracao MLPO07, que usa as variaveis selecionadas pela DT, foi o modelo com
a maior superestimacao. Isto pode esta associado com critério de escolha das varia-
veis para input da RNA, que baseou-se na selegdo daquelas com grau de importancia
maior que zero, e/ou a ma defini¢ao de algumas variaveis pela DT. Isso indica que a
escolha das variaveis de entrada baseada na selecao de atributos da DT precisa ser
complementada pela definicdo de um limiar no grau de importancia. Uma vez que,
como apontado na Figura 4.21, algumas varidveis tiveram um grau de importancia
muito baixo na classificagdo, mas que foram incluidas na entrada da RNA, prova-
velmente aumentando as incertezas da rede a ocorréncia de raios. Além disso, como
foi observado nas DTs analisadas na Sec¢ao 4.4, alguns nés que foram utilizados nao
traziam informacoes relevantes, podendo a partir de uma analise subjetiva serem
eliminados. Contudo, faz parte de escopo deste trabalho nao interferi nas escolhas

automaticas da DT.

Em estudos futuros, onde serao executadas analises mais aprofundadas a respeito
do uso das DTs, escolhas mais pertinentes poderao ser aplicadas. Assim, espera-
se que os resultados sejam mais satisfatérios. Cabe ressaltar que a MLP08, que
também usa as variaveis selecionadas pela DT, porém, com o tempo mais préximo
(t-1), mostrou-se levemente melhor que a MLP0O7 em relagdo a superestimacao. Tal
resultado pode estar associado a melhor representatividade fisica mostrada pela DT
para este tempo, como discutido em sua se¢do. Uma possivel relacdo com o rapido
deslocamento das tempestades, que consequentemente nao deixaram muitos sinais

de sua severidade em tempos anteriores nos dados de radar.
Teste 5: os impactos de variaveis fisicas conhecidas

Outra andlise baseada nas relagoes entres as MLP01/2 e MLP05/6 esta associada
a insercao de dados conhecidos por sua relagao com tempestades, como as variaveis
calculadas em fungdo do perfil de refletividade (e.g. VIL, Alturas de Walgvogel e
echo top de 35dBZ, entre outras). Neste teste foram inseridos todos os dados do
radar utilizados neste estudo nas redes MLP05/6 e comparados com os resultados
das MLP01/2. De um modo geral, nota-se que hd um pequeno ganho com relac¢ao
ao POD, entretanto, o FAR mostrou-se bem similar, com uma leve perda de skill.
Contudo, em relacao ao caso apresentado na Figura 4.27 e ao total de raios gerados
pelas previsoes observados na Figura 4.28, observa-se uma leve melhoria associada

a MLPO05 com relacao as outras aqui analisadas.
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Teste 6: a melhor na matriz de combinacoes

Como mencionado anteriormente, foi realizado um teste prévio de sensibilidade em
relacao a quantidade de variaveis utilizadas como entrada, em todas as combinagoes
possiveis. Esse foi um teste mais simplificado, que tinha como um dos propdésitos
avaliar a capacidade de generalizacao das redes neurais artificiais diante da inclusao
de dados selecionados a partir de uma abordagem distinta, diminuindo a quanti-
dade de informagoes utilizadas, porém com mais critérios de selecdo. A diminuigao
dréastica na amostragem se deu por questoes de custo computacional, pois executar
mais de 250 mil RNAs levaria bastante tempo. Além disso, esperava a partir desse
teste encontrar uma combinacao de variaveis que fossem melhor aproveitada pelo
modelo. O critério utilizado para a escolha da melhor combinacao foram os valores

de POD e FAR mas para dados balanceados, como sera descrito a seguir.

A Tabela 4.4 mostra as 3 melhores combinagoes de acordo com esse teste de sensi-
bilidade. Onde é possivel observar que a altura de Waldvogel foi superior a altura
de 35 dBZ, e a combinagao das duas. As variaveis pertencentes a essas combinagoes
sao associadas com o desenvolvimento vertical das nuvens, indicando assim, uma
forte relacao dessa caracteristica de ocorréncia de raios, podendo ser veemente con-
sideradas em um sistema de previsao. Note que, para esses testes as skills tiveram
valores muito melhores que os testes anteriores. Isso se deu devido a uma sele¢ao
mais rigorosa e controlada das amostras que foram utilizadas para o treinamento,
validacao e teste, em que foram selecionadas somente pixeis em que haviam abun-
dancia de informagoes. Devido a isso, a propagacao dos sistemas nao provocaram
grandes impactos nas skills, uma vez que foi levado em consideracao a densidade
de informacoes nas amostras selecionadas. Em suma, essas estatistica nao serviriam
em um sistema real de validacao de modelos de previsao, pois nao consideram a
totalidade da imagem prevista. Contudo, esses testes nao tiveram o propoésito de se-
rem comparados aos testes apresentados até entao, mas sim servir como alternativa
na selecao de atributos a serem utilizadas nas configuragoes dos modelos que estao
sendo avaliados. Uma espécie de mini-treinamento e validacdo em ambientes mais

controlados.
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Tendo em vista o exposto acima, a configuragdo do modelo MLP09 utiliza como
variavel de entrada a melhor combinacao, neste caso a altura de Waldvogel, segundo
esse teste de sensibilidade. Esta MLP foi treinada nas mesma condi¢oes das redes
dos testes anteriores, mas apenas usando esta varidvel. A Figura 4.27(j) mostra a
representacao visual da previsao utilizando esse modelo. De todos os outros mode-
los, este foi o que teve a melhor aproximacao da quantidade de raios observados
para o limiar de probabilidade que esta sendo utilizado no caso de estudo, como
também pode ser evidenciado na Figura 4.28. Assim como em outras configuragoes,
o resultado dessa previsao também ¢é impactado pelo erro de co-localizacao, porém
reflete os aspectos presentes na observacao. De todo modo fica claro que variaveis

com melhor significado fisico tendem a melhorar a RNA.

Tabela 4.4 - As 3 combinagbes com as melhores skills segundo teste de sensibilidade das
variaveis em trés instantes de tempos.

COMBINACAO DE VARIAVEIS POD FAR
Altura de Waldvogel 0.994  0.000
Altura maxima de 35dBZ 0.803 0.134
Altura maxima de 35dBZ; Altura de Waldvogel 0.799  0.046

Teste 7: os efeitos do tipo de superficie e ciclo diurno

Como discutido em se¢oes anteriores, as tempestades podem sofrer influéncia do tipo
da superficie. Na andlise exploratéria dos dados nao foram encontrado relagoes ex-
plicitas entre a ocorréncia de descargas elétricas em diferentes topografias. Portanto,
a inclusao dessa informacao nos testes nao foram consideradas. Como apontado por
Machado et al. (2018), a orografia possui relagoes mais fortes com os regimentes pre-
cipitantes, que sao melhores definidos. J& com os raios, possivelmente influenciado
pela sua alta variabilidade, nao foi possivel encontrar associacdes que motivassem

alguma conclusao.

Através da andlise espacial das descargas elétricas e da sua relacdo com os dados
de cobertura de solo, foram encontrados alguns indicios que o tipo de solo pode
exercer alguma influéncia sobre a ocorréncia de raios. Sendo assim, foram realizados
alguns testes com a inclusao das classes de cobertura de solo associadas aos dados de
entrada das RNAs. A fim de avaliar os impactos dessas informagoes de forma mais

objetiva, esses testes foram realizados apenas com as configuracdes dos modelos que
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aproximaram melhor o total de raios da observacao, ou seja, a MLP05 e MLP09.

Como visto em se¢Oes anteriores, a incidéncia de raios sofre forte influéncia do ciclo
diurno, sendo mais ativa durante o final do dia. Além disso, como apontado por
Morales (2018), a eficiéncia de deteccao da STARNET sofre grande oscilacao do
dia para a noite. Sendo assim, a inclusao das informagcoes de hora também foram

incluidas nas configuragoes das MLPs mencionadas.

A Tabela 4.5 mostra a comparagao entre as skills dos modelos com as primeiras
configuragoes dos dados de entrada e com a inserc¢ao dos dados de cobertura do solo
e hora. As variagoes da configuracao MLPO05, que tem como entrada todas as varia-
veis nos trés instantes de tempos, tem uma mudanga mais significativa em MLP10.
Essa configuragao tem os dois tipos de dados em questao como complemento, tendo
um aumento de quase 4% no POD e um aumento mais modesto no FAR, de apro-
ximadamente 0,2%. As configuracoes MLP11 e MLP12, que contém a insercao dos
dados de cobertura do solo e hora, de forma separada, nao tiveram mudancas sig-
nificativas em relacao a configuracao base. A segunda parte da tabela diz respeito
as skills das variagoes da MLP09, referente ao modelo definido com base nos testes
de sensibilidade das combinagbes de varidaveis, que tem como entrada a altura de
Waldvogel em trés instantes de tempo. Nao houveram variacoes significativas com

a insercao dos dados complementares para esse modelo.

Tabela 4.5 - Skills dos testes com a insercao de dados de cobertura do solo e hora.

MLPO5 MLP10 MLP11 MLP12
VARIACOES DA MLP05 POD FAR POD FAR POD FAR POD FAR
0,879 0,980 0,917 0,982 0,905 0,984 0,897 0,980

MLP09 MLP13 MLP14 MLP15
VARIACOES DA MLP09 POD FAR POD FAR POD FAR POD FAR
1,000 0,915 0,982 0914 0,999 0,915 0,999 0,915
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A fim de complementar a andalise do impacto dos dados de cobertura do solo e hora,
foi criado o mosaico com as previsoes de raios para o evento utilizado como exemplo
nas subsecoes anteriores. A Figura 4.29 mostra o mosaico com os dados de raios ob-
servados (a) e as previsoes com as configuragoes MLP05, MLP10, MLP11, MLP12,
MLP09, MLP13, MLP14 e MLP15, (b)-(i) respectivamente. A inclusdo desses dados
complementares sobre os modelos da configuracao MLPO05 influenciou na superesti-
magao da ocorréncia de raios, em que na inclusao somente dos dados cobertura do
solo ficou ainda mais acentuada (Figura 4.29 (d)). Nota-se de um modo geral que
existe uma tendéncia a gerar raios sobre os rios naquelas RNAs que levam em consi-
deracao esse tipo de informacao. Isso se da devido a alta relacao entre esses eventos
e os processos fisicos associados a brisas fluviais, como comentado anteriormente na
Secao 4.2. Contudo, este aspecto fisico nao foi encorporado pela rede, pelo contrério,
causou ruidos nas saidas. Quanto as configuragoes baseadas na entrada da MLP09,
observou-se que nao houve tanto variacado quanto nos modelos anteriores, ficando
muito préximo da configuracao somente com as entradas padroes. A configuragao
com o resultado mais discrepante é a que tem as duas variaveis complementares,
que acaba limitando mais os pontos com previsao de raios, subestimando um pouco

a quantidade observada, como pode ser visto na Figura 4.30.

Com relagao a analise pixel a pixel, nao foi identificado mudangas significativas com
relagao a inclusao dos dados de cobertura do solo e hora na previsao das descargas
elétricas, o que, em partes, pode esta associado com a alta variabilidade do evento.
Sendo assim, essas relagoes sao melhores definidas a partir de andlises mais globais,
como as que foram feitas na andalise exploratéria dos dados. Diante disso, essas
variaveis podem ter impactos mais expressivos perante um sistema previsao de maior
escala e nao pixel a pixel. Como sugestao para trabalhos futuros, o acompanhamento
desses eventos usando um sistema de rastreio que possa quantificar estes parametros
em macroescala dever ser aplicado, afim de definir um melhor sinal dos efeitos de

superficie.
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Figura 4.30 - Flashes observados e previstos com as configuragoes MLP05 e MLP09 com
dados de cobertura do solo e hora.
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Fonte: Produgao Autor.
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Teste 8: os impactos da previsao com dados degradados

Um dos principais problemas enfrentados nos testes apresentados até aqui, estao
associados com o erro de co-localizacao. Devido a rapida propagacao de alguns sis-
temas, e o fato de que a previsao esta sendo feita pixel a pixel, as diversas configura-
¢oes testadas nao foram capazes de acompanhar a referéncia espacial da observagao,
impactando diretamente na skills dos modelos. Diante disso, foram realizados os
testes com os dados degradados, aumentando as areas dos pixeis. Esses testes foram
realizados conforme as degradagoes dos dados descritas na Secao 3.3. Cabe ressal-
tar que apenas uma das fung¢oes de agregacao sobre os dados de raios foi utilizada,

enquanto a funcao de média foi aplicada as variaveis de entrada.

Como exposto anteriormente, o erro de co-localizagao é a principal problematica que
estd sendo encontrada na realizagado desses testes, e as taxas de falso alarme (FAR)
indica isso. Quanto maior for esse valor, maior é erro de co-localizagdo da previsao
em relagdo a previsao, como foi apontado nas analises anteriores. A tentativa de
diminuicao desse erro sem a insercao de mais informacoes, foi feita com a degradagao
dos dados de entrada. Com o aumento dos kernels é possivel notar que ha uma
diminuicdo na taxa de falso alarme, indicando que erro de co-localizacdo também
é atenuado. A Tabela 4.6 mostra as skills dos testes realizados com as as variagoes
das configuragoes do modelo que usa como entrada todas as varidveis (MLPO05) e as
diferencas entre elas e os dados sem degradagdo. Nessa tabela é possivel observar

que hé ganhos em ambas as skills, aproximadamente 9,6% no POD e 24% no FAR.

Tabela 4.6 - Comparacao entre as Skills dos testes realizados com os modelos utilizando
todas as variaveis sem e com as degradacoes nos diferentes kernels do caso de
estudo.

CONFIGURACAO POD FAR
DIFERENCA POD DIFERENCA FAR

MLPO05 (sem degradacao) 0,879 0,980

MLP16 (kernel 2x2) 0,964 0,865 0,085 0,115
MLP17 (kernel 3x3) 0,975 0,784 0.096 0,196
MLP18 (kernel 4x4) 0,951 0,747 0,072 0,233
MLP19 (kernel 5x5) 0,939 0,740 0,060 0,240
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A Figura 4.31 mostra as observacoes e previsoes com dados degradados para o
evento que foi analisado anteriormente. Através dessa figura é possivel observar
que ha uma melhora significativa nas skills de acordo com o aumento das areas
dos pixeis, diminuindo assim o erro de co-localizacdo. O FAR é a skill que tem
a melhora mais significativa com o aumento do kernel. Diante disso, a falta de
informagoes a respeito da propagacao dos sistemas pode ser suprida pela degradagao
dos dados. Com isso, pode-se notar a significativa melhora na previsao, uma vez que
a variabilidade espacial e falta de co-localizacdo dos dados é atenuada com essa
abordagem. A incerteza em relagdo a area aumenta, em contrapartida, a previsao se

torna mais fidedigna.
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5 CONCLUSAO

Esta dissertagao apresentou um estudo a respeito das informagoes meteorologicas
inferidas a partir de radares que podem ser utilizadas para a implementacao de sis-
temas de previsao de descargas elétricas baseados em técnicas de aprendizado de
maquina. Além disso, uma investigacao sobre as caracteristicas espaciais, sazonais e
temporais das descargas elétricas foi realizada complementando a andlise exploraté-
ria dos dados sobre a regiao Central da Bacia Amazonica. Essas andlises subsidiaram
os testes de sensibilidades que foram feitos com a arvore de decisao e redes neurais
artificiais durante o periodo de maior atividade das descargas elétricas, a estagao
seca. A partir desses testes foram discutidos os impactos das diferentes configuragoes

dos dados de entrada sobre a previsao de raios na regiao.

A distribuigao espacial das descargas elétricas sobre a area de estudo sofre variagoes
significativas entre cada estacao. O raio esta diretamente associado com a presenca
de gelo no interior das nuvens de tempestades e isso pode ser intensificado a partir de
influéncias termodindmicas, dinamicas e efeitos locais. Como ja discutido, isso esté
associado com caracteristicas inerentes da regiao, como as mudancas dos regimes
precipitantes e as influéncias termodinamicas provenientes da umidade da floresta e
da brisa dos rios. Isso leva a considerar que os sistemas de previsao de raios desen-
volvidos para a essa regiao podem ter seu desempenho afetado se aplicado em outras
regides do Brasil, uma vez que por ter uma grande extensao territorial e influéncia
de sistemas de macroescala, possui condigoes locais muito distintas. Ainda com re-
lacao a distribuicao dos raios, foi observado que as localidades muito proximas aos
rios sofrem uma incidéncia maior ao longo de todas as estacoes, conforme apontado
nos mapas tematicos agrupados por drea e por municipios, que podem servir como

subsidios na tomada decisoes de autoridades competentes locais.

Sobre a influéncia da superficie, as relacdes encontradas mais evidentes foram com
relacao a cobertura do solo. Embora haja uma expressiva predominancia da floresta
como tipo de cobertura, as fortes relagoes das tempestades eletricamente ativas, ja
conhecidas, com os rios foram identificadas. Em que as regides perto, ou sobre essas
areas tiveram alta incidéncia de raios. Ja com relacdo a orografia, ndo foram iden-
tificadas relagoes significativas que pudessem motivar analises mais aprofundadas.
Devido a alta dependéncia espacial desses dados e a nao adicao das informagoes
de propagacao dos sistemas, esses dados nao proporcionaram ganhos significativos
com as arquiteturas de redes neurais artificiais testadas. Entretanto, com a aplica-

¢do de diferentes abordagens que levam isso em consideragao, esses dados podem
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proporcionar algum ganho.

As relagoes entre a ocorréncia de descargas elétricas e o ciclo diurno também foram
identificadas nesse estudo. Como ja sabido, esta é uma regiao que apresenta um ciclo
de diurno da convecc¢ao bem definido. Diante disso, a incidéncia de raios durante
todas as estacoes tendem a ter uma frequéncia maior comegando pela manha, tendo
a sua maxima atividade aproximadamente entre as 12 h e 14 h local (UTC-4).
Além disso, o sensor que estd sendo utilizado para computar os raios observados

(STARNET) possui uma melhor eficiéncia de detec¢ao durante a noite.

O preprocessamento dos dados e sua analise sdo fundamentais no processo de cons-
trucao de modelos baseados em aprendizado de maquina. Além de fornecer informa-
¢Oes importantes para a escolha da melhor configuracao do modelo a ser aplicado,
através da EDA também é possivel identificar limitacoes que os sistemas de previsao
podem vir a ter. Através da andalise exploratéria dos dados foi possivel compreender
melhor as relagoes entre as variaveis meteorologicas usadas e os raios. Através das
andlises dos histogramas de frequéncias relativas, foi possivel observar em quais va-
ridveis e estagoes a separacao das classes de atividade e inatividade de raios eram
melhor definidas. Nessa tarefa, algumas variaveis com o perfil vertical de refletividade
foram analisadas (i.e. 2km, 5km e 7km). A estac@o seca foi a que teve melhor ten-
déncia de separacdo, enquanto que a estacao chuvosa foi a que teve a pior separagao.
Isso pode esta associado com as distintas caracteristicas dos sistemas precipitantes,
que predominantemente sao estratiformes durante a chuvosa e convectivos durante

a estacao seca.

Além disso, o aumento dos limiares de atividade realcam a separacao das classes,
uma vez que as regioes mais ativas normalmente estao associadas a maior intensi-
dade nos valores das variaveis. Embora haja uma sub-notificacao associada com a
co-localizagao dos dados, também é possivel identificar tendéncias nos limiares de
refletividade. Em suma, essas analises foram importantes para identificar o grau de
separacao entre as classes de inatividade e atividade e as variaveis com relagoes mais
fortes com as descargas elétricas. Em que se destacaram principalmente aquelas as-

sociadas aos perfis verticais e suas derivagoes, como as alturas de Wadvogel e echo

top de 35dBZ.
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Além das relac¢oes sincronas, também foram realizadas andlises das relagoes assin-
cronas entre as variaveis de radar e da STARNET. Essas anélises foram realizadas
com o intuito de identificar as variaveis que estdo associadas com os raios em inter-
valos de tempos diferentes. Isso é importante para os sistemas de previsao, uma vez
que os dados de anteriores podem trazer informagoes sobre tendéncias associados
a ocorréncia ou nao de raios. Para a inatividade nao foram encontradas mudancas
significativas. No entanto, os valores associados a classe de atividade tendem a se
aproximarem dos valores da classe de inatividade a medida que se distanciam do
instante de tempo atual. Sendo assim, a inclusao de informagoes muito passadas

impactar negativamente na performance dos modelos de previsao.

Outra andlise realizada foi em relagdo ao aumento das areas dos pixeis por meio das
degradacgoes com diferentes kernels. Observou-se que quanto maior o tamanho do
pixel, maior é o grau de co-localizacdo dos dados. Contudo, pior é a correlagdo entre
eles para a maioria das variaveis. Este tipo de informacao, como serd abordado mais

afrente, teve grande impacto nas redes neurais testadas.

Uma vez que existe uma relacao de dependéncia entre as variaveis de radar e a
ocorréncia de raios, o uso de uma técnica de classificacao para determinar possiveis
relacoes e seus limiares se fez necessario. Neste sentido, uma técnica de aprendizado
de maquina foi aplicada, a arvore de decisdao. Através dela foi possivel analisar as
relagoes entre as variaveis e os raios em diferentes instantes de tempos. Embora
houvesse uma dessincronizagao temporal e espacial das variaveis em relagao aos
raios, alguns limiares e associa¢oes dos processos fisicos dos raios foram identificados
através das representacoes das arvores de decisao. De modo geral, ficou evidentes
que este tipo de técnica se bem aprofundada pode trazer solugdes importantes para
identificagao de tempestades e raios. Além disso, a arvore de decisao foi utilizada com
o intuito de fazer uma selecao de atributos, filtrando aqueles com maior relevancia
para a classificacdo dos dados com inatividade e atividade de raios. As variaveis
selecionadas com a arvore de decisao foram utilizadas como entrada em algumas

configuragoes de RNAs, conforme serd apresentado em seguida.

Um dos objetivos principais desta pesquisa dar subsidios a criacdo de um sistemas
de previsao de raios nuvem-solo. Sendo assim, o uso de RNAs foram aplicados. Al-
gumas arquiteturas de RNAs possuem um certo grau de autonomia no seu processo
interno de generalizagao entre as associagoes dos dados de entrada e saida, pois uma
vez configurada a arquitetura e seus hiper-parametros, o treinamento do modelo

acontece de modo independente. Dependendo da quantidade de pardmetros (i.e. ni-
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mero de neur6nios e camadas ocultas) definidos nas RNAs; a interpretagao de como
os processos de associagoes entre os dados de entrada e saida estao sendo realizados
internamente vai sendo perdida durante o treinamento do modelo. Além disso, ha
um certo grau de subjetividade na escolha desses parametros de acordo com o tipo
de problema e dados que estao sendo utilizados. Isso pode provocar uma certa resis-
téncia de alguns especialistas em utilizar as RNAs, apesar do seus 6timos resultados.
Sendo assim, todas as andlises e preprocessamento dos dados feitos antes da aplica-
¢ao das redes neurais, tiveram como intuito avaliar a qualidade das informagoes que
foram adicionados ao modelo, que é muitas vezes considerado uma "caixa-preta'.
Além disso, o treinamento das redes neurais artificiais sem um preprocessamento
prévio dos dados pode afetar na capacidade de generalizacdo dos modelos. Por isso,
essa etapa de andlise e processamento sao de suma importancia. Uma vez que elu-
cidam processos fisicos que podem impactar nos resultados, deixando a RNA mais

transparente.

Com essas etapas anteriores ao treinamento das redes neurais cumpridas, foram
testadas os modelos com variagoes nos dados de entrada para intervalos de tem-
pos distintos anteriores a previsao. Dentre essas configuracoes de entrada, foram
avaliados modelos com somente uma variavel, com perfis verticais de refletividade,
variaveis selecionadas pela arvore de decisao e com a inclusao de informagoes da
cobertura do solo e hora. Também foram testados configura¢des em que os dados
estavam com degradacoes. Além disso, testes complementares & essas configuragoes
também foram feitos, variando a proporcao do balanceamento dos dados e aplicando

diferentes limiares na probabilidade de deteccao dos raios.

Alguns resultados foram identificados nos testes realizados com diferentes configura-
¢oes de entradas das RNAs. Aquelas que tiveram como entrada somente um instante
de tempo, apresentaram comportamento muito dependente, superestimando a ocor-
réncia de raios, porém tendo uma melhor co-localizacao com os dados observados. J&
os modelos com as entradas dos trés instantes anteriores a previsao, abstrairam um
pouco dessa dependéncia e generalizaram melhor as tendéncias ao longo do tempo,
aproximando mais a quantidade de raios observados em detrimento do aumento do

erro de co-localizagao.

As configuragoes que tiveram melhor resultado foram aquelas com todas as variaveis
do radar nos trés instantes de tempo anterior a previsao e somente com a variavel
que apresentou o melhor desempenho em um teste massivo de combinagoes, a Altura

de Waldvogel. Cabe ressaltar que com relagdo a este ultimo, o echo top de 35 dBZ
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também mostro resultados satisfatérios. Ou seja, variaveis que sao conhecidas pela
sua relacdo com a fisica das tempestades. Logo, os resultados dessas RNAs mostram
que as caracteristicas verticais das nuvens sao de suma importancia para definir uma

melhor previsao de raios CG.

O balanceamento das entradas que proporcionou melhor capacidade de generalizacao
dos modelos foram as proporgoes de 25% e 75% dos dados para as as classes de
inatividade e atividade, respectivamente. O aumento do limiar de probabilidade para
considerar a ocorréncia de raios aumentou o erro de co-localizacao e a subestimagao
das previsoes, portanto a que melhor se ajustou foi o limiar >50%. O que mostra
que a metodologia utilizada para definir as probabilidades pela rede foram suficientes

para definir o melhor critério.

Além disso, os desempenhos dessas configuracoes tiveram melhoras significativas ao
aplicar a degradacao dos dados. Isso aumenta um pouco da incerteza da localizagao
do raios devido ao aumento das areas dos pixeis. Contudo, o ganho de informagao,
avaliado pelas skills POD e FAR, foi significativo, principalmente com as taxas de
falso alarme. Diante disso, essa é uma abordagem que pode ser utilizada para suprir

a falta de informacoes de deslocamento em sistemas de previsao de raios.

A inclusao dos dados de horarios foram considerados em algumas configuracoes das
redes neurais testadas. Assim como o uso de informagdes sobre o tipo de solo. Embora
tenha havido mudancas com a inclusao dessas informacgoes, nao foram identificados
ganhos em relagao as skills dos modelos de previsao. Contudo, analises mais profun-
das precisam ser realizadas para averiguar os impactos em maior escala, uma vez

que pixel-a-pixel nao foram observadas mudanca benéficas a RNA.

Apesar das limitacoes dos modelos simples aqui testados em acompanhar o deslo-
camento dos sistemas, as configuragoes de entradas testadas mostraram resultados
promissores, e que podem ser aproveitados nos proximos sistemas de previsoes de

raios para essa regiao.
5.1 Trabalhos futuros

As andlises das relagoes entre as descargas elétricas e as variaveis obtidas a partir
de radar na regiao central da Bacia Amazonica apresentadas neste trabalho, podem
servir com subsidios para a construcao de sistemas de previsao de descargas elétricas
nessa regiao. Além disso, as metodologias aplicadas podem ser extrapoladas para

analises de mesmo proposito feitas em outras localidades. Sendo assim, a inclusao
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de outras variaveis provenientes de outros sensores podem complementar essas ana-
lises, principalmente aquelas que estao associadas a perfis termodinamicos ou de

movimentos atmosférico.

Como apontado em diversas ocasioes ao longo deste trabalho, a abordagem utilizada
em tratar as informacoes pixel a pixel, fez com que houvesse algumas limitacoes, a
principal delas associadas a co-localizagao dos dados. O aumento das areas que estao
sendo analisadas favorece o ganho de informagoes, como visto ao aplicar as degra-
dacoes. Partindo disso, abordagens diferentes para o aumento das areas de analises
podem ser aplicadas em estudos futuros, como por exemplo, analises baseadas em
clusters. Além disso, a inclusao de informacoes complementares de deslocamento e
propagacao das nuvens podem ser incluidas, o que certamente aumentara o ganho

de informacoes sobre a propagacao dos sistemas.

Este trabalho fez uso de uma das redes neurais mais difundidas, a perceptron de
miultiplas camadas. Durante a etapa de ajuste dos hiper-parametros, algumas pro-
blematicas foram de encontro com as limitagoes da arquitetura da rede. A conversao
dos dados de entrada de multi-dimensional para unidimensional sem a extracao au-
tomatica de caracteristicas podem afetar a capacidade desse tipo de arquitetura. O
aumento do niimero de neurénios, camadas ocultas e outros hiper-parametros po-
dem até melhorar o desempenho, porém o custo computacional também aumenta
de forma proporcional. Diante disso, trabalhos futuros deverao considerar testes
com outras arquiteturas, como as redes neurais convolucionais, as quais possuem

artefatos para extrair caracteristicas de dados multi-dimensionais.

Como observado, a inclusao dos dados em diferentes tempos podem melhorar o
desempenho dos modelos, removendo parte da dependéncia temporal das varidaveis
com a incidéncia de raios. A MLP pode tratar em até certo ponto essa relagao
temporal das varidveis com os raios, entretanto, com a inclusao de mais tempos
anteriores a previsao a sua capacidade de associacao pode diminuir, uma vez que
nao possui memorias de curto/longo prazo. Diante disso, as redes neurais recorrentes
podem ser considerada em trabalhos futuros. Atualmente ja existem arquiteturas que
combinam as redes neurais convolucionais e recorrentes, essa pode ser um ponto de

partida para a continuagao deste trabalho.

Além disso, para diminuir a sub-notificagdo de raios sobre regioes convectivas mais
intensas, ¢ necessario aplicar algoritmos de busca e associa¢gdo, como a maxima
correlagao cruzada. Tais técnicas podem associar de modo mais preciso os raios, que

devido a dinamica de medidas e fisica dos sistemas, podem nao estar co-localizados.
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Isto traria melhor relagdo entre as variaveis, o que ajudaria as RNAs a abstruirem

as informacoes de maneiras mais correta.
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APENDICE A - ESTATISTICAS SINCRONAS DAS VARIAVEIS

A Tabela A.1 apresenta algumas informagoes estatisticas que complementam as
analises assincronas discutidas na Subsec¢ao 4.2.2 do Capitulo 4. Essas informagoes
estao agrupadas por variavel, atividade/inatividade e estagdo. Sao elas: assimetria,
curtose, média, mediana, desvio-padrao, variancia e se a hipdtese nula foi aceita no
teste de hipdtese. Foi aplicado o teste t de student para verificar se as médias dos
valores das varidveis na atividade sao diferentes dos valores das varidveis na inati-
vidade com o intervalo de confianga de 95%. Em que, quando a hip6tese nula (Hp)
¢ aceita (Sim), as médias ndo apresentam diferencas estatisticamente significativas.

Ja quando for rejeitada (Nao), essas diferencas sao significantes.
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APENDICE B - ESTATISTICAS INDICE DE CO-LOCALIZACAO

As Figuras B.1, B.2, B.3 e B.4, mostram as frequéncias relativa das médias do
indice de co-localizagao e seus respectivos desvios-padrao para todas as variaveis
com diferentes tamanhos de kernels de degradacgdo, respectivamente, na estagao
chuvosa, chuvosa-seca, seca e seca-chuvosa. Essas figuras complementam as analises

discutidas na Secao 4.3 do Capitulo 4.

A Tabela B.1 apresenta algumas informagoes estatisticas dos valores do indice de
co-localizagao, conforme discutido na Se¢dao 4.3 do Capitulo 4. Essas informacgoes
estao agrupadas por estagao, variavel e tamanho do kernel usado na degradagao.
Sao elas: média, desvio padrao, mediana, percentis (de 33, 66 e 99), assimetria e

curtose.
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Figura B.1 - Histogramas da estacdo chuvosa.
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Figura B.2 - Histogramas da transicao entre a estacdo chuvosa e seca.
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Figura B.3 - Histogramas da estacao
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Figura B.4 - Histogramas da transicao entre a estacdo seca e chuvosa.
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APENDICE C - MOSAICOS COM AS PREVISOES DE RAIOS DIFE-
RENTES LIMIARES DE PROBABILIDADE

As figuras apresentadas neste apéndice complementam as andlises discutidas na Se-
¢ao 4.5 do Capitulo 4. As figuras sao referentes aos mosaicos de previsao de diferentes

configuragoes de RNAs usando no pés-processamento os limiares de probabilidade
>70%, >80%, >90% e >98%.
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de previsao com todas as configuracoes de entrada com a MLP com limiar de probabilidade >70%.
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(b) RAIOS PREVISTOS PELA MLPO1
POD: R: 0.9

(c) RAIOS PREVISTOS PELA MLP02
POD: 8_FAR: 0.9

(d) RAIOS PREVISTOS PELA MLP03
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(j) RAIOS PREVISTOS PELA
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Fonte: Producgao Autor.
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(e) RAIOS PREVISTOS PELA MLP04
POD; R: 0.878

=59.0
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Figura C.3 - Mosaico de previsao com todas as configuracoes de entrada com a MLP com limiar de probabilidade >90%.
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